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            Abstract
          
        

        
          본 연구는 강화학습 알고리즘인 Proximal Policy Optimization(PPO)과 Self-Play를 활용하여 Pong 게임에서 단일 에이전트 및 다중 에이전트 환경에 대한 학습 성능을 비교 분석하였다. 단식 게임에서는 PPO를 적용하여 안정적이고 효율적인 학습 과정을 통해 에이전트가 최적의 정책을 학습하도록 설계하였다. 다중 에이전트 게임에서는 Self-Play를 통해 팀 간 경쟁과 팀 내 협력 전략을 학습하게 하였으며, 상대의 전략에 적응하는 학습 결과를 도출하였다. 실험 결과, PPO는 단순한 단일 에이전트 환경에서 높은 학습 효율성과 성능을 보였으나, 복잡한 상호작용이 요구되는 다중 에이전트 환경에서는 Self-Play가 더 뛰어난 성능을 나타냈다. 본 연구는 강화학습 기법의 선택이 환경의 특성에 따라 학습 성능에 큰 영향을 미친다는 점을 시사하며, 다양한 환경에서의 정책 일반화를 위한 기초 자료를 제공한다.

        

        
          
            초록
          
        

        
          This study compared and analyzed learning performance at the Pong game in singles and doubles environments using the reinforcement learning algorithms proximal policy optimization (PPO) and self-play. During the singles game, PPO was applied to design an agent that learns optimal policies through a stable, efficient learning process. During the doubles game, self-play enabled the learning of inter-team competition and intra-team cooperation strategies, yielding learning results that showed adaptability to opponents' strategies. Experimental results showed that although PPO demonstrated high learning efficiency and performance in the simple singles environment, self-play exhibited superior performance in the doubles environment, which requires complex interactions. This study suggests that the choice of reinforcement learning technique significantly impacts learning performance depending on the environmental characteristics. It also provides foundational data for policy generalization to diverse environments.
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      Ⅰ. 서 론
      강화학습은 에이전트가 환경과의 상호작용을 통해 최적의 의사결정 정책을 학습하는 기계학습의 한 분야이다. 에이전트는 주어진 환경에서 상태를 관찰하고, 행동을 선택하며, 이에 따른 보상을 받는 과정을 반복하며 학습을 수행한다[1]. 특히 심층 강화학습은 심층 신경망을 활용하여 복잡한 환경에서도 효과적인 정책 학습이 가능하다는 것을 입증하였다[2]. 최근의 강화학습 연구는 정책 최적화 기법의 안정성과 효율성 향상에 주목하고 있다. Proximal Policy Optimization(PPO)과 같은 알고리즘은 기존의 정책 최적화 방법의 한계를 극복하며 실용적인 성능을 달성하였다[3]. 또한 Self-Play와 같은 경쟁적 학습 기법의 도입으로 더욱 강건한 정책 학습이 가능해졌으며, 이는 게임 AI와 로봇 제어 등 다양한 분야에서 인상적인 성과를 보여주고 있다[4].

      Pong은 단순한 구조와 직관적인 게임 규칙을 가진 환경으로, 강화학습 알고리즘의 성능을 평가하는 벤치마크로 널리 활용되고 있다. 기존 연구는 PPO 또는 Self-Play를 개별적으로 다루는 경우가 대부분이며, 동일한 게임 환경에서 두 기법을 직접 비교하여 단일 에이전트–다중 에이전트 구조 차이에 따른 학습 성능을 분석한 사례는 제한적이었다. 특히 Self-Play 기반 학습은 경쟁적 환경에서 우수한 성능을 보이지만, 환경의 복잡도나 보상 설계에 따라 성능 편차가 크게 발생한다는 한계가 존재한다[4],[6],[13]. 따라서 동일한 실험 조건에서 PPO와 Self-Play의 학습 진행 과정과 수렴 특성을 비교하는 것은, 강화학습 알고리즘 선택에 대한 실증적 근거를 제공한다는 점에서 의미가 크다.

      본 연구는 이러한 배경과 기존 연구의 한계를 극복하고자 한다. 구체적으로, 단일 에이전트 환경인 Pong 단식 게임에 PPO 알고리즘을 적용하여 안정적인 단독 플레이 정책 학습의 특성을 분석한다. 이와 대비하여, Pong 다중 에이전트 게임이라는 다중 에이전트 및 경쟁적 환경에 Self-Play 기법을 도입하여 에이전트 간 상호작용이 학습 동역학과 전략 획득에 미치는 영향을 정량적으로 분석한다. 본 연구는 강화학습 알고리즘을 단순 비교하는 수준을 넘어, 환경 구조가 알고리즘의 학습 동역학을 어떻게 변화시키는지를 분석한다는 점에서 차별성이 있다. 단식 환경에서는 안정성과 빠른 수렴 속도가 중요하지만, 다중 에이전트 환경에서는 상대 전략 변화에 대한 적응과 협력 전략의 학습이 요구된다. 이러한 차이를 정량적으로 검증함으로써, 본 연구는 강화학습 모델 선택이 문제의 구조적 특성에 따라 달라져야 함을 실증적으로 보여주며, 연구 결과는 향후 멀티에이전트 시스템, 실시간 전략 시뮬레이션, 협력 로봇 제어와 같은 실제 환경에서의 정책 일반화 연구에 기여할 수 있다.

      
        
        

        Fig. 1. 
				
        

        
          Pong game environment setup for Unity MLAgetns reinforcement learning
        
        

        

      

    

    

  
    
      Ⅱ. 관련 연구
      
        2-1 Proximal Policy Optimization
        강화학습(Reinforcement Learning, RL)은 에이전트가 환경과의 상호작용을 통해 최적 정책을 학습하는 기계학습의 한 분야이다. Proximal Policy Optimization(PPO)은 OpenAI에서 제안된 강화학습 알고리즘으로, 기존 신뢰영역 정책 최적화(Trust Region Policy Optimization, TRPO)의 한계점을 개선한 알고리즘이다[3]. PPO는 구현의 용이성과 안정적인 학습 성능을 바탕으로 게임 AI, 로봇 제어, 금융 예측 등 다양한 도메인에서 활용되고 있다.

        PPO 알고리즘은 다음과 같은 세 가지 주요 특징을 갖는다. 첫째, 정책 업데이트 과정에서의 안정성 확보이다. 기존 TRPO에서 사용되던 복잡한 제약 조건을 클리핑(clipping) 기법으로 대체함으로써 학습의 안정성을 향상시켰다. 둘째, 알고리즘의 구조가 단순화되었다. TRPO 대비 계산 복잡도가 낮고 구현이 간소화되어 실제 응용에 적합한 특성을 보인다. 셋째, 높은 샘플 효율성을 제공한다. 수집된 샘플 데이터의 반복적 재활용을 통해 학습 효율을 최적화할 수 있다.

        손실 함수는 다음과 같은 세 가지 핵심 구성 요소의 합으로 이루어지며, 이는 학습의 안정성, 정확성, 탐험을 달성하도록 설계되어다. PPO는 정책(Policy)과 가치 함수(Value Function)를 동시에 학습하는 액터-크리틱(Actor-Critic) 구조를 채택하고 있으므로, 최종 손실 함수는 세 가지 주요 구성 요소의 합으로 정의된다.
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        LCLIP(θ)항은 PPO의 핵심 요소로, 정책 업데이트의 안정성 확보를 목표로 한다. 이 손실 함수는 기존 정책(πold)과 새로운 정책(πθ) 간의 차이가 일정 수준 이상으로 커지는 것을 방지한다. 구체적으로, 에이전트가 환경과의 상호작용을 통해 얻은 이점 추정치(At^)에 따라 정책을 업데이트하는 과정에서, 두 정책의 확률비율(rt(θ))에 ϵ 값 기반의 클리핑(Clipping) 기법을 적용한다. 이 메커니즘을 통해 정책이 안전한 '근접(Proximal)' 영역 내에서 점진적으로 업데이트되도록 유도하며, 이는 정책의 급격한 변화를 막아 학습의 안정적인 수렴에 결정적인 역할을 한다. 가치함수손실(c1LCLIP(θ))에서 c1LVF(θ)항은 가치 함수의 예측 정확도 향상을 목표로 한다. 여기서 LVF(θ)는 가치 함수(Vθ(s))의 제곱 오차 손실(Squared-Error Loss)을 의미한다. 가치 함수는 액터-크리틱 구조에서 크리틱(Critic)의 역할을 수행하며, 현재 정책 하에서 특정 상태(s)에서 얻을 것으로 예상되는 미래 누적 보상(V^t)을 예측한다. 이 손실 항은 예측된 가치와 실제 관측된 목표 가치 사이의 오차를 최소화하도록 가중치를 업데이트하며, 학습의 효율성을 높이는 데 기여한다. 계수 c1은 이 가치 함수 손실의 비중을 결정하는 하이퍼파라미터이며, 정책 학습(LCLIP)과 가치 함수 학습(LVF) 간의 균형을 조절하는 데 사용된다. c2S(θ)항은 정책의 탐험(Exploration)을 장려하고 지역 최적점(Local Optima)에 빠지는 것을 방지하는 역할을 한다. 여기서 S는 정책 πθ의 엔트로피(Entropy)를 의미하는데, 엔트로피는 확률 분포의 무작위성을 측정하는 척도이다. 손실 함수를 최소화하는 방향으로 학습이 진행되므로, 이 엔트로피 항은 전체 손실 함수에 더해지는(보너스) 형태로 사용된다. 즉, 이 항을 최대화하는 방향으로 학습을 유도하여 정책이 다양한 행동을 시도할 확률을 높이고 환경에 대한 더 넓은 이해를 돕는다. 계수 c2는 탐험의 정도를 조절하는 하이퍼파라미터이며, 학습 초기나 특정 단계에서 정책의 무작위성을 제어하는 데 활용된다.종합적으로, PPO의 손실 함수는 세 가지 구성 요소를 계수 c1과 c2를 통해 효과적으로 결합함으로써, 안정성을 유지하면서도 정확한 가치 예측을 기반으로 충분한 탐험을 수행하는 효율적인 강화학습 정책을 구현한다.

      

      
        2-2 Self-Play
        Self-Play는 강화학습 연구에서 가장 주목받는 학습 프레임워크 중 하나로, 에이전트가 동일한 학습 알고리즘을 사용하는 상대 에이전트와 반복적으로 경쟁하거나 협력하면서 전략을 정교하게 발전시키는 방식이다[5]. 이러한 구조는 환경의 복잡성과 관계없이 에이전트가 끊임없이 새로운 전략을 경험할 수 있도록 하며, 상대 전략의 변화가 곧 환경 변화로 작동하는 내생적 학습 환경(endogenous learning environment)을 제공한다. 이는 정적인 환경에서 정책을 학습하는 기존 방식과 비교할 때 더 높은 일반화 성능을 보이며, 복잡한 전략적 상호작용을 요구하는 환경에서 특히 강력한 성능을 발휘한다.

        Self-Play의 강점은 크게 세 가지로 정리된다. 첫째, 에이전트는 상대의 전략 변화에 연속적으로 적응하면서 안정적이면서도 빠른 전략 개선을 이룬다. 둘째, 에이전트 스스로 다양한 시뮬레이션 환경을 생성하며, 임의적 변동성이 높은 환경에서도 일반화된 정책 학습이 가능하다. 셋째, 단일 에이전트 환경의 편향에 얽매이지 않는다는 점에서 실제 경쟁적 또는 협력적 구조를 갖는 환경에 대한 높은 적응력을 획득할 수 있다. 이러한 특성 덕분에 Self-Play는 바둑, 체스, 쇼기와 같은 복합 전략 게임에서 인간을 압도한 AlphaGo, AlphaZero[6],[7], 그리고 팀 기반 멀티플레이어 게임 도메인에서 인상적 성능을 보인 OpenAI Five[5] 등 여러 대표적 성공 사례를 남겼다.

        특히 PPO(Proximal Policy Optimization)와 Self-Play의 결합은 강화학습 분야에서 실용성과 성능을 동시에 만족시키는 강력한 조합으로 평가된다. PPO는 정책 업데이트의 변동성을 억제해 학습 안정성을 보장하면서도 샘플 효율성을 확보할 수 있는 장점을 제공한다. 여기에 Self-Play 기반 경쟁적 상호작용을 더할 경우 정책 개선 속도가 가속화되며, 복잡한 전략적 변수가 개입되는 환경에서도 강건한 정책을 학습할 수 있다. 또한 다양한 상대 전략과 반복적으로 대결하는 과정은 모델이 환경 특성에 과적합되지 않고, 실제 경쟁 환경에서 일반화 가능한 정책을 생성하도록 돕는다. 로봇 축구 도메인에서 PPO 기반 Self-Play 학습이 협력·경쟁 전략을 동시에 발달시키는 데 성공한 연구 사례는 대규모 물리 환경에서도 이 결합 방식이 효과적임을 보여준다[8].

        그러나 PPO와 Self-Play의 결합이 언제나 최적의 결과를 보장하는 것은 아니다. 대규모 경쟁적 시뮬레이션 환경에서는 막대한 계산 자원이 요구되며, 특정 전략에 대한 과적합이나 모방적 수렴(mode collapse)이 발생할 가능성도 존재한다. 또한 환경 설계와 보상 함수의 세부 변화가 학습 안정성과 성능에 큰 영향을 미친다는 점에서, Self-Play 시스템의 설계는 깊은 실험적 검증을 필요로 한다. 이 때문에 최근 연구는 자원 효율성 개선, 경쟁적 편향 제거, 환경 독립적 정책 학습을 핵심 과제로 제시하며, 보다 일반화 가능한 Self-Play 구조 탐색으로 연구 방향이 확장되고 있다.

        최근 강화학습 연구에서 또 하나의 중요한 흐름은 강화학습과 트랜스포머 모델의 결합이다. 트랜스포머는 시퀀스 모델링에서 탁월한 성능을 보이는 모델로, 장기 의존성(long-term dependency) 학습에서 기존 RNN 기반 모델의 한계를 극복한다. Decision Transformer는 강화학습 문제를 시퀀스 조건부 생성 문제로 재구성하여, 과거 궤적(trajectory)을 기반으로 미래 행동을 직접 예측하는 패러다임을 제시하였다[9]. 이는 강화학습의 정책 최적화 알고리즘을 명시적으로 사용하지 않으면서도 높은 성능을 달성하는 새로운 접근이었다. Trajectory Transformer는 상태와 행동 궤적을 이산 토큰화하여 트랜스포머로 계획을 수행하는 방법을 제안하며, 장기 계획 문제에서 특히 뛰어난 성능을 보였다[10].

        
          
          

          Fig. 2. 
				
          

          
            Cumulative reward and episode duration through PPO training of a single agent
          
          

          

        

        또한 범용 인공지능(Generalist Agent)을 지향하는 Gato는 단일 에이전트 트랜스포머 모델이 조작, 시각 인식, 텍스트 이해 등 서로 다른 특성을 가진 여러 작업을 동시에 수행할 수 있음을 보여주었으며[11], 이는 멀티모달 입력이 결합된 강화학습 환경에서의 확장 가능성을 보여준다. 로봇 제어 분야에서 RT-1은 시각적 입력과 행동 명령을 통합적으로 모델링하는 구조를 제안하여 실제 로봇 시스템 제어에서 트랜스포머 기반 정책의 실용성을 입증하였다[12]. 이러한 흐름은 강화학습이 단순한 정책 최적화 기법을 넘어 대규모 시퀀스 모델링 및 멀티모달 추론과 결합하며, 향후 Self-Play나 PPO 기반 학습 구조에 새로운 가능성을 열어줄 것으로 보인다.

        종합하면, PPO·Self-Play·Transformer 기반 시퀀스 모델링의 발전은 강화학습 연구의 중심축이 점차 정책 안정성, 상호작용 기반 전략 확장성, 장기 의존성 모델링 능력이라는 세 가지 핵심 가치로 수렴하고 있음을 보여준다. 본 연구가 Pong 단일·다중 에이전트 환경에서 PPO와 Self-Play의 성능을 비교 분석하는 것은 이러한 학습 동역학의 차이를 실험적으로 검증하고, 알고리즘 선택이 환경 구조에 따라 어떻게 달라져야 하는지에 대한 실질적 기준을 제공한다는 점에서 큰 의의를 가진다. 나아가 본 분석은 멀티에이전트 시스템, 로봇 협력 제어, 실시간 전략 시뮬레이션 등의 고차원 환경에서 강화학습 알고리즘을 선택하고 설계하는 데 중요한 기초 자료가 될 것이다.

      

    

    

  
    
      Ⅲ. 연구내용
      
        3-1 실험환경구성
        본 연구의 강화학습 실험은 Intel Xeon Silver 4210 CPU(2.20 GHz, 듀얼 프로세서), 128 GB RAM을 탑재한 64비트 x64 기반 시스템에서 수행되었으며, NVIDIA TITAN RTX(24 GB) GPU 2장을 병렬 구성하여 학습 연산을 가속화했다. 실험 환경은 Unity 2022 엔진과 ML-Agents Toolkit(v2.1.0-exp.1)**을 기반으로 구성되었고, Python API(v0.27.0)와 C#–Python Communicator(v1.5.0)를 연동하여 단일·다중 에이전트 강화학습 시뮬레이션을 안정적으로 수행했다. 단일 에이전트(single-player)과 다중 에이전트(double-player) 환경 모두 동일한 2D 물리 시뮬레이션 엔진을 기반으로 구성하였으며, 각 에이전트는 패들(paddle)을 상하로 이동시켜 공을 반사하거나 득점을 시도한다. 공의 속도, 반사각, 패들 이동 범위 등 핵심 변수는 실제 Pong 규칙을 준수하며, 불확실성을 부여하기 위해 공의 초기 발사 방향에 ±5도 이내의 난수 편차를 적용하였다. 이는 알고리즘의 일반화 학습을 유도하기 위한 설계이다.

        정량적인 학습 유도를 위해 다단계 보상 체계(reward shaping)를 적용하였다.

        
          	◆ 득점 성공 시: +1.0


          	◆ 실점 시: −1.0


          	◆ 공을 패들로 성공적으로 타격할 때마다: +0.1


          	◆ 불필요한 이동에 대해, 이동거리 × −0.001 페널티


        

        이 보상 설계는 에이전트가 무의미하게 움직이는 것이 아니라, 최소한의 움직임으로 최적의 타격 위치를 찾도록 유도한다. 각 에피소드는 한 쪽 에이전트가 5점을 먼저 획득할 때 종료되도록 설정하여, 학습 샘플 수 확보와 수렴 안정성을 균형 있게 고려하였다.

        게임 GUI 요소는 학습 과정에 반영되지 않도록 비활성화하고, 상태 관찰은 (공의 위치, 패들의 위치, 공의 속도 벡터)를 포함한 정량 벡터 상태(observation vector) 방식으로 입력하였다. 입력 차원은 단일 에이전트 환경 6차원, 다중 에이전트 환경 10차원으로 구성하여 CNN 기반의 픽셀 입력 대비 학습 속도를 약 4.2배 단축하였다. 이는 본 연구에서 알고리즘 성능 비교가 핵심 목표이므로, 시각 특징 추출로 인한 불확실성을 제거하고 정책 학습에 집중할 수 있도록 하기 위함이다.

        
          
          

          Fig. 3. 
				
          

          
            Cumulative reward and episode duration through self-play training of double agents
          
          

          

        

      

      
        3-2 학습 방법
        단일 에이전트 환경에서는 Proximal Policy Optimization(PPO) 알고리즘을 사용하여 에이전트의 정책을 학습시켰다. 학습 안정성을 위해 다음과 같은 하이퍼파라미터를 설정하였다.

        
          	◆ Learning rate: 3 × 10⁻⁴


          	◆ Discount factor (γ): 0.99


          	◆ GAE(Generalized Advantage Estimation) λ: 0.95


          	◆ Batch size: 2048


          	◆ Epoch: 3


          	◆ PPO clip ratio: 0.2


        

        PPO 모델은 정책 함수와 가치 함수 파라미터를 공유하는 Actor–Critic 구조로 구성되었다. 손실 함수는 정책 손실(Policy surrogate), 가치 함수 오차(Value loss), 엔트로피 보너스(Entropy bonus)를 조합하여 정의하였다. 이러한 설정은 탐색과 수렴의 균형을 유지하며 학습의 불안정성을 최소화하기 위한 목적을 가진다.

        다중 에이전트 환경에서는 PPO에 Self-Play 메커니즘을 결합하였다. 초기 정책은 무작위(random) 상태에서 시작하며, 1000 에피소드마다 Best-Response 방식의 정책 업데이트를 진행한다. 현재 정책은 이전 세대의 정책과 대결하며 스스로 전략을 최적화하며, 대결 기록에 따라 다음 학습에 반영된다. 이를 통해 에이전트는 전략 다양성을 확보하고 상대의 성향에 적응하는 학습 특성을 갖는다.

        Self-Play 학습에서 발생할 수 있는 전략 고착(policy collapse)을 방지하기 위해, 이전 세대 정책을 확률적으로 샘플링하여 다양한 상대 전략을 유지하였다. 또한 탐색을 강화하기 위해 엔트로피 계수를 0.01로 설정하여 정책의 확률 분포가 특정 행동에 과도하게 집중되지 않도록 하였다. 그 결과 Self-Play 에이전트는 20,000 에피소드 이후 협력적 공간 분배 전략과 위치 선점 전략을 스스로 학습하였다.

      

    

    

  
    
      Ⅳ. 실험 결과
      
        4-1 단일 에이전트 게임 성능
        단일 에이전트 게임 환경에서 PPO 기반으로 학습된 에이전트는 총 100,000 에피소드의 학습을 수행한 후 안정적인 성능 수준에 도달하였다. 최종 학습된 모델은 평균 득점률 75%와 평균 타격 성공률 90%를 기록하였으며, 평균 에피소드 유지시간은 약 45초로 수렴하였다. 이는 에이전트가 무의미한 움직임을 최소화하고, 공의 궤적을 예측하여 최적의 반응 타이밍을 학습하였음을 의미한다.

        또한 학습 초기에는 행동 정책의 탐색이 빈번하여 누적 보상 변화 폭이 크게 나타났으나, 학습이 진행됨에 따라 정책 업데이트가 안정화되었고 보상 곡선 또한 단조 증가 형태로 수렴하는 경향을 보였다. 이는 PPO 알고리즘이 가진 정책 클리핑 기반의 업데이트 메커니즘이 급격한 정책 변화로 인한 성능 저하를 효과적으로 방지했기 때문으로 볼 수 있다.

      

      
        4-2 다중 에이전트 게임 성능
        다중 에이전트 게임 환경에서는 PPO와 Self-Play를 결합하여 학습을 수행하였으며, 20,000 에피소드의 학습이 진행된 이후 에이전트의 행동 패턴에서 명확하고 구조적인 전략적 변화가 나타났다. 초기 단계에서는 단순한 공 반사와 반응적 움직임이 주로 관찰되었으나, 학습이 진행될수록 에이전트는 상대 팀의 위치, 공의 속도 및 궤적, 반사 각도 등의 정보를 통합적으로 고려하며 의도적 공간 분배 전략(spatial distribution strategy)을 형성하였다. 이는 다중 에이전트 환경에서 두 에이전트가 동일한 공간으로 과도하게 몰리는 현상이 감소하고, 공의 궤적을 기준으로 자연스럽게 상·하 방향으로 역할을 분담하는 자발적 역할 분화(role assignment) 형태로 나타났다. 이러한 행동은 별도의 규칙이나 보상 설계 없이 Self-Play만으로 형성된 점에서 학습 알고리즘의 내재적 상보성에 대한 중요한 증거가 된다.

        Self-Play의 핵심 효과는 매 학습 세대마다 대전 상대가 지난 세대의 정책을 기반으로 지속적으로 변화한다는 점에 있다. 이는 에이전트가 특정 전략에 과도하게 최적화되는 현상을 방지하고, 상대 전략의 진화를 추적하기 위한 적응형 정책(adaptive policy)의 강화를 유도한다. 실험 결과, 단일 에이전트 환경에서 PPO를 적용했을 때보다 훨씬 적은 학습 횟수로 행동 다양성과 정책의 일반화 능력이 향상되었으며, 이는 다중 에이전트 상호작용이 학습 공간을 풍부하게 확장시켜 정책 최적화 과정에 긍정적인 영향을 미친다는 점을 시사한다.

        또한 학습 곡선에서는 총 보상의 꾸준한 증가와 더불어 에피소드 유지시간이 점진적으로 감소하는 패턴이 관찰되었다. 이는 에이전트가 단순히 공을 치는 단기적 반응 행동을 넘어서, 최소 이동을 통한 효율적 대응 전략(minimal movement strategy)을 학습했음을 의미한다. 즉, 불필요한 이동을 줄이고 특정 타이밍과 위치에서 높은 성공 확률을 갖는 반사 각도를 선택하는 경향이 강화되었다. 이는 멀티에이전트 구조에서 Self-Play가 전략적 판단, 예측적 움직임, 협력적 배치 등 복합적 의사결정 능력을 촉진한다는 것을 보여준다.

        종합하면, 다중 에이전트 환경에서의 PPO–Self-Play 결합은 단순한 반응적 행동을 넘어 협력성(cooperativity), 전략적 다양성(strategic diversity), 정책의 일반화 능력(policy generalization)을 동시에 향상시키는 효과를 나타냈다. 이는 Self-Play가 경쟁적 상황뿐 아니라 협력적·전략적 의사결정이 요구되는 환경에서도 정책 발전을 가속화하는 중요한 학습 메커니즘임을 실증적으로 보여주는 결과이다. 나아가 이러한 구조는 더 복잡한 다중 에이전트 시뮬레이션, 팀 기반 게임 AI, 협력 로봇 제어 분야로의 확장 가능성을 제시한다는 점에서 의미가 크다.

      

    

    

  
    
      Ⅴ. 결 론
      본 연구에서는 Unity ML-Agents를 활용하여 Pong 게임 환경에서 단일 에이전트 및 다중 에이전트 구조의 학습 성능을 체계적으로 분석하였다. 단일 에이전트 환경에서는 PPO 알고리즘이 높은 안정성과 일관된 수렴 특성을 보이며 비교적 빠르게 최적 정책에 도달하였다. 반면, 다중 에이전트 환경에서는 PPO와 Self-Play를 결합하여 학습을 수행하였고, 이 과정에서 단일 환경에서는 관찰되지 않았던 협력적 행동 양식과 역할 분화가 자발적으로 형성되었다. 특히 두 에이전트가 공의 이동 방향, 상대 패들의 위치, 공격·수비 간 우선순위를 고려하여 공간을 효율적으로 분배하는 전략을 스스로 학습한 점은 멀티에이전트 강화학습이 단순 반응 기반 정책을 넘어 전략적 상호작용을 학습할 수 있음을 보여주는 중요한 결과로 평가된다.

      또한 Self-Play의 적응적 학습 구조는 매 세대마다 상대 전략이 동적으로 변화하는 환경을 제공함으로써, 특정 패턴에 대한 정책 과적합을 억제하고 일반화 능력을 강화하는 효과를 나타냈다. 학습 곡선 분석에서도 누적 보상의 상승과 더불어 에피소드 유지 시간이 점진적으로 단축되었으며, 이는 에이전트가 단순 반사 행동을 넘어서 최소 이동 기반의 효율적 대응 전략을 습득했음을 시사한다. 이와 같은 결과는 경쟁·협력이 공존하는 복잡한 의사결정 문제에서 Self-Play 기반 PPO 구조가 강력한 학습 프레임워크가 될 수 있음을 실증적으로 뒷받침한다.

      향후 연구에서는 보다 복잡한 환경—예를 들어 지속적 제어 기반의 3D 공간, 비대칭 정보 구조, 팀 기반 전략 시뮬레이션—에서 본 연구의 알고리즘적 결합이 어떤 방식으로 일반화되는지 검증할 필요가 있다. 더불어 멀티에이전트 시스템의 확장성과 안정성을 향상시키기 위해 보상 설계, 탐색 전략, 정책 공유 구조 등을 최적화하는 연구가 병행되어야 한다. 본 연구의 접근법은 게임 AI 개발뿐 아니라, 실제 물리 환경에서의 다중 로봇 협력, 자율 주행 드론 편대 제어, 분산 제어 시스템 등 다양한 도메인에서 활용될 수 있는 기반 프레임워크로 확장될 가능성이 크다. 따라서 본 연구는 강화학습 기반 멀티에이전트 시스템의 실용적 적용과 이론적 발전 모두에 의미 있는 기여를 제공한다.
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