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            Abstract
          
        

        
          사전 학습된 음성 트랜스포머(PST)는 화자 검증 성능을 크게 향상시켰으나, 기존 접근은 고정된 레이어 결합이나 연산 비용이 큰 보조 스트림에 의존하는 한계가 있다. 본 논문은 ALAF와 DBTA 두 모듈로 구성된 화자 적응형 검증 프레임워크를 제안한다. ALAF는 발화마다 PST 레이어별 중요도를 동적으로 조정하여 안정적인 특징 추출을 수행하고, DBTA는 이를 스펙트럼 기반 특징과 함께 dilated TDNN 블록 내에서 융합하여 효율적인 정보 교환과 고품질 화자 임베딩을 달성한다. 제안된 구조는VoxCeleb 벤치마크의 다양한 조건에서 일관된 성능 향상을 보였다.

        

        
          
            초록
          
        

        
          Pre-trained speech transformers (PSTs) have advanced speaker verification (SV); nonetheless, most systems fuse transformer layers with fixed heuristics and attach auxiliary spectral streams at a considerable cost. We introduce a fully adaptive SV model comprising two synergistic modules. The adaptive layer-aware front-end (ALAF) applies utterance-specific attention to PST layers, and an entropy term regularizes the attention to remain both selective and stable. Subsequently, the dual-branch temporal aggregator merges the adaptive layer-aware front-end features with filter banks through shared dilated time delay neural network blocks that incorporate Res2Net-style channel splits and squeeze–excitation, thus enabling bidirectional feature exchange. These design choices yield speaker embeddings that fuse hierarchical and spectral cues, thus delivering consistent gains on VoxCeleb benchmarks across diverse channels and durations.

        

      

      
        Keywords: 
Speaker Verification, Speech Transformer, Self-Supervised Learning, Layer Fusion, Feature Extraction
키워드: 화자 검증, 음성 트랜스포머, 자기지도학습, 레이어 표현 융합, 특징 추출

      

    

    

  
    
      Ⅰ. 서 론
      화자 검증(SV; Speaker Verification)은 음성 기반 인증, 개인화 서비스, 그리고 포렌식 분석과 같은 다양한 응용 분야에서 점차 핵심 기술로 부상하고 있다[1]. SV의 주요 과제는 서로 다른 음향 환경, 채널 왜곡, 그리고 발화 길이 변화에도 불구하고 화자 특성을 안정적으로 구분해 낼 수 있는 표현을 효과적으로 추출하는 것이다[2]. 이러한 표현을 보다 효율적이고 일반화 가능하게 학습하기 위한 접근으로, 자기 지도 학습(self-supervised learning)이 주목받고 있다[3]. 최근 자기 지도 학습의 발전에 따라, 대규모 비정형 음성 데이터를 기반으로 정교한 음향 표현을 학습하는 사전학습 음성 트랜스포머(PST; Pretrained Speech Transformer)가 SV 시스템의 강력한 특징 추출기(front-end)로 주목받고 있다. 그 예로, Wav2vec 2.0, HuBERT, WavLM과 같은 모델은 트랜스포머 레이어 전반에 걸쳐 레이어 별 표현을 제공하여, 도메인 간 일반화 성능에서도 우수한 성과를 보여주고 있다[4]-[6].

      그러나 PST의 레이어 별 표현을 SV 파이프라인에 통합하는 연구는 아직 초기 단계이며, 대부분 정적인 결합 방식이나 휴리스틱에 기반한 전략에 의존하고 있다[7]. 예를 들어, 전체 레이어 출력을 단순 가중 평균하거나, 얕은 층과 깊은 층의 특징을 고정된 가중치로 조합하는 방식이 일반적이다[8]. 이러한 방식은 구현이 간단하다는 장점이 있으나, 발화에 따라 달라지는 화자 특성, 음소 정보, 또는 음향 조건의 변화에 유연하게 대응하지 못한다는 한계를 지닌다. 이러한 한계를 해결하기 위한 또 다른 시도로, PST의 레이어 별 은닉 표현과 전통적인 스펙트럼 특징(예: 필터뱅크)을 함께 활용하는 이중 스트림 구조가 제안되었다[9]. 그러나, 대부분 모델 파라미터 수가 30~50%가량 증가하고, 두 스트림 간 정보 흐름이 비대칭적이라는 한계를 가진다[10],[11]. 즉, 보조 특징들이 효과적으로 상호작용하지 못한 채 각기 별도로 처리되는 경우가 많다[12].

      이러한 문제를 해결하기 위해, 본 논문에서는 두 개의 상호 보완적인 구성 요소로 이루어진 경량화되고 화자에 유연하게 대응하는 화자 검증 시스템을 제안한다. 첫 번째 구성 요소인 ALAF (Adaptive Layer-Aware Front-End) 모듈은 각 발화에 따라 트랜스포머 레이어 간 표현을 균일하게 사용하지 않고, 발화 특성에 따라 레이어 별로 다른 중요도를 학습적으로 부여하는 동적 레이어 가중화 메커니즘을 도입하며, 마지막 레이어에서 추출한 전역 요약 벡터를 기준으로 레이어 가중치를 산출한다. 또한, 어텐션 분포가 지나치게 편향되거나 균일해지는 현상을 방지하기 위해 엔트로피 기반 정규화 항을 도입해 학습의 안정성을 확보한다. 두 번째 구성 요소인 DBTA (Dual-Branch Temporal Aggregator) 모듈은, ALAF에서 추출한 프레임 수준의 트랜스포머 출력 특징과 필터뱅크 기반의 음향 특징 간에 정보를 자연스럽게 주고받을 수 있도록 설계되었다. 이를 위해, Res2Net 구조를 활용한 공유형 TDNN (Time Delay Neural Network) 안에 게이트 방식의 특징 삽입(gated feature injection) 기법을 적용하여 양방향 상호작용을 가능하게 했다[13]. 이러한 두 모듈은 서로 보완적으로 작용하여, 모델의 복잡도나 파라미터 수를 늘리지 않으면서도 보다 풍부하고 정교한 화자 임베딩을 생성할 수 있도록 돕는다.

      따라서, 본 연구는 기존 화자 검증 시스템이 가지는 두 가지 핵심 한계인 발화별 적응성 부족과 음향 정보 간 비효율적인 결합 구조를 해결하고자 한다.

    

    

  
    
      Ⅱ. 관련 연구
      
        2-1 PST의 각 레이어 출력 융합 방식
        기존 대부분의 SV 시스템은 모델의 레이어 별 표현을 단순가중 평균하여, 하나의 고정된 벡터로 만든 후, 이를 TDNN 또는 ECAPA와 같은 후단(Backend) 모델에 입력하는 방식을 따른다[14],[15]. 이 접근은 구현이 간단하다는 장점이 있지만, 이와 같은 정적인 평균 방식은 각 발화의 음향 조건이나 화자 특성의 다양성에 적응하지 못한다는 근본적인 한계가 있다[8].

        이를 보완하려는 시도로, 트랜스포머 레이어을 얕은 층과 깊은 층으로 구분한 후, 각 그룹 간의 중요도를 학습하는 어텐션 융합 모듈과 ECAPA 기반의 이중 스트림 구조에 적용하였다[9]. 아울러, 사전학습 모델의 다층 표현을 효율적으로 통합하는 어텐션 기반 후단 (MHFA)이나, 사전학습 표현과 전통 음향 특징을 결합하는 효율적 통합 특징 기법과 같은 최신 연구도 제안되었다[16],[17]. 그러나 이 방식도 여전히 발화에 따라 동적으로 변화하는 입력 특성을 반영하지 못하며, 레이어 가중치가 고정된 구조로 유지된다는 점에서 유연성 부족의 문제가 남아 있다.

        이러한 흐름 속에서, 화자별·발화별 특성에 따라 트랜스포머 레이어의 정보를 능동적으로 선택하고 가중치를 조절할 수 있는 적응적 레이어 출력 융합 방식이 필요하다는 연구적 요구가 제기되고 있다.

      

      
        2-2 트랜스포머 기반 표현의 정규화 및 다중 입력 처리 방식
        PST의 레이어 간 중요도를 학습적으로 결정하는 어텐션 기반 구조는, 정보 선택의 유연성을 확보해준다는 장점이 있다[15],[18]. 하지만 동시에 학습이 불안정해질 수 있다는 단점도 존재하는데 예를 들어, 특정 레이어만 집중적으로 선택되거나, 반대로 모든 레이어에 동일한 가중치가 분산되어 어텐션 분포가 무의미해지는 경우가 발생한다[19]. 이러한 문제를 해결하기 위해, 자연어 처리 분야에서는 어텐션 분포의 과도한 집중이나 분산을 억제하기 위한 엔트로피 기반 정규화 기법이 사용되고 있다[20]. 이는 어텐션 학습의 안정성과 표현의 다양성을 동시에 확보할 수 있는 장점이 있다. 그러나 이 정규화 기법은 아직 화자 검증을 위한 트랜스포머 레이어 선택 문제에까지는 본격적으로 적용된 사례가 없는 상황이다.

        동시에, 트랜스포머 기반 표현만으로는 정보의 다양성과 정밀함을 충분히 확보하기 어렵다는 점이 부각되며, 보조적인 음향 특징과의 융합 필요성도 제기되어 왔다. 즉, 전통적인 음향 특징인 Mel Filter를 보조 음향 특징으로 사용하여 트랜스포머 출력과 함께 사용되는 이중 스트림 구조가 제안되어 왔다. 그 예로, Dual-Branch ECAPA (DBE)나 Dual-Stream(DS)-TDNN과 같은 시스템은 두 종류의 입력 스트림을 병렬적으로 처리하여 보완적 정보를 활용하고자 하지만, 이러한 방식은 모델 크기가 크게 증가하거나 두 스트림 간 정보가 단방향으로만 흘러 다양한 음향 정보를 효과적으로 활용하지 못하는 한계가 있다[9]. 이에 따라 트랜스포머 기반 표현과 전통적인 음향 특징 간의 정보를 상호 보완적으로 융합할 수 있으면서도, 시간축 정렬과 경계 효과를 안정적으로 처리할 수 있는 구조적 설계가 요구된다.

        나아가, 이러한 복합 구조가 실용적인 SV 시스템으로 적용되기 위해서는 모델 전체의 경량성과 계산 효율성까지 함께 고려되어야 한다[1]. 단순히 표현력의 향상에 그치지 않고, 실제 응용 가능한 시스템 수준에서의 제약 조건을 충족시키는 방향으로 연구가 진화할 필요가 있다.

        이처럼, PST 레이어 표현의 융합을 다룬 선행 연구들은 존재하나, 대부분은 발화별 변이에 적응하지 못하는 정적 가중 평균 방식이나, 적응적 어텐션 융합임에도 가중치 분포의 과집중·과분산을 억제하는 안정화 제어를 포함하지 않는 방식에 머무르고 있다[21]. 따라서 적응성과 안정성을 동시에 보장할 수 있는 통합적 설계가 여전히 필요하다.

      

    

    

  
    
      Ⅲ. 방법론
      그림 1은 제안하는 전체 화자 검증 시스템의 아키텍처 구조를 도식화한 그림이다. 본 시스템은 두 개의 입력 스트림인 PST 기반 입력과 필터뱅크(FilterBank) 기반 입력을 병렬적으로 처리하며, 각 스트림은 독립적인 전처리 및 통합 모듈을 거쳐 시간 축 기반의 특징 통합기로 전달된다. 여기서 필터뱅크란, 음성 신호의 스펙트럼을 Mel 스케일 대역폭에 따라 분해한 후 에너지 값을 추출한 특징으로, 음성인식 및 화자 검증 시스템에서 널리 사용되는 대표적인 음향 특징이다. 그리고, PST 출력 경로에는 본 논문에서 새롭게 제안하는 ALAF (Adaptive Layer-Aware Front-End)모듈이 적용된다.

      
        
        

        Fig. 1. 
				
        

        
          Overall architecture of the proposed speaker verification framework. FBank-based input stream; Bottom: PST + ALAF stream. Both branches are merged via DBTA to produce speaker embeddings
        
        

        

      

      
        3-1 화자 정보 강조를 위한 Transformer 레이어 선택 모듈
        화자의 입력 발화인 x는 16kHz로 샘플링된 raw waveform이며, 그대로 PST에 입력된다. 사용한 PST는 WavLM-Base의 구조를 따르며, 다음과 같은 세 가지 구성 요소를 갖는다.

        
          	• 트랜스포머 레이어 수 L : 12


          	• 은닉 차원(hidden dimension) C : 768


          	• 상대적 위치 인코딩(relative position encoding)


        

        이 모델은 레이어 별 은닉 표현 {h1, ..., h L}을 출력하며, 각 hL∈RT×C이다. 기존 방법들은 레이어 간 정보를 조합할 때 학습 가능한 고정 가중치를 사용하지만, 이는 발화에 따른 적응이 불가능하다는 한계를 지닌다.

        그림 2는 본 연구에서 개발한 입력 발화에 따라 트랜스포머 레이어 별 출력을 동적으로 통합할 수 있는 ALAF 모듈의 구조이다. 이는 PST로부터 레이어 별 표현을 받아, 입력 발화 특성에 맞게 가중 결합하는 모듈이다.

        
          
          

          Fig. 2. 
				
          

          
            Architecture of the ALAF (adaptive layer-aware front-end)
          
          

          

        

        ALAF 모듈은 마지막 레이어인 12번째 레이어의 출력을 기반으로, 시간 평균 풀링(temporal average pooling)을 적용하여 전역 요약 벡터(global summary vector) s를 생성한다. 이 벡터는 발화 전체의 정보를 요약한 형태로, 이후 레이어 가중치 계산의 기준으로 사용된다. 해당 과정은 다음 수식으로 표현된다:
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        이때, 마지막 레이어의 출력을 사용하는 이유는, WavLM의 마지막 레이어의 출력 h12는 중간 레이어에 비해 화자 특성 및 언어 정보를 보다 효과적으로 포착하기 때문이다[5].

        이후 요약 벡터 s는 두 층으로 구성된 Feed forward 네트워크 g(⊙)를 통해 레이어 별 어텐션 가중치인 α로 변환된다.
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        여기서 g(⊙)는 ReLU (Rectified Linear Unit) 활성화를 포함한 두 개 의 선형 레이어로 구성된 경량화된 MLP (Multi Layer Perceptron) 구조이며, 은닉 표현 크기는 128로 설정된다. 계산된 어텐션 가중치는 발화 별로 달라지며, 이를 활용해 프레임 단위의 융합 표현 z(t)을 생성한다.
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        또한, 레이어 사이에 정보가 중복되거나 어텐션 분포가 과도하게 집중 또는 분산되는 현상을 방지하기 위해, ALAF 모듈에는 엔트로피 기반 정규화 항이 추가된다.

        ALAF 모듈은 전체 설계에서 세 가지 핵심 요소를 바탕으로 표현력과 입력 적응성을 동시에 확보한다. 첫째, 입력 발화별로 PST의 레이어 중요도를 동적으로 조정하는 레이어 가중치 메커니즘을 통해, 다양한 발화 조건에 최적화된 정보 조합이 가능하다. 둘째, 어텐션 분포의 편향이나 과도한 분산을 방지하기 위해 엔트로피 기반의 정규화 항을 추가하여, 학습 안정성과 정보 다양성을 함께 확보한다. 셋째, 레이어 가중치를 계산하는 데 사용되는 MLP 구조는 매우 경량화되어 있어 전체 모델 복잡도에 거의 영향을 주지 않으면서도 효과적인 조절을 가능하게 한다.

      

      
        3-2 레이어 어텐션 정규화
        앞서 소개한 ALAF 모듈에서는 입력 발화에 따라 PST 레이어 간 상대적 중요도를 조절하는 동적 어텐션 가중치 벡터 α를 사용하였다. 이러한 유연한 가중치 조절 방식은 표현력을 향상시키는 데 기여하지만, 동시에 학습 과정에서 두 가지 측면에서 불안정성을 초래할 수 있다. 첫째, 모든 레이어에 유사한 가중치가 부여되면, 최종 출력이 단순 평균과 유사해져 선택적인 정보 융합의 효과가 사라진다. 둘째, 소수의 레이어에만 지나치게 가중치가 집중되면, 모델이 해당 레이어에 과적합되거나 나머지 레이어의 보완 정보를 충분히 활용하지 못할 수 있다. 이러한 문제를 완화하고, 실질적으로 선택적인 정보 융합이 가능하도록 유도하기 위해, 본 연구에서는 레이어 어텐션 정규화(Layer Attention Regularization) 기법을 도입하였다.

        이 정규화 항은 다음과 같다.
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        여기서 λ는 정규화 강도를 조절하는 하이퍼파라미터이며, 0.001로 고정하여 사용하였다. 이 항은 보다 희소하면서도 균형 잡힌 레이어 선택을 유도하기 위해서 어텐션 분포 α에 엔트로피 기반의 제약 조건을 부여한다. 이 정규화 항은 분포가 지나치게 평탄하거나 특정 레이어에만 과도하게 집중되는 현상을 억제함으로써, 학습 과정에서 보다 선택적이고 정보 중심적인 레이어 융합을 가능하게 한다.

        여기서, Lent > 0은 정규화 강도를 조절하는 하이퍼파라미터로, 레이어 선택 과정의 불확실성을 적절히 제한하는 역할을 한다. 다음으로, 전체 손실 함수에 포함되어 주요 분류 손실 값과 함께 최적화되며, PST의 파라미터가 갱신되는 두 번째 미세조정 단계에서만 적용된다. 이를 통해 학습의 안정성과 수렴 특성을 유지하면서도 효과적인 레이어 선택이 이루어질 수 있도록 한다.

      

      
        3-3 2 Stage 화자 임베딩 분류 모듈
        본 절에서는 ALAF 모듈에서 추출된 프레임 수준의 음향 표현과 기존의 스펙트럼 기반 음행 특징을 결합하여 화자 임베딩을 생성하는 DBTA (Dual-Branch Temporal Aggregation) 모듈을 제안한다. DBTA 모듈은 메인 스트림(main stream)과 보조 스트림(auxiliary stream)으로 구성되며, 병렬 구조를 기반으로 시간 정렬 후 두 경로 간의 정보가 순차적으로 결합된다.

        먼저, 메인 스트림은 ALAF 모듈로부터 전달된 프레임 수준 특징 Z∈RTa×C,을 입력받아, 1×1 컨볼루션을 통해 채널 수를 C에 맞춰 투영한다. 이는 이후 병합 연산에서 차원 정합을 유지하기 위한 사전 처리 단계이다. 보조 스트림은 입력 음성을 바탕으로 추출된 필터뱅크 행렬 B∈RF×Tb를 입력으로 사용한다. 이 또한 동일한 1×1 컨볼루션 연산 통해 채널 수 C로 맞추며, 이후 시간 축 기준으로 스트라이드 2를 갖는 1D 컨볼루션을 수행하여 다운샘플링한다. 이 연산은 시간 해상도가 높은 스펙트럼 입력의 과도한 정보 밀도를 조절함과 동시에, 연산량을 절반 수준으로 줄여 계산 효율성을 확보하는 역할을 한다. 다만 다운샘플링으로 인해 메인 스트림과 보조 스트림 간 시퀀스 길이 Ta = Tb가 달라질 수 있다. 이를 해결하기 위해, 짧은 시퀀스에는 원형 패딩(circular padding)을 적용하여 두 시퀀스 길이를 동일하게 맞춘다. 원형 패딩은 시퀀스의 끝부분을 시작으로 되돌려 채워 넣는 방식으로, 일반적인 zero-padding에 비해 정보의 연속성을 유지하면서 손실을 방지할 수 있다.

        정렬이 완료된 두 스트림은 이후 각각 4개의 팽창형 TDNN (dilated TDNN) 블록을 거치며, 시간 문맥을 확장하게 된다. 각 블록은 커널 크기 3을 사용하며, 팽창 계수는 {1, 2, 3, 1}로 설정된다. 이 블록들은 Res2Net 구조를 기반으로 채널 분할 연산을 수행하고, SE (Squeeze-and-Excitation)모듈을 결합하여 주파수 영역 정보의 선택적 증폭이 가능하도록 설계된다. SE 모듈은 전역 평균 풀링으로 채널 통계를 squeeze한 뒤, 게이팅(두 개의 FC와 시그모이드)으로 채중요도를 excite하여 채널별 특징을 재가중한다[22]. 따라서, k번째 블록의 출력은 각각 Hkmain ,Hkaux ∈RC×T로 표현된다.

        이후 두 스트림의 특징 맵을 FGU (Feature Gating Unit)를 통해 융합된다. FGU는 채널 공식 방식의 어텐션 모듈로, 입력된 두 스트림의 특징을 결합 및 합산한 후, 비선형 게이트 함수를 통해 보조 스트림의 보완 정보를 메인 스트림에 주입한다. 구체적으로, k번째 블록의 출력 Hkmain 과 Hkaux 를연결한 후 1D 컨볼루션과 시그모이드 함수를 통과시켜 게이팅 마스크 gk를 생성한다.
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        이 마스크를 활용해 보조 정보의 주입을 조절하며, 최종 출력 H~k는 다음과 같이 계산된다.
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        이 구조는 정보의 단방향적 결합이 아니라, 데이터 기반으로 결정된 비율에 따라 양방향 특성을 융합함으로써 시간적-공간적 정밀도를 확보하여 s∈R2×3C을 생성한다. 첫 번째 TDNN 블록은 이 벡터를 차원 d=256의 화자 임베딩 e∈Rd으로 매핑한다.

        4개의 TDNN 블록 중 두 번째, 세 번째, 네 번째 블록의 출력은 채널 방향으로 연결된 후, 평균 및 분산 기반의 통계적 풀링(mean-variance pooling)을 적용하여 시퀀스 독립적인 벡터 s∈R2×3C를 생성한다. k 번째 블록의 출력은 주로 저수준 특징을 포함하므로 제외된다. 마지막으로, 이 벡터는 Fully connected (FC)레이어을 통해 차원 d=256의 최종 화자 임베딩 e∈Rd으로 투영된다.

        이처럼 DBTA 모듈은 PST의 고차원 음향 표현과 전통적인 스펙트럼 기반 특징을 하나의 통합된 프레임워크 내에서 상호보완적으로 융합함으로써, 다양한 음향 환경 및 도메인 변화에 강인한 화자 표현을 효과적으로 학습할 수 있도록 하였다.

      

    

    

  
    
      V. 실험 설계
      
        4-1 데이터 및 전처리
        모든 학습과 평가는 NVIDIA H100 PCIe GPU에서 수행하였으며, 구현은 PyTorch 2.6.0 버전을 기반으로 진행하였다. 본 연구의 실험 설계는 WavLM 논문에서 제시된 화자 검증 실험 조건을 기준으로 최대한 일관되게 재현하는 것을 목표로 하였다. 학습에는 VoxCeleb2 데이터셋을 사용하며, 약 1,090,000개의 발화와 5,994명의 화자로 구성되어 있다[5],[23]. 평가는 VoxCeleb1 테스트 리스트에 기반하며, 환경 조건에 따라 세 가지 하위 평가 세트로 구분된다[24]: (1) 동일 채널 기반의 Vox1-O(original), (2) 서로 다른 채널 조합을 포함하는 Vox1-E(extended), (3) 발화 길이나 잡음 조건 등에서 높은 난이도를 가지는 Vox1-H(hard). 이 외에 정규화 목적의 S-Norm 코호트는 VoxCeleb2 dev에서 평가 화자와 겹치지 않도록 300개 발화를 무작위로 추출하여 구성하였다.

        모든 오디오 입력은 16kHz 단일 채널(mono)로 리샘플링되며, 각 발화로부터 3초 길이의 음성 구간을 무작위로 잘라 사용한다. 만약 원본 파형 길이가 3초에 미치지 못할 경우, 신호의 마지막 부분을 앞부분으로 되돌려 감싸는 원형 래핑(circular wrapping) 방식으로 부족한 부분을 보완한다. 이는 시간 연속성을 유지하면서도 패딩으로 인한 정보 왜곡을 최소화하기 위한 처리 방식이다.

        모델의 일반화 성능을 향상시키기 위해, 전체 데이터 중 약 60% 확률로 다양한 데이터 증강 기법을 적용하였다. 구체적으로는 다음 세 가지 중 하나를 무작위로 선택하여 적용한다:

        (i) MUSAN 데이터셋으로부터 샘플링된 잡음을 0~20 dB SNR (Signal-to-Noise Ratio)범위 내에서 가산하는 가산 잡음 추가, (ii) 실제 방의 반향 특성을 모사한 RIR (Room Impulse Response)을 이용한 잔향 추가, (iii) 음성 속도를 0.9배 또는 1.1배로 변형하는 속도 왜곡 등이 적용된다. 이러한 증강 전략은 WavLM 실험 환경에서도 사용된 방식이며, 모델이 다양한 환경 조건에 견고하도록 학습되도록 한다.

        전처리의 마지막 단계에서는, 증강이 적용된 파형을 25ms 프레임 크기와 10ms 홉 크기로 분할한 뒤, 80차원의 Mel-spectrogram으로 변환한다. 이후 로그 스케일로 변환하여 음성 에너지의 동적 범위를 조정하고, 스펙트럼 특징의 분포를 안정화시킨다. 이렇게 생성된 Mel-spectrogram은ALAF 및 DBTA 모듈의 입력으로 사용되며, 특히 DBTA에서는 보조 스트림의 초기 입력으로 활용되어 주파수 기반의 전통적인 음향 정보를 보완적으로 제공한다. 전술한 전처리 과정은 학습 중 실시간으로 처리된다.

      

      
        4-2 평가 설정
        평가 단계에서는 ALAF가 결합된 PST 프론트엔드와 DBTA Backend를 통해 각 시험 발화로부터 256차원 화자 임베딩을 추출한다. 연산 자원의 효율적 활용을 위해, 스펙트로그램 생성과 같은 전처리 작업은 GPU 대신 CPU에서 수행되며, 이는 GPU 메모리 점유를 최소화하고 추론 처리의 병렬성을 높이기 위함이다. 추출된 임베딩 간 유사도 평가는 코사인 유사도를 기반으로 수행되며, 이후 신뢰도 보정을 위해 적응형 대칭 정규화(adaptive symmetric score normalization, S-Norm)가 적용된다. S-Norm에는 학습 데이터로부터 추출한 300개 발화로 구성된 코호트가 사용되며, 평가 화자와의 중복은 배제하였다.

        성능 평가는 화자 검증 분야의 표준 지표인 EER (Equal Error Rate)과 MinDCF (minimum Detection Cost Function)을 기준으로 수행된다. EER은 False Acceptance Rate와 False Rejection Rate가 일치하는 시점의 오류율로, 시스템의 전반적인 균형 성능을 직관적으로 나타낸다. MinDCF는 실제 응용에서의 오류 비용을 반영한 정량적 지표로, 사전 확률과 오류 비용 조건 하에서 검출 비용의 최소값을 계산한다.

      

    

    

  
    
      Ⅴ. 실험 결과
      본 절에서는 먼저 표 1의 결과를 바탕으로 제안 기법의 성능 향상 폭과 그 요인을 분석한 뒤, 표 2를 통해 PST 모델 종류에 따른 성능 차이를 확인한다. 이를 통해 ALAF와 DBTA의 개별 기여도를 간접적으로 검증하고, WavLM 기반 설정의 타당성을 정량적으로 평가한다.

      
        Table 1. 
				
        

        
          Effect of layer-fusion strategy and back-end classifier architecture on performance (WavLM-base front-end)
        
        

      

      
        
          
            	Weight Fusion
            	PST(Front)
            	Classifier(Back)
            	VoxCeleb1-O
            	VoxCeleb1-E
            	VoxCeleb1-H
          

          
            	EER(%)
            	MinDCF
            	EER(%)
            	MinDCF
            	EER(%)
            	MinDCF
          

        
        
          	Weighted sum
          	WavLM
          	4 TDNN-blocks
          	1.531
          	0.2824
          	1.572
          	0.1757
          	3.074
          	0.3051
        

        
          	Weighted sum
          	WavLM
          	ECAPA-TDNN
          	1.313
          	0.1660
          	1.383
          	0.1546
          	2.62
          	0.2598
        

        
          	ALAF module(ours)
          	WavLM
          	DBTA
          	
            1.037
          
          	
            0.1438
          
          	
            1.13
          
          	
            0.1381
          
          	
            2.204
          
          	
            0.2447
          
        

      

      

      
        Table 2. 
				
        

        
          Generalization performance of the proposed method across different PST backbones
        
        

      

      
        
          
            	PST Model
            	Framework
            	VoxCeleb1-O
            	VoxCeleb1-E
            	VoxCeleb1-H
          

          
            	EER(%)
            	MinDCF
            	EER(%)
            	MinDCF
            	EER(%)
            	MinDCF
          

        
        
          	Wav2Vec2 Base
          	Weighted sum + ECAPA-TDNN
          	1.683
          	0.213
          	1.773
          	0.19838
          	3.358
          	0.33297
        

        
          	ALAF + DBTA(ours)
          	
            1.313
          
          	
            0.16603
          
          	
            1.383
          
          	
            0.15464
          
          	
            2.62
          
          	
            0.2598
          
        

        
          	HuBERT Base
          	Weighted sum + ECAPA-TDNN
          	1.759
          	0.19194
          	1.777
          	0.19274
          	3.367
          	0.335
        

        
          	ALAF + DBTA(ours)
          	
            1.372
          
          	
            0.14976
          
          	
            1.386
          
          	
            0.15038
          
          	
            2.627
          
          	
            0.26109
          
        

        
          	WavLM Base
          	Weighted sum + ECAPA-TDNN
          	1.531
          	0.28245
          	1.572
          	0.17578
          	3.074
          	0.30518
        

        
          	ALAF + DBTA(ours)
          	
            1.037
          
          	
            0.1438
          
          	
            1.13
          
          	
            0.13815
          
          	
            2.204
          
          	
            0.24479
          
        

      

      

      표 1은 제안한 ALAF + DBTA 시스템의 화자 검증 성능을 기존 접근 방식들과 비교한 결과를 보여준다. 비교 대상은 PST 모델로 WavLM을 사용하되, 레이어 융합 방식과 Backend 구조(ECAPA-TDNN 또는 단순 TDNN block 기반)를 달리한 시스템들이다. 평가는 VoxCeleb1의 세 가지 조건(Vox1-O, E, H)에서 EER(%) 및 MinDCF를 기준으로 수행되며, 두 지표 모두 낮을수록 우수한 성능을 의미한다.

      
        5-1 주요 성능 비교
        표 1은 동일한 PST 모델(WavLM Base)을 기반으로 다양한 레이어 융합 방식과 후단 분류기 구조를 적용했을 때의 성능을 비교한 결과이다. 제안한 ALAF + DBTA 프레임워크는 세 가지 평가 조건(VoxCeleb1-O, E, H) 모두에서 기존 시스템 대비 가장 우수한 성능을 나타냈으며, 특히 어려운 조건일수록 더욱 뚜렷한 성능 차이를 보였다.

        이러한 두 모듈의 결합은 기존 시스템 대비 일관된 오류율 감소를 이끌며, 복잡한 음향 조건에서도 높은 분별력을 유지할 수 있음을 보여준다. 특히, 고정 융합 방식이나 단일 경로 기반 후단 구조로는 확보하기 어려운 표현 유연성과 적응성이 전체적인 성능 향상에 기여한 것으로 해석된다.

      

      
        5-2 PST 모델 일반화 성능 검증 실험
        표 2는 제안한 ALAF + DBTA 프레임워크의 일반화 성능을 검증하기 위해, 서로 다른 PST 모델을 Frontend로 설정한 ablation 실험을 수행한 결과이다. 실험에는 Wav2Vec2 Base, HuBERT Base 두 가지 모델을 사용하였으며, 각각 동일한 Backend 설정 하에서 “Weighted Sum + ECAPA-TDNN” 방식과 제안하는 “ALAF + DBTA” 방식을 비교하였다. 두 PST 모델 모두에서 ALAF + DBTA 구조는 기존 방식 대비 전 평가 조건에서 일관된 성능 향상을 보였다.

        이와 같은 추세는 모든 데이터셋에서 동일한 경향을 보였으며, 이는 제안한 ALAF + DBTA 구조가 특정 PST 모델에 종속되지 않고 다양한 음향 표현에 대해 범용적으로 성능을 향상시킬 수 있음을 시사한다. ALAF는 발화 특성에 기반하여 레이어 별 정보를 가중 결합하고, DBTA는 다중 스트림의 시간 정보를 적응적으로 융합함으로써 다양한 환경 조건에서도 보다 정교하고 강인한 화자 표현을 가능하게 한다.

        이러한 결과는 제안하는 방법론이 특정 화자 검증 모델에 상관없이 유연하게 결합이 가능하며, 실질적인 응용 환경에서도 널리 활용될 수 있는 실용적 이점을 가짐을 뒷받침한다.

      

    

    

  
    
      Ⅵ. 결 론
      본 논문에서는 트랜스포머 기반 화자 검증 시스템의 성능을 향상시키기 위한 새로운 경량 구조인 ALAF (Adaptive Layer-Aware Front-End)와 DBTA (Dual-Branch Temporal Aggregator)를 제안하였다. 기존 화자 검증 시스템은 고정된 레이어 융합 방식 및 비효율적인 정보 결합 구조에 의존하고 있어 발화 특성과 환경 변화에 충분히 적응하지 못한다는 한계를 갖고 있었던 반면, 본 연구의 프레임워크는 발화 특성에 따라 트랜스포머 레이어별 중요도를 동적으로 조절하고, 보조 음향 특징과의 상호작용을 유연하게 구성함으로써 보다 풍부하고 정교한 화자 임베딩을 생성할 수 있도록 설계되었다.

      실험 결과, 제안한 ALAF + DBTA 구조는 WavLM, HuBERT, Wav2Vec2 등 다양한 PST 기반 시스템에 일관되게 적용 가능하며, 모든 평가 조건(VoxCeleb1-O, E, H)에서 기존 구조 대비 EER과 MinDCF를 안정적으로 감소시키는 성능 개선을 입증하였다. 특히 고정 가중치 방식이나 단일 스트림 구조가 성능 한계를 보이는 어려운 조건인 Vox1-H 데이터셋에서도 제안 방식은 상대적으로 높은 분별력과 견고성을 유지하였다.

      또한 ablation 실험을 통해 ALAF 및 DBTA 각 모듈의 개별적 기여도를 정량적으로 확인하였으며, 두 모듈의 결합이 모델의 복잡도를 증가시키지 않으면서도 실질적인 성능 향상에 기여함을 확인하였다. 이는 제안 방식이 단지 실험적 성능 개선에 그치는 것이 아니라, 실제 응용 가능한 화자 검증 시스템으로서의 실용성과 확장성까지도 확보하고 있음을 의미한다.

      향후 연구에서는 본 구조를 온라인 화자 인식 시나리오 또는 도메인 적응 환경에 적용하는 확장 가능성에 대해 탐색할 수 있으며, 경량 디바이스나 실시간 처리 조건에서도 효율적으로 동작할 수 있도록 연산 최적화에 대한 추가 연구도 병행될 예정이다.
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