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            Abstract
          
        

        
          베어링의 손상은 산업 현장에서 사용되는 기계 설비들의 주요 고장 원인 중 하나로, 이를 빠르고 정확하게 진단하기 위해 최근 많은 연구들이 딥러닝 모델을 이용한 고장 진단에 집중되고 있다. 기존의 단일 센서 기반 결함 진단 및 이중 센서 데이터 결합을 통한 고장 진단 기법은 베어링의 분당회전수 변화에 취약하여 일반화 성능이 저하되는 한계가 발견되었다. 본 연구에서는 음향 방출 신호와 진동 신호를 개별적으로 STFT 기반의 스펙트로그램으로 전처리한 후, VGG16 기반 커스텀 CNN 블록을 통해 글로벌 및 세부 특징을 추출하고, 이를 셀프 어텐션을 활용한 이중 센서 융합 기반 결함 진단 기법을 제안한다. 제안하는 셀프 어텐션 기반 모델은 기존 단일 센서 기반 기법 및 이중 센서 데이터 결합 기반 진단 기법보다 향상된 진단 정확도를 보이며 분당회전수 변화에도 일관된 성능을 유지하는 것이 확인되었다.

        

        
          
            초록
          
        

        
          Damage to bearings is among the primary causes of failure in mechanical facilities used in industrial sites. In recent years, many studies have considered fault diagnosis using deep learning models to quickly and accurately diagnose such damage. However, existing defect and fault diagnosis techniques based on single and dual sensors are limited in that their generalization performance can be reduced with changes in the rate of rotation of the bearings. In this study, we extracted global and detailed features from short-time Fourier transform-based spectrogram data obtained by preprocessing sound emission and vibration signals using a custom convolutional neural network based on VGG-16 model. We also propose a method to diagnose defects using dual-sensor fusion and a self-attention mechanism. Our experimental results confirm that the proposed self-attention-based model diagnosed defects more accurately than existing techniques based on single and double sensors and performed consistently despite changes in rotational speed.
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      Ⅰ. 서 론
      산업 현장에서 사용되는 기계 설비는 수많은 부품으로 구성되어 있으며, 기계 설비의 부품들이 정상적으로 동작해야 생산성을 유지하고 유지보수 비용을 절감할 수 있다. 회전 기계의 베어링은 회전축을 지지하고 마찰을 줄이는 역할을 하며, 기계의 성능과 수명에 직접적인 영향을 미치는 중요한 핵심 부품이다. 베어링이 손상되면 기계의 효율성이 저하될 뿐만 아니라, 심각한 경우 설비 전체의 고장이 발생하여 생산이 중단되고 유지보수 비용이 급증할 수 있다.

      최근에는 예측 기술의 발전으로 기계 상태를 실시간으로 모니터링하고 고장을 사전에 감지하는 연구들이 활발히 진행되고 있다. 고장 예측 연구의 핵심은 센서로 얻은 신호를 활용한 데이터 분석이며, 대표적으로 음향 방출 신호와 진동 신호, 전압 등이 베어링 결함 진단에 가장 많이 사용된다[1].

      음향 방출 신호(Acoustic Emission Signal)는 베어링 균열 발생 시 고주파 신호를 감지할 수 있어 비접촉 측정에 유리하지만, 산업 환경에서는 배경 소음과 신호 감쇠로 인해 결함 탐지 성능이 저하될 수 있다[2]. 반면, 진동 신호(Vibration Signal)는 시간 도메인(Time Domain), 주파수 도메인(Frequency Domain), 시간-주파수 도메인(Time-Frequency Domain) 분석을 통해 결함을 탐지하는 방식이다[3]. 진동 신호 또한 외부 환경 변화나 RPM 변동, 센서 위치 등에 따라 신호 왜곡이 발생하기 쉬워, 복잡한 산업 환경에서는 일반화 성능이 저하될 수 있는 단점이 있다.

      이처럼 단일 센서 기반 진단 기법은 개별적인 신호 특징을 분석하는 데는 효과적이나, 하나의 물리적 신호 유형에 전적으로 의존하기 때문에 RPM과 같은 외부 환경 변화에 의해 신호 특성이 쉽게 변할 수 있다. 위와 같은 원인으로 훈련된 모델이 실제 다양한 운전 조건에서는 오류를 유발할 가능성이 높아 강건성이 부족하다는 한계를 가진다[4].

      이러한 구조적 한계를 보완하고자 기존 연구에서는 다중 센서를 활용한 기법들이 제안되었다[5],[6]. 기존의 이중 센서 기반 데이터 융합 연구에서는 주로 특징 벡터를 단순히 결합(Feature Concatenation)하거나, 다중 입력 신경망(Multi-Input Neural Networks) 구조를 활용하는 방식이 주로 사용되었다.

      딥러닝 기반 고장 진단 연구가 활발히 이루어지면서, Convolutional Neural Networks(CNN) 및 트랜스포머와 같은 심층 신경망(Deep Neural Networks)이 베어링 결함 진단에도 자주 적용되고 있다. CNN 모델은 VGG16과 같은 사전 학습된(Pre-trained) 모델을 활용하면 적은 양의 데이터로도 높은 성능을 기대할 수 있다[7]. 그러나 기존 CNN 기반 방법 중 이중 데이터를 결합만 하는 방식은 데이터 간의 관계를 학습하는 부분이 부족하여 RPM 변화와 같은 기계 동작 환경 변동이 큰 환경에서는 정확성 유지에 취약한 경향이 있다.

      본 연구에서는 기존 이중 센서 데이터 결합 기반 진단 기법의 한계를 보완하기 위해 셀프 어텐션(Self-Attention)을 활용한 이중 센서 융합 기반 베어링 결함 진단 기법을 제안한다[8]. 기존 연구에서는 음향 방출 신호와 진동 신호를 단순히 특징 벡터를 결합하는 이중 결합 방식을 사용했지만, 데이터 간 관계를 충분히 학습하지 못해 성능이 제한적이었다. 이를 개선하기 위해 본 연구에서는 셀프 어텐션을 활용하여 두 신호의 특징을 결합하여 학습하는 기법을 제안한다[9]. 제안하는 셀프 어텐션을 활용한 이중 센서 융합 기반 결함 진단 기법은 Query(Q), Key(K), Value(V) 행렬을 생성한 후, Query와 Key 간의 내적(Dot Product)을 수행하고 소프트맥스(Softmax) 연산을 적용하여 데이터 간의 관계를 동적으로 조정한다. 이후, 가중치를 적용한 Value를 활용하여 가장 중요한 특징을 강조하는 방식으로 동작한다. 본 연구에서는 베어링에서 수집되는 음향방출 및 진동 신호 데이터를 효과적으로 활용하기 위한 사전처리 기법으로는 STFT(Short-Time Fourier Transform)를 적용하였다. STFT로 사전 처리된 스펙트로그램(Spectrogram) 이미지 데이터를 활용하여 기존 단일 센서 기반 모델 및 특징 결합(Feature Concatenation) 모델과 비교하여, 제안하는 이중 센서 융합 기반 결함 진단 기법이 결함 진단 성능 향상에 미치는 영향을 구체적으로 분석하고자 한다[10]. 이를 통해, 외부 환경 변화에 취약한 기존 단일 센서 및 단순 결합 기반 진단 기법을 해결하기 위한 방안으로 음향 방출과 진동 신호를 효과적으로 융합하는 셀프 어텐션 기반 결함 진단 기법을 제안한다. 제안 기법을 통해서 주파수 특성 변동을 효과적으로 반영하는 데이터 표현을 구축하고, 사전 학습된 VGG16 네트워크와 맞춤형 CNN 블록을 통해 음향 방출 및 진동 신호에서 특징을 효과적으로 추출하며, 셀프 어텐션 메커니즘을 이용하여 두 센서 데이터 간 상호작용을 학습하여 변화하는 베어링 분당회전수 조건에서도 높은 고장 진단 성능을 제공하는 것을 목표로 한다.

      본 논문의 구성은 다음과 같다. 2장에서는 기존의 베어링 고장 진단 기법과 한계점을 살펴보고, 3장에서는 제안하는 셀프 어텐션을 활용한 이중 센서 융합 기반 베어링 결함 진단 기법에 관해 기술한다. 4장에서는 기존 고장 진단 기법과 제안하는 기법의 전단 정확도를 실험 결과를 통해 비교 및 분석하고, 5장에서는 결론 및 향후 연구를 기술한다.

    

    

  
    
      Ⅱ. 관련 연구
      베어링 결함 발생을 예측하는 기술의 핵심은 베어링 동작 중에 발생하는 센서 신호를 기반으로 이상 상태를 분석하는 진단 방식이며, 대표적으로 진동 신호와 음향 방출 신호가 주요 데이터로 활용되고 있다[1],[2].

      초기 연구에서는 이러한 신호를 단독으로 활용하여 시간, 주파수, 또는 시간-주파수 영역에서 특징을 추출한 뒤, SVM, K-NN, 결정 트리 등의 머신러닝 분류기를 통해 결함을 예측하였다[3],[11]–[13]. 예를 들어, Tandon과 Choudhury[1]는 음향 방출 센서가 고주파 대역에서, 진동 센서는 중저주파 대역에서 민감하게 결함을 탐지할 수 있다는 점을 정리하며, 두 센서가 서로 다른 정보를 제공한다는 점을 강조하였다. 또한 음향 방출 신호를 2D 스펙트로그램으로 변환한 후 이를 GAN 기반 모델의 입력으로 활용한 사례도 있으며, 이는 고주파 신호 기반 결함 정보를 시각적으로 재구성함으로써 모델 학습의 표현력을 높이는데 기여했다[14]. 하지만 전통적인 분석 기법은 RPM 변화, 비정상 조건, 센서 노이즈 등의 외부 환경 변화에 민감하여 일반화 성능이 낮아진다는 한계를 지닌다.

      이를 극복하기 위해 최근에는 딥러닝 기반 기법, 특히 CNN을 활용한 기법이 주목받고 있다. CNN은 강건한 특징 추출 능력을 바탕으로 복잡한 신호 패턴을 효과적으로 인식할 수 있으며, 음향 방출 및 진동 신호는 1D 원시 형태로는 직접 입력하기 어려우므로, 일반적으로 STFT를 통해 2D 스펙트로그램 이미지로 변환한 후 CNN의 입력 이미지로 활용하는 방식이 사용된다[10],[11],[15].

      이 과정에서 생성된 스펙트로그램은 정규화 및 크기 조정 과정을 거쳐 사전 학습된 CNN 백본 네트워크에 입력되며, 네트워크의 중간 계층에서는 세부적인 엣지나 질감 정보를, 상위 계층에서는 전체적인 구조나 패턴을 추출하게 된다[6],[7].

      그림 1은 음향 방출 신호 또는 진동 신호 중 하나를 단독 입력으로 사용하는 단일 센서 기반 CNN 모델의 처리 과정을 나타내는 것으로, 입력부터 특징 추출, 분류기 통과 및 결과 출력까지의 전형적인 흐름을 시각화하고 있다.

      
        
        

        Fig. 1. 
				
        

        
          The entire process of a single sensor-based model
        
        

        

      

      표 1에 나타난 바와 같이 음향 방출 신호와 진동 신호는 서로 보완적인 특성을 갖는다. 음향 방출 신호는 고주파 대역에서 초기 결함을 민감하게 감지할 수 있지만, 진동 신호는 구조적 결함에 강인한 특성을 가진다[4]. 이러한 단일 센서 기반 진단 구조와 관련하여 Xu et al.[16]은 음향 방출 신호 또는 진동 신호 중 하나를 입력으로 하여 CNN과 트랜스포머를 결합한 혼합형 모델을 제안하였으며, 여러 환경에서도 안정적인 진단 성능을 입증하였다. 그러나 이 구조는 단일 센서에 국한되어 있으며 센서 간 상호보완적 정보 융합에는 한계가 있었다.

      
        Table 1. 
				
        

        
          Comparison of acoustic emission and vibration signals in bearing fault diagnosis
        
        

      

      
        
          
            	
            	Acoustic Emission
            	Vibration
          

        
        
          	Advantages
          	-Early-Stage Faults
-Non-Contact Measurement
          	-Broad Fault Coverage
-Less Sensitive to Background Noise
        

        
          	Limitations
          	-Sensitive to Ambient Noise and Interference
-Fast Signal Attenuation
          	-Affected by Signal Variation and Distortions
        

      

      

      이에 따라 최근에는 두 종류 센서의 상보적 특성을 동시에 활용할 수 있는 이중 센서 기반 결합 구조가 주목받고 있다. 이 방식은 음향 방출 센서와 진동 센서로부터 얻은 특징을 통합하여 보다 높은 진단 정확도를 달성하고자 한다. 이러한 한계를 보완하려는 방법으로 음향 방출 신호와 진동 신호를 동시에 활용하는 이중 센서 기반 병렬 진단 구조가 제안되었으며, 두 센서의 보완적인 정보를 결합하여 보다 향상된 진단 성능을 확보하고자 하는 연구가 활발히 시도되고 있다[5],[17].

      데이터 융합 기술은 여러 가지 센서 등에서 수집된 데이터를 통합하여 하나의 정보로 추출하는 기술로, 분석 기술을 활용한 모델 결합, 이중 센서 병합 방식에 유용하게 사용된다.

      기존의 이중 센서 병합 방식은 그림 2와 같이 이중 신호를 각각 독립적으로 처리한 후 각 센서로부터 추출된 특징 벡터를 단순히 연결하여 다중 입력 신경망을 통해 예측 단계에서 병합하는 구조이다. 이를 최종 분류기로 입력하는 구조이며, 단일 센서의 특징만으로 높은 성능을 끌어낼 수 없다는 단점을 해결하고 구현이 간단함과 동시에 계산 효율이 높다는 장점이 있다[6],[11].

      
        
        

        Fig. 2. 
				
        

        
          Data concatenation process
        
        

        

      

      이중 센서 기반 병합 방식은 대부분 정적 병합(Static Fusion) 구조에 해당한다[18]. 정적 병합은 음향 방출 신호와 진동 신호에서 추출된 특징 벡터를 단순 연결하거나 병렬 구조로 통합한 뒤, 모든 특징에 대해 동일한 중요도(Uniform Importance Assumption)를 가정하여 처리하는 방식이다. 구조가 단순하고 연산 비용이 적은 장점은 있지만 실제 결함 탐지에서 정보 간의 구분 없이 모두 동일하게 처리되기 때문에, 오히려 불필요한 정보가 모델 학습에 부정적인 영향을 미칠 수 있다. 즉, 정적 병합은 특징 간 의미적 연관성이나 상대적 중요도를 반영하지 못하는 제한적인 융합 방식이다[5]. 반면, 어텐션 기반의 동적 병합(Dynamic Fusion) 방식은 이러한 한계를 보완하기 위해 채택되었다[19]. 동적 병합은 입력된 특징 간의 상관관계 및 중요도를 학습하고, 가중치를 자동으로 부여하여, 단순 결합(Concatenation)뿐만 아니라 어텐션 블록을 통해 중요도를 반영한 가중치 재조정을 수행한다[20],[21]. 이러한 방식은 단순한 병합을 넘어서, 데이터의 맥락(Context)과 특징 간의 상호작용(Inter-Feature Interaction)을 기반으로 한 선택적 융합(Selective Fusion)을 실현할 수 있으며, 변화 조건에 맞는 특징 중심으로 가중치가 조절되어 판단의 유연성과 정확도 증가한다[21].

      어텐션 기법 중 셀프 어텐션은 트랜스포머(Transformer) 모델에서 도입된 핵심 메커니즘으로, 고정된 CNN 기반 방식과 달리, 각 입력에 대한 상대적 중요도를 학습할 수 있고 주요 패턴에 더 큰 어텐션 가중치를 부여하여 특징의 차이를 둘 수 있어 기존 정적 병합 구조의 한계를 해결할 수 있다. 또한 RNN에 비해 병렬 연산 구조를 가지므로 연산 효율이 높다. 본 연구에서는 이 메커니즘을 중간 및 최종 계층에 적용하여 다중 스케일 정보 통합과 중요도 기반 병합을 동시에 구현하였다. 이 메커니즘은 자연어 처리뿐만 아니라 최근에는 신호 기반 결함 진단 분야에서도 활발히 응용되고 있으며, CNN 기반 구조와의 결합을 통해 전역 정보 학습 성능을 강화하고 있다[15],[22],[23].

      특히 Vaswani et al.[24]가 제안한 트랜스포머 모델의 핵심 구성 요소로서, 셀프 어텐션은 많은 분야에 적용되며 높은 성능을 입증하고 있다.

      최근에는 트랜스포머 기반 구조의 효율성을 개선하기 위한 여러 경량화 연구가 활발히 진행되고 있으며, Long-Range Arena 등에서는 다양한 셀프 어텐션 구조들의 처리 효율성과 표현 성능을 비교 분석한 바 있다[25]. 이와 관련해 Yang et al.[20], Ding et al.[21] 등의 연구는 셀프 어텐션을 CNN 기반 진단 모델에 접목해 성능 향상을 시도하였으나, 대부분 최종 출력 특징에만 어텐션을 적용하여 중간 계층의 정보 활용 측면에서는 한계가 존재하였다. 이에 따라 본 연구는 기존의 한계를 극복하여, 음향 방출 센서 및 진동 센서로부터 추출된 특징 간의 상호작용을 보다 정교하게 반영하기 위해 셀프 어텐션 기반의 병합 구조를 제안한다. 제안하는 구조는 다중 스케일 특징 추출과 동적 중요도 조정을 통해 환경 변화에도 강건한 진단 성능을 확보하도록 설계되었으며, 이에 대한 세부 구조는 3장에서 자세히 기술한다.

    

    

  
    
      Ⅲ. 셀프 어텐션(Self-Attention)을 활용한 이중 센서 융합 기반 결함 진단 기법
      기존의 단일 센서 기반 방식과 단순 벡터 연결에 의한 이중 센서 병합 기법은 회전수(RPM) 변화나 외부 환경 요인에 민감하게 반응하여, 진단 성능이 저하되는 한계를 지닌다. 특히, 단순 병합 구조는 음향 방출 신호와 진동 신호로부터 추출된 특징 간의 상호보완적 관계를 충분히 반영하지 못하고, 모든 특징에 동일한 중요도를 부여함으로써 정보 손실과 예측 성능 저하를 초래할 수 있다.

      이러한 문제를 해결하기 위해, 본 논문에서는 음향 방출 및 진동 신호로부터 독립적으로 특징을 추출한 뒤, 셀프 어텐션 메커니즘을 적용하여 의미 있는 정보를 동적으로 강조하는 이중 센서 융합 기반 결함 진단 기법을 제안한다. 셀프 어텐션은 입력된 특징 간 상관관계를 정량적으로 계산하고, 중요도가 높은 특징에는 더 큰 가중치를 부여하여 효과적인 정보 융합을 가능하게 한다.

      그림 3은 제안하는 베어링 결함 진단 구조의 전체적인 흐름을 시각화한 것이다. 본 구조는 총 네 단계로 구성된다. 먼저, 두 센서로부터 수집된 원시 신호는 각각 STFT를 통해 변환된 이미지를 사전 학습된 CNN 백본 네트워크에 입력하여 처리 후 중간 계층에서 세부 특징(Features #1), 상위 계층에서는 글로벌 특징(Features #2)을 각각 추출한다.
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          Bearing faults diagnosis using dual sensor fusion and self-attention
        
        

        

      

      음향 방출 신호와 진동 신호로부터 생성된 특징 벡터들은, 각 특징별로 결합되어 센서 간 다중 정보가 하나의 표현으로 결합된다. 이후 각 결합된 특징 벡터는 셀프 어텐션 모듈에 입력하여, 특징 간의 상호관계와 상대적 중요도를 학습한다. 이 과정에서 특징 벡터는 3가지로 변환되며, 내적 기반의 유사도 계산 및 소프트맥스 정규화를 통해 가중치 조정이 수행된다.

      어텐션 연산을 통해 동적으로 조정된 결과 벡터들은 최종적으로 통합되어 하나의 출력 벡터로 구성되며, 이 벡터는 다층 퍼셉트론 기반 분류기로 전달된다. 분류기는 이를 기반으로 4가지의 베어링의 상태를 예측하게 된다.

      전체적으로 본 구조는 변화하는 RPM에 대응할 수 있도록 설계되었으며, 기존의 단일 센서 기반 방식이나 단순 병합 방식보다 뛰어난 정확도와 일반화 성능을 확보하는 데 목적이 있다. 다음 내용에서는 각 구성 요소의 세부 구조 및 동작 흐름, 그리고 실험을 통해 확인된 성능 개선 효과에 대해 구체적으로 설명한다.

      
        3-1 데이터 전처리
        음향 방출 신호 및 진동 신호는 베어링의 정상 상태와 균열 조건을 포함하여 총 4개의 클래스에 대해 수집되었다. 전체 신호 전처리 과정은 음향 방출 신호 및 진동 신호가 STFT를 통해 시간-주파수 정보를 반영한 스펙트로그램으로 변환된다. 변환된 스펙트로그램 이미지는 224×224 크기로 크기 조정되고 정규화 과정을 거친 뒤, VGG16 기반 CNN 모델의 입력으로 사용된다. 이 전처리 과정은 RPM 변화에 따른 주파수 이동 및 에너지 분포 차이를 효과적으로 반영할 수 있도록 설계되었으며, 두 센서에 동일하게 적용된다.

        그림 4는 6 mm 균열 조건에서 음향 방출 센서 및 진동 센서로부터 생성된 STFT 스펙트로그램 예시를 각각 보여주며, 두 센서 신호가 포착하는 결함 특성의 차이를 시각적으로 확인할 수 있다.

        
          
          

          Fig. 4. 
				
          

          
            (A): 6 mm STFT spectrogram acoustic emission signal, (B): 6 mm STFT spectrogram vibration signal
          
          

          

        

      

      
        3-2 특징 추출 과정
        본 연구에서의 데이터는는 각 센서별 디렉터리에서 불러와, 두 센서의 배치가 항상 1:1로 짝이 맞도록 페어드 제너레이터를 구성하였다. 구체적으로, 동일한 시드(seed=42)와 인덱스 기반 검증을 통해 AE와 진동 배치의 라벨이 일치함을 런타임에서 확인하였다.

        본 연구에서 활용한 VGG16은 ImageNet 데이터셋으로 학습된 모델로, 다양한 시각적 패턴에 대한 일반화된 표현 능력을 갖추고 있으며, 본 논문에서는 include_top=False 설정을 통해 완전 연결 계층(Fully Connected Layer)은 제거하고 중간의 합성곱 계층(Convolutional Layers)만을 활용하였다. VGG16 백본은 동결 없이 전 레이어를 미세조정(Full Fine-Tuning)하였고, 분류 헤드는 Dense(512, ReLU, L2=0.02)–Dropout(0.5)–BN으로 구성하였다.
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            Dual sensor fusion-based fault diagnosis technique
          
          

          

        

        제안된 구조 그림 4에서는 특히 VGG16의 block2_conv2와 block3_conv3 계층의 출력값을 사용하여 두 가지 수준의 특징을 추출한다. block2_conv2는 VGG16 내에서 4번째 합성곱 계층으로, 비교적 앞쪽에 위치한 계층이다. 이 계층은 결함의 초기 발생 단계에서 나타나는 텍스처, 엣지와 같은 세부 특징을 효과적으로 포착한다. 반면, block3_conv3는 VGG16의 7번째 합성곱 계층으로 중간 깊이에 해당하며, 이미지 내의 전역적인 구조, 형상적 패턴 등 넓은 수용 영역을 기반으로 한 특징을 학습하는 역할을 수행한다.

        이처럼 추출된 중간 계층의 특징 맵은 이후 커스텀 CNN 블록을 통해 추가적으로 처리된다. 이 블록은 두 번의 Conv2D 연산과 ReLU 활성화 함수, 'same' 패딩 설정을 포함하여 공간 정보를 보존하면서 후속 계층이 쉽게 인식하도록 도와주는 특징 패턴을 강화하며, 이어지는 GlobalAveragePooling2D 계층을 통해 2차원 특징 맵을 1차원 벡터로 압축한다. 이 과정은 특징 벡터의 차원을 정규화하고 계산 효율을 높이는 동시에, 각 센서별 정보의 핵심 표현을 밀도 있게 담아낸다.

        그 결과, 각 센서로부터 총 두 개의 1차원 특징 벡터가 생성된다. 구체적으로, 음향 방출 신호에서는 세부 특징 벡터가 64차원, 글로벌 특징 벡터가 128차원으로 추출되며, 진동 신호에서도 동일하게 세부 64차원, 글로벌 128차원의 벡터가 생성된다. 총 네 개의 벡터가 병렬로 구성되며, 이 중 세부 특징 벡터는 서로 결합되어 128차원의 통합 벡터로, 글로벌 특징 벡터는 256차원의 통합 벡터로 구성된다.

        이러한 구조는 다음 두 가지 핵심 설계를 기반으로 한다. 첫째, 서로 이질적인 센서 데이터를 독립적으로 처리함으로써 센서 간 신호 특성의 고유성과 다름을 보존한다는 점이다. 이는 음향 방출과 진동 신호가 서로 다른 민감도와 탐지 대역을 가지기 때문에, 각기 고유한 결함 정보를 반영할 수 있도록 설계된 것이다. 둘째, 하나의 센서 내에서도 세부 특징과 글로벌 특징이라는 다중 스케일(Multi-Scale) 특징을 동시에 고려함으로써, 다양한 공간적 및 주파수 기반 결함 패턴을 포괄할 수 있는 표현력을 확보한다는 점이다. 이는 특히 회전체에서 발생하는 비선형적이고 불규칙한 결함 형태를 효과적으로 감지하는 데 유리하다.

        이후 단계에서는 이렇게 결합된 특징 벡터들을 셀프 어텐션 블록에 입력하여, 특징 간 상호관계를 정량적으로 학습하고, 의미 있는 정보에 높은 가중치를 부여함으로써 중요도를 반영한 선택적 정보 융합이 수행된다. 셀프 어텐션의 구체적인 연산 구조와 동작 원리는 다음 절에서 상세히 기술한다.

      

      
        3-3 셀프 어텐션을 활용한 특징 융합
        셀프 어텐션의 핵심 아이디어는 입력된 특징 간 상관관계를 정량적으로 학습하여, 중요한 정보는 강조하고 불필요한 정보는 억제하는 것이다. 최근에는 트랜스포머 기반 구조의 효율성을 개선하기 위한 많은 경량화 연구가 활발히 진행되고 있으며, 다양한 셀프 어텐션 구조들의 처리 효율성과 표현 성능을 비교 분석한 바 있다[25].

        그림 6는 본 논문에서 제안한 이중 센서 기반 특징 융합 진단 구조를 시각적으로 나타낸 것이다. 여기서 핵심은, 음향 방출 센서와 진동 센서로부터 독립적으로 추출된 특징 벡터를 효과적으로 융합하기 위해 셀프 어텐션 메커니즘을 적용하는 데 있다.

        
          
          

          Fig. 6. 
				
          

          
            Dual sensor fusion-based fault diagnosis technique
          
          

          

        

        기존의 단순 벡터 병합 방식은 센서 간 이질적 특성을 고려하지 못하며, 모든 특징에 동일 중요도를 부여함으로써, 정보 왜곡이나 성능 저하를 야기할 수 있다. 특히 실제 환경에서는 RPM 변화나 외부 간섭 등으로 인해 신호 특성이 동적으로 변하기 때문에, 정적 병합 구조는 일반화 성능에 한계를 보인다. 이러한 문제를 해결하기 위해 입력된 특징 간의 상관관계 및 중요도를 정량적으로 학습하여, 보다 유연하고 적응적인 융합을 수행할 수 있도록 설계하였다.

        이러한 셀프 어텐션 연산은 세부 특징과 글로벌 특징 벡터에 각각 독립적으로 수행된다. 본 모델은 두 개의 독립적인 특징 벡터를 각각 셀프 어텐션 블록에 입력한다. 앞서 설명한 두 개의 병합 벡터는 각각 셀프 어텐션 블록 함수를 통해 별도로 어텐션 가중치 학습을 수행하며, 최종적으로 두 어텐션 출력 벡터는 다시 하나로 결합된다. 최종 통합 특징 벡터는 분류기 모듈로 전달되며, 이 분류기는 두 개의 은닉층으로 구성된 다층 완전 연결 신경망이다.
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        입력 특징 X는 128차원으로 각각 다른 방식으로 투영한다는 의미이고, Dense(128)층을 통해 각각 Query(Q), Key(K), Value(V)로 선형 변환되며, 이 과정은 수식 (1)와 같이 Dense 층의 가중치인 W_Q, W_K, W_V와의 행렬 곱으로 표현된다. 일반적으로 많은 트랜스포머 기반 구조는 최적화된 차원을 사용하기 때문에 두 입력(Concatenated Features #1, #2)은 차원이 다르지만, 출력을 정보 압축으로 동일 차원으로 맞추기 위해 128차원으로 선형 투영한다.
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        이후, 각 병합 벡터에 대한 중요도 학습은 수식 (2)의 Scaled Dot-Product Attention 연산을 통해 수행된다.

        이 연산에서는 병합 특징에 포함된 각 요소 간의 상관관계와 상대적 중요도를 학습한다.

        Q와 K의 유사도는 Dot(axes=-1) 레이어로 계산되며, 정규화된 유사도 행렬에 소프트맥스를 적용해 어텐션 가중치를 얻는다. 이 가중치는 Multiply() 연산을 통해 V에 적용되어 중요도가 반영된 최종 어텐션 벡터를 생성한다.

        이 구조는 셀프 어텐션 블록 함수 내에 구현되어 있으며, Q와 K의 내적은 각 특징 간 유사도를 수치화하는 역할을 한다.

        값이 클수록 두 특징이 비슷한 정보를 내포하고 있음을 의미한다. 유사도 행렬은 Key의 차원 수 dk의 제곱근 dk으로 나누어 정규화되며, 이는 그레디언트 폭주를 방지하기 위한 기법이다. 소프트맥스를 통해 각 Query에 대한 Key의 중요도 분포를 생성하여 조정한다.

        위에서 구한 어텐션 가중치는 Value 행렬에 곱해져, 중요도가 반영된 새로운 특징 벡터 Attention(Q, K, V)를 생성한다. 최종적으로 두 개의 어텐션 출력(Attention #1, #2)은 다시 한번 결합된다.

        이후 완전 연결 신경망(Dense-ReLU-Dropout)을 통해 특징 간 상호작용을 포착하기 위해 첫 번째 Dense 레이어를 통해 두 개의 어텐션 출력을 결합한 256차원의 특징을 확장하고 모델 복잡도를 낮추고 일반화 성능 향상을 위해, 두 번째 레이어를 통해 다시 차원을 압축한다. 추가로 드롭아웃과 배치 정규화를 통해 과적합을 억제하고 학습 안성성과 속도를 향상키킨다. 이후 소프트맥스 기반 다중 클래스 분류를 수행한다.

        최종 융합 표현은 Dense(512, ReLU)–Dropout(0.5)–BatchNormalization을 거쳐 클래스 수 C에 대한 Dense(C, Softmax)로 매핑한다. 기본 설정에서 가중치 L2 정규화 계수는 0.02로 하였다. 분류기는 특징 융합에서 형성된 정보가 과도하게 치우치지 않도록 드롭아웃과 배치 정규화를 통해 과적합을 완화하였다.

      

    

    

  
    
      Ⅳ. 실험 방법 및 결과
      
        4-1 실험 방법
        본 연구에서 음향 방출 신호 및 진동 신호는 베어링의 정상 상태와 3mm, 6mm, 12mm 균열 조건을 포함하여 총 4개의 클래스에 대해 수집되었다. 수집된 데이터는 RPM 조건별로 분류한 후, 각각 학습용 2,880개, 검증용 960개, 테스트용 960개로 구성하였다.

        실험에서는 모델의 안정적인 수렴과 일반화 성능 향상을 위해 초기 학습률은 1e-4로 설정하였으며, 학습이 진행됨에 따라 점진적으로 학습률을 감소시키기 위해 Exponential Decay 방식을 도입하였다. 이를 통해 학습 초반에는 빠른 수렴을 유도하고, 후반부에는 과도한 파라미터 변화 없이 안정적으로 최적값에 도달하도록 하였다. 배치 크기는 GPU 메모리 효율성과 학습 안정성 간의 균형을 고려하여 32로 설정하였다. 한 번의 반복에서 32개의 샘플을 동시에 처리함으로써 모델 학습 속도와 자원 사용을 최적화하였다.

        최적화 기법으로는 Adam 옵티마이저를 사용하였다[26]. Adam은 학습률을 각 파라미터의 1차 및 2차 모멘트 추정치를 바탕으로 자동 조정함으로써, 학습 초기의 급격한 변화와 후반부의 미세 조정 사이의 균형을 유지할 수 있다. 이에 따라, 학습 속도는 향상되면서도 기울기 소실 문제를 완화하는 효과가 있다. 이러한 사례로 Adam 옵티마이저는 그레디언트 방향과 학습률 조정 측면에서 효과적인 수렴을 위해 사용하였다. 학습은 총 50 epoch 동안 수행되었으며, 실험 전 구간에서 모델 성능의 수렴 및 과적합 여부를 확인하였다.

      

      
        4-2 실험 결과
        본 연구에서는 음향 방출 및 진동 신호 데이터를 활용하여 제안한 결함 진단 모델의 성능을 평가하였다. 실험은 베어링 기별로 구성된 세 가지 조건에서 진행되었으며, 각 조건에 대해 서로 다른 변화하는 RPM 베어링 조건이 적용되었다. 전체 데이터 구성은 표 2와 같다.

        
          Table 2. 
				
          

          
            Comparison of acoustic emission and vibration signals in bearing fault diagnosis
          
          

        

        
          
            
              	
              	Crack Size
              	RPM
            

          
          
            	Train
            	3 mm
            	300 rpm
          

          
            	Val
            	400 rpm
          

          
            	Test
            	500 rpm
          

          
            	Train
            	6 mm
            	250 rpm
          

          
            	Val
            	350 rpm
          

          
            	Test
            	450 rpm
          

          
            	Train
            	12 mm
            	250 rpm
          

          
            	Val
            	350 rpm
          

          
            	Test
            	450 rpm
          

        

        

        모든 원시 신호는 STFT를 적용하여 스펙트로그램 이미지로 변환한 뒤, VGG16 기반 특징 추출 네트워크에 입력되어 주요 특징을 학습하였다. 이후, 단일 센서 기반, 단순 병합 기반, 그리고 제안한 셀프 어텐션 기반 융합 모델의 진단 성능을 비교하였다. 그림 7은 세 가지 기법에 대해 결함 크기별 진단 정확도를 비교한 결과이다. 테스트 정확도는 각각 음향 방출 신호의 경우 87.60%, 75.10%, 64.90%, 진동 신호의 경우 87.40%, 77.08%, 79.06%로 확인되었다.

        
          
          

          Fig. 7. 
				
          

          
            Comparison of diagnosis accuracy
          
          

          

        

        기존 이중 센서 방식은 두 센서의 특징 벡터를 단순히 연결하여 결함 진단에 활용하였으며, 정확도는 3 mm에서 94.79%, 6 mm에서 93.78%, 12 mm에서 94.69%로 단일 센서보다 개선되었으나 센서 간 상호작용을 고려하지 못하는 구조적 한계로 인해 성능 향상에 한계가 있었다.

        본 연구에서 제안한 셀프 어텐션 기반 이중 센서 융합 방식은 실험 결과, 본 방식은 3 mm, 6 mm, 12 mm 결함 조건에서 각각 98.75%, 98.96%, 99.06%의 진단 정확도를 기록하며 기존 방식 대비 우수한 진단 성능을 보였다. 이는 셀프 어텐션이 RPM 변화와 같은 환경 변화에서도 강인한 표현 학습을 가능하게 함을 보여준다.

        그림 8은 각 기법에서 추출한 특징 벡터에 대해 t-SNE 시각화를 수행한 결과이다. 제안된 모델은 최종적으로 분류기 직전의 512차원의 계층에서 추출된 특징을 2차원 공간에 시각화하였으며, 각 클래스(3: Inner, 2: Outer, 1: Roller, 0: Normal) 가 명확하게 분리된 클러스터를 형성하고 있음을 확인할 수 있다. 특히, 단일 센서 또는 단순 병합 모델에 비해, 셀프 어텐션 기반 모델에서는 동일 클래스 내 샘플들의 밀집도가 높고 클래스 간 경계도 뚜렷하게 분리되어 있어, 각 결함의 고유 패턴을 더욱 효과적으로 학습하였음을 입증하였다.

        
          
          

          Fig. 8. 
				
          

          
            (A), (B), (C) visualization of T-SNE of final features
          
          

          

        

        실험 결과는 제안된 셀프 어텐션 기반 융합 구조가 기존 기법보다 센서 간 정보를 효과적으로 통합하며, 외란 조건에서도 높은 정확도와 일반화 성능을 유지함을 보여준다.

      

    

    

  
    
      Ⅴ. 결 론
      본 연구에서는 셀프 어텐션 메커니즘을 활용한 이중 센서 융합 기반 베어링 결함 진단 기법을 제안하였다. 제안된 모델은 음향 방출 신호와 진동 신호로부터 각각 독립적으로 특징을 추출하고, 이들을 통합함으로써 단일 센서 기반 진단 방식 및 단순 특징 결합 방식에서 나타나는 정보 왜곡과 환경 변화에 따른 진단 정확도 저하 문제를 효과적으로 개선하였다. 실험 결과, 제안한 기법은 기존 방법 대비 평균 4~5% 이상의 정확도 향상을 달성하였으며, 기존의 단일 결합 및 단순 결합으로는 해결할 수 없었던 결함 크기와 RPM 변화 환경에서도 높은 진단 성능과 일반화 능력을 유지함을 입증하였다.

      본 연구는 특정 베어링 데이터 세트에 한정되어 검증되었기 때문에, 실제 산업 현장에 적용하기 위해서는 다양한 기계 조건 및 환경에 대한 추가적인 실험이 필요하다. 또한, 셀프 어텐션 블록의 연산 복잡도를 고려할 때, 경량화된 구조의 적용 또는 RPM 값을 보조 입력으로 활용하는 모델 구조 개선이 후속 연구로 제안될 수 있다. 향후 연구에서는 더욱 다양한 센서 종류의 융합, 노이즈 환경에서의 강건성 분석, 실시간 진단을 위한 경량 모델 최적화 등을 통해 실질적인 산업 적용 가능성을 높이는 방향으로 확장할 계획이다.
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