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            Abstract
          
        

        
          암 치료 성과 향상으로 환자 생존률이 증가함에 따라 담관 스텐트 재시술이 늘고 있다. 재시술 시 제조사별 스텐트 분류는 시술 계획에 영향을 주는 핵심 사안이다. 스텐트는 각 제조사에 따라 설계가 다양하여 환자에게 기삽입 스텐트 식별은 어려운 문제이다. 이를 위해 딥러닝 기반 분석이 활용되고 있으나, 신규 스텐트 설계가 지속적으로 도입되면서 매번 전면 재학습을 수행하기에는 시간·연산 비용이 과도하다. 본 연구는 담관 스텐트 이미지 분류를 대상으로 최적 파인튜닝 전략을 제안하고, 에폭 수와 입력 해상도를 핵심 변수로 실험을 수행하였다. 종합하면, EfficientNet-B0를 1024 해상도에서 200에폭으로 파인튜닝한 설정이 최적임을 나타낸다.

        

        
          
            초록
          
        

        
          Improvements in cancer therapy have increased patient survival, leading to a rise in biliary stent reinterventions. During reintervention, classifying the implanted stent by manufacturer is crucial for procedural planning. However, designs vary widely across vendors, making the identification of previously implanted stents challenging. Deep learning-based analyses are being adopted. However, the continued introduction of new stent designs makes each successive training prohibitively time consuming and computationally expensive. This study focuses on biliary stent image classification and proposes an optimal fine-tuning strategy. We conduct experiments that treat the number of training epochs and the input resolution as key variables. Taken together, the study's findings indicate that fine-tuning EfficientNet-B0 at 1024 input resolution for 200 epochs is the optimal configuration in practice.
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      Ⅰ. 서 론
      자가팽창형 금속 스텐트는 담즙 배출 장애를 유발하는 담도 협착 문제를 해결하기 위해 임상적으로 사용된다[1]-[3]. 이때 사용하는 금속 스텐트는 각 제조사별로 구조 및 설계가 다양하며[4] 이에 따른 특징이 존재한다[5]-[7]. 실제 임상에서 시술 목적에 맞게 제조사별 스텐트를 다중으로 삽입하는 경우가 많고, 치료 기간의 연장으로 재시술 빈도도 증가하고 있다. 이에 따라 기존 삽입 스텐트의 정확한 식별은 시술 계획과 합병증 예방을 위해 필수적이나, 제조사별 디자인의 이질성으로 인해 시술 전 영상만으로 구분하기에는 실무상 제약이 존재한다.

      최근 딥러닝 기술의 발전에 따라 합성곱 신경망(Convolutional Neural Network, CNN)[8]은 픽셀간의 지역적인 관계성을 모델링하여, 의료영상 분류·검출·분할 등 다양한 컴퓨터 비전 작업에서 우수한 성능을 보여 왔다[9]-[11]. 일부 연구에서는 OCT(Optical Coherence Tomography)영상에서 스텐트의 스트럿을 인식하는 작업을 수행하였다. 이는 딥러닝 기술을 기반으로 스텐트 이미지를 분석하는 것이 적용 가능함을 시사한다.

      담관 스텐트 시술 전후에는 방사선 투시 또는 단순 방사선 영상 촬영이 진행되어 스텐트를 포함한 이미지 데이터가 확보된다. 이를 활용하여 제조사별 스텐트를 분류하는 과정을 임상 과정에 포함하게 되면, 시술과정에서 의료진의 의사결정에 도움이 된다. 이러한 프로세스에서 고려해야 하는 점은 실제 임상에서는 제조사들의 기술개발에 따라 신규 스텐트가 지속적으로 도입되기 때문에 모델의 주기적 갱신이 필요하다는 점이다. 매번 모델을 처음부터 재학습하게 되면 연산비용에 대한 부담이 존재한다. 의료 데이터는 외부 반출 규제가 매우 엄격하고 승인 절차도 장기간 소요되므로, 클라우드 등 외부 대규모 컴퓨팅 자원 활용이 사실상 제한된다. 이에 따라 내부 컴퓨팅 환경에서 학습을 수행해야 하며, 자원 제약을 고려해야 한다.

      하지만 재학습 과정에 컴퓨팅 자원의 제약만 고려할 수는 없다. 담관 스텐트를 포함한 X-ray 이미지에서 스텐트가 차지하는 영역은 굉장히 작고, 명확하지 않아 의료분야 종사자가 아닌 경우 스텐트의 위치를 식별하는 것은 어렵다. 따라서 컴퓨팅 자원 제약에 따라 저해상도로 적은 에폭으로 학습할 경우 스텐트 인식 성능은 현저히 떨어질 것이다. 이러한 점에서 컴퓨팅 자원만을 고려하는 것이 아닌 담관 스텐트 이미지의 특성까지 고려한 재학습 전략이 필요하다.

      본 연구는 전북대학교 연구팀이 구축한 제조사별 담관 스텐트 데이터셋을 기반으로, 신규 클래스가 순차적으로 추가되는 임상 시나리오를 가정하여 ResNet[12], EfficientNet[13], DeiT[14]를 활용한 파인튜닝 기반 재학습의 최적 전략을 탐색한다. 목표는 스텐트 인식 성능을 유지하면서 필요한 학습 횟수를 최소화하는 실용적 최적점을 규명하는 것이다. 이를 위해 데이터셋의 통계적 분포와 시각적 특성을 분석해 스텐트 인식에 결정적으로 작용하는 요인으로 입력 해상도를 설정하고, 동일한 해상도 조건에서 에폭 수를 체계적으로 조정하여 성능 변화를 비교한다. 또한 스텐트의 세부적인 정보의 양에 따른 성능 비교를 위해 입력 해상도를 단계적으로 변경하는 실험을 병행하여, 성능과 연산 비용 간의 균형을 정량적으로 평가한다.

      본 논문의 구성은 다음과 같다. 2장에서는 의료영상 분야 딥러닝 및 스텐트 탐지 선행 연구를 정리하고, 3장에서는 사용한 데이터셋과 파인튜닝 전략을 기술한다. 4장에서는 제조사별 담관 스텐트 데이터셋 기반 파인튜닝 에폭별, 입력 이미지 해상도별 실험 비교·분석을 제시하며, 5장에서는 연구 결과를 종합하여 결론을 제시한다.

    

    

  
    
      Ⅱ. 관련 연구
      
        2-1 의료영상 분야 딥러닝 모델 연구
        의료영상 분석 분야는 병변 검출·분할·분류·추적 등 핵심 과제를 해결하기 위해 합성곱 신경망(CNN)과 순환 신경망, 최근의 트랜스포머 구조까지 폭넓게 도입해 왔다. Shen et al.[15]은 AlexNet[16], VGG[17], GoogLeNet[18], ResNet, U‑Net[19], LSTM[20] 사례를 정리하며 영상 전처리 이후 병변 탐지·분할·추적이 단계적으로 고도화되고 있음을 보고하였다. 이어 ImageNet 사전학습 가중치를 활용해 완전 연결층만 파인튜닝하는 전이학습으로 암·망막질환·CT/MRI 분류에서 기존 머신러닝을 능가하는 85% 정확도를 달성한 사례가 소개되었다. 학습 데이터 부족 문제를 다룬 Kim et al.[21]은 회전·확대·CutMix[22]·GAN[23] 생성 등 증강 기법을 U‑Net, DenseNet[24], Inception‑v3[25] 등에 적용해 2~10% 정확도를 향상시킨 사례를 제시하였다. 또 Shinohara et al.[26]는 혈관 초음파 영상에서 U‑Net 기반모델의 이미지 분할로 혈관 벽·내막을 고정밀로 추출하였으며, Chen et al.[27]은 100편 이상의 연구를 분석해 ResNet, EfficientNet 기반 폐렴·뇌출혈 분류, nnU‑Net[28], TransUNet[29]·Swin‑UNet[30] 기반 장기·종양 분할, Faster R‑CNN[31]·YOLO[32]·RetinaNet[33] 기반 병변 검출, VoxelMorph[34] 기반 영상 등록 등의 최근 연구 방향을 정리하였다.

        Kim et al.[35]은 유방·망막·피부·신경계 데이터를 대상으로 VGG, ResNet, DenseNet, EfficientNet을 ImageNet 초기화 후 파인튜닝하여 최대 20%의 정확도 향상을 확인하였다. Sistaninejhad et al.[36]은 폐렴·COVID‑19 사례에서 AlexNet부터 EfficientNet까지 비교해 90~98% 정확도를 기록하고, EfficientNet의 파라미터 효율을 강조하였다. Tang et al.[37]은 AlexNet이 일부 과제에서 ResNet 대비 짧은 학습 시간과 85~95% 성능을 동시에 달성한 사례를 제시했으며, Bamber et al.[38]은 얕은 5‑층 합성곱 신경망으로도 MRI 기반 알츠하이머 분류 정확도 96.75%를 달성해 경량 모델의 가능성을 보여주었다. 종합하면, 의료영상 딥러닝 연구는 전이학습·데이터 증강 전략을 결합해 성능을 지속적으로 향상시키고 있으며, 임상 적용 사례도 꾸준히 확대되고 있다.

      

      
        2-2 딥러닝 기반 스텐트 탐지 연구
        머신러닝 기술 이전 Guo et al.[39]은 관심영역, 시드포인트 탐지, 영역 확장 순으로 구성된 3단계 알고리즘으로 PCI이후 IVOCT영상에서 스텐트를 자동으로 탐지하는 연구를 진행하였다. 이는 슬라이스 단위로 89.3%의 accuracy와 86.5%의 sensivity 나타냈다. 이는 전통적인 신호처리 방법에 기반한 접근이다.

        이후 의료영상에서 스텐트를 탐지하는데 머신러닝과 딥러닝 기술을 활용하는 다양한 연구가 제안되었다. Yang et al.[40]는 OCT(Optical Coherence Tomography)영상에서 스텐트를 인식하기 위한 ResNet과 U-Net 기반 딥러닝 모델을 제안하였다. ResNet이 이미지의 특징을 추출하는 인코더의 역할을 수행하고 U-Net기반의 디코더가 이를 복원하여 근접한 프레임간의 공간적인 유사성을 고려한다.

        Jeon et al.[41]은 관상동맥 CT 조영 검사시, 초해상도를 적용하여 노이즈를 개선한 CT 이미지의 스텐트 구조 및 내강을 분석하였다. Gharaibeh et al.[42]은 석회화 관상동맥 OCT 영상 164건을 대상으로 랜덤 포레스트, 그래디언트 부스팅, 로지스틱 회귀 모델을 비교하여 스텐트 불충분 확장 예측의 가능성을 제시하였다.

        Aldea et al.[43]은 관상동맥 OCT영상에서 스텐트의 유무를 자동으로 판단하기 위해 딥러닝 기반 이진 분류기를 설계하였다. 이는 전, 후처리 단계로 관상동맥 내강 분할에 결합한 파이프라으로 구현되었고, 슬라이스 단위에서 94% accuracy, 96.4% precision, 94%의 F1-score을 달성하였다.

        기존의 스텐트 관련 딥러닝 연구는 대부분 CT·OCT 영상에서 스트럿을 검출·분할하는 데 집중되어 있어, 스텐트 설계가 바뀔 때마다 전체 모델을 다시 학습해야 하는 번거로움이 있다. 반면 유방암·망막병증·뇌질환 등 다른 의료영상 분류 분야에서는 합성곱 신경망, Transformer 백본을 소량 데이터에 파인튜닝해 일관된 고성능을 얻는 전략이 이미 자리 잡았고[35],[36],[38] OCT‑기반 스텐트 탐지에서도 90% 이상의 정밀도가 보고되었다[41],[42],[44]. 그러나 신규 스텐트가 지속적으로 추가될 때 최소한의 연산·시간 비용으로 모델을 갱신하는 파인튜닝 방법은 아직 제시된 바 없다. 본 연구는 이러한 점에서 스텐트 분류에 적합한 파인튜닝 방법을 찾고자 한다.

      

    

    

  
    
      Ⅲ. 딥러닝 모델 기반 스텐트 데이터셋 파인튜닝
      
        3-1 제조사별 담관 스텐트 데이터셋 분석
        전북대학교 연구팀은 흉부 X‑ray 영상 중 담관 스텐트가 명확하게 포함된 프레임만 선별하여 전용 데이터셋을 구축하였다. 그림 1은 이 데이터셋에 포함된 Bona Uncovered, Bona Partially‑Covered, Epic, EGIS, NITI‑S의 다섯 제조사별 스텐트 이미지를 같은 시각화한 예시이다. 총 432장의 이미지가 확보되었으며, 클래스별 상세 수량은 표 1에 제시하였다. 데이터셋의 원본 해상도는 대다수 (1024,1024) 이상의 고해상도이다.

        
          
          

          Fig. 1. 
				
          

          
            Visualization of the stent image dataset by manufacturer
          
          

          

        

        
          Table 1. 
				
          

          
            Distribution of class in dataset
          
          

        

        
          
            
              	Class
              	Number of data
            

          
          
            	Bona PC
            	62
          

          
            	Bona UC
            	51
          

          
            	EGIS
            	75
          

          
            	Epic
            	109
          

          
            	NITI-S
            	135
          

          
            	Total
            	432
          

        

        

        데이터 특성을 정량적으로 검토하기 위해, 각 영상에 2차 미분 필터인 라플라시안(∇2I) 을 합성곱 형태로 적용하여 얻은 응답 행렬의 분산(Variance of Laplacian)을 계산한 뒤, 이를 정규화 히스토그램으로 표현하고 Gaussian σ = 2로 평활화하여 그림 2에 나타냈다. 일반적인 자연 이미지나 고대비 CT 슬라이스는 라플라시안 분산이 500 이상까지 분포하는 데 반해, 본 연구의 X‑ray 스텐트 영상은 200 전후에 대부분의 값이 집중되어 있었다. 이는 스텐트 데이터셋의 경계와 질감의 고주파 성분이 상대적으로 약화된, 즉 전반적으로 블러가 존재하는 이미지임을 의미한다. 그림 1에서도 확인되듯 배경 장기 음영과 스텐트 메쉬가 겹치면서 윤곽선이 완전히 명확하지 않게 표현되는 것을 알 수 있다.

        
          
          

          Fig. 2. 
				
          

          
            Visualization of Laplacian variance in the manufacturer-specific biliary stent dataset
          
          

          

        

        요약하면, 본 데이터셋은 제조사별 클래스가 균형 있게 구성되어 있고, 원본 해상도는 충분히 높으나, 라플라시안 분산 지표로 보았을 때 자연 사진 대비 상대적으로 흐릿한 경계를 가진 이미지가 주를 이룬다. 따라서 스텐트를 식별하고 이를 제조사별로 구분하는 것은 난이도가 높음을 알 수 있다.

      

      
        3-2 담관 스텐트 이미지 분류 딥러닝 모델
        담관 스텐트 이미지를 분류하기 위한 딥러닝 모델로 합성곱 신경망 계열의 EfficientNetB0, ReNet-50d을 활용하였다. 또한 Self-Attention을 기반으로 이미지 분류에 높은 성능을 보이는 transformer 계열 모델 중 DeiT를 사용했다. 사용한 각 모델의 학습 파라미터수는 표 2와 같다.

        
          Table 2. 
				
          

          
            Comparsion of learnable parameter of models
          
          

        

        
          
            
              	Model
              	EfficientNetB0
              	ResNet-50d
              	DeiT-B
            

          
          
            	Parameters
            	4.0M
            	25.6M
            	85M
          

        

        

        EfficientNet은 모델의 레이어수, 채널 수, 입력 데이터 사이즈를 적절하게 조합하여 최적의 스케일링을 통해 높은 성능을 나타낸 모델이다. 이 중 B0모델은 가장 경량 모델로 제한된 연산 자원 환경에서 사용하기 적절하다.

        ResNet-50d는 잔차 연결 블록을 통해 초기 입력값의 그래디언트가 유실되지 않게 설계하여 이전의 합성곱 신경망의 레이어수의 한계를 끌어올린 모델이다. 이중 ResNet-50d 모델은 초기 합성곱 레이어의 커널 사이즈를 증대시켜 이전 ResNet 모델에 비해 더 큰 수용장(Receptive field)을 활용하여 학습한다.

        DeiT모델은 transformer 기반의 모델로 ViT 구조를 기반으로 한다. ViT와의 차이점은 합성곱 신경망 대형 모델을 지식 증류하여 학습하여 기존의 ViT에 비해 성능이 크게 개선되었다는 점이다. 실험에서 사용한 DeiT-B 모델은 표준 모델로 컴퓨터 비전 다양한 분야에서 사용된다.

        본 연구는 합성곱 신경망 기반의 모델과 transformer 아키텍쳐 모델 모두 실험에 활용하였다. 또한 표 2와 같이 초소형 모델부터 대형 모델까지 사용하여 모델 크기, 구조별 성능을 다각도로 검증할 수 있도록 비교군을 구성하였다.

      

      
        3-3 담관 스텐트 이미지 분류에 적합한 파인튜닝 전략
        일반적으로 컴퓨터 비전의 전이학습은 대용량 데이터셋에서 사전학습하고, 이를 특수한 도메인 데이터에 파인튜닝하는 과정을 거친다. 이때 파인튜닝 하는 방법은 모델의 전체 가중치를 재학습하거나, 이미지의 특징을 추출하는 레이어는 그대로 두고, 분류기만 클래스 수에 맞추어 학습하는 방법이 존재한다. 최근 LoRA[47]와 같은 기법은 가중치에 저차원 행렬을 더하여 딥러닝 모델을 효율적으로 학습하는 방법이 사용되기도 한다.

        담관 스텐트와 같은 의료 분야에서도 특수한 영역의 데이터는 생성과정이 복잡하고, 이를 레이블링하는 과정은 전문 의료인력을 필요로 한다. 따라서 데이터 수량은 일반적인 이미지 분류 데이터셋에 비해 현저히 적다. 한정된 데이터 수량으로 최대의 성능을 달성하려면 모델 전체 가중치를 활용하여 파인튜닝하는 전이학습 방법론을 사용하는 것이 적절하다[48],[49].

        하지만 모델 전체 가중치를 활용하여 파인튜닝하는 경우 학습 시간이 크게 소요되기 때문에 적절한 학습용 딥러닝 모델 선택과 이에 대한 학습횟수인 에폭의 설정이 필요하다. 새로운 담관 스텐트는 지속적으로 추가되기 때문에, 매번 모델 전체를 높은 학습횟수로 파인튜닝하면 시간적 비용과 연산자원이 낭비된다. 따라서 적절한 딥러닝 모델과 이에 대한 파인튜닝 학습 횟수를 정하는 것이 중요하다.

        또한 담관 스텐트는 그림1과 같이 X-ray 이미지상에서 굉장히 작은 영역을 차지하며, 그림 2가 나타내는 바와 같이 이미지의 전반적인 흐림이 심하여 스텐트와 나머지 영역간의 명확한 구분이 어렵다. 이러한 특성을 가지는 데이터의 학습에서는 입력 이미지의 해상도가 중요한 역할을 한다. 다운 샘플링을 통해 낮은 해상도의 이미지를 딥러닝 모델의 입력으로 사용할 경우 이미지상에서 스텐트에 대한 정보가 더 줄어드므로 각 제조사별 담관 스텐트의 특징을 구분하는 것의 난이도가 더 높아진다. 하지만 고해상도 이미지를 그대로 입력으로 사용할 경우 전처리 과정에서 시간적인 비용이 낭비되고, 과도한 연산자원을 필요하게 되어 적절한 타협점이 필요하다.

        따라서 담관 스텐트 이미지 분류에서 고려해야 할 핵심 변수는 파인튜닝 에폭 수, 입력 해상도의 두 가지로 정리할 수 있다. 모델 선택은 표현력과 파라미터 규모에 따른 성능–연산량의 균형에 직접적인 영향을 주며, 에폭 수는 수렴 안정성과 과적합 위험, 학습 시간 사이의 트레이드오프를 좌우한다. 해상도는 스텐트의 미세 구조(와이어 패턴, 마커 등) 보존과 메모리·연산 비용을 동시에 결정하는 요소다. 각 변수의 세부 값은 예비 실험을 통해 탐색하였으며, 이에 따른 전체 파인튜닝 프로세스는 그림 3과 같다.

        
          
          

          Fig. 3. 
				
          

          
            Fine-tuning process for manufacturer-specific biliary stent image classification
          
          

          

        

      

    

    

  
    
      Ⅳ. 실험결과 및 분석
      
        4-1 실험 환경 및 개요
        실험의 목적은 신규 담관 스텐트가 추가되었을 때 이를 포함한 데이터셋을 최적으로 파인튜닝하는 딥러닝 모델, 학습 횟수 그리고 입력 이미지 해상도를 찾는 것이다.

        사전학습은 본 논문의 실험 이전에 ImageNet -1k와 담관 스텐트 데이터셋(신규 클래스 미포함)에서 진행되었다. 본 논문의 실험은 신규 클래스인 Bona Partially-Covered가 포함된 제조사별 담관 스텐트 데이터셋에서 파인튜닝 전략을 검증한다. 모든 실험은 5-fold 교차 검증으로 진행되었으며, 표 5, 표 6, 표 7의 수치는 평균과 표준편차로 나타내었다. 각 fold별 데이터 수량은 표 4와 같다.

        학습한 모델은 EfficientNetB0. ResNet -50d, DeiT-B 모델이다. 학습과 관련된 구체적인 설정은 표 3과 같다. 모든 모델의 학습 및 추론은 Nvidia-A100 단일 GPU에서 진행되었다.

        
          Table 3. 
				
          

          
            Configuration of deep learning models
          
          

        

        
          
            
              	Training configuration
              	Setting
            

          
          
            	Training Epoch
            	500
          

          
            	Batch Size
            	32,16(DeiT)
          

          
            	Data Augmentation
            	RandAug[45]
          

          
            	Optimizer
            	Adamw
          

          
            	Weight Decay
            	5e-2
          

          
            	Learning Rate
            	1e-3
          

          
            	Cutmix[46]
            	1.0
          

          
            	Mixup
            	0.8
          

          
            	Drop path
            	0.1(DeiT)
          

          
            	Label smoothing
            	0.1
          

        

        

        파인튜닝 학습 에폭은 200, 300, 400, 500으로 비교하여 실험하였다. 입력 이미지의 해상도는 (224,224), (512,512), (1024,1024), (1536,1536)으로 비교하였다.

        
          Table 4. 
				
          

          
            Number of dataset in fine-tuning dataset
          
          

        

        
          
            
              	Train
              	fold1
              	fold2
              	fold3
              	fold4
              	fold5
            

          
          
            	Bona PC
            	48
            	52
            	48
            	52
            	51
          

          
            	Bona UC
            	44
            	35
            	41
            	46
            	40
          

          
            	EGIS
            	68
            	56
            	58
            	60
            	54
          

          
            	Epic
            	75
            	92
            	82
            	95
            	85
          

          
            	NITI-S
            	109
            	97
            	111
            	102
            	108
          

          
            	Test
            	fold1
            	fold2
            	fold3
            	fold4
            	fold5
          

          
            	Bona PC
            	14
            	10
            	14
            	10
            	11
          

          
            	Bona UC
            	7
            	16
            	10
            	5
            	11
          

          
            	EGIS
            	7
            	19
            	17
            	15
            	21
          

          
            	Epic
            	34
            	17
            	27
            	14
            	24
          

          
            	NITI-S
            	26
            	38
            	24
            	33
            	27
          

        

        

      

      
        4-2 분류 성능 평가 방법
        본 연구에서는 모델의 분류 성능을 정량화하기 위해 Accuracy, Precision, Recall, 그리고 F1‑score 네 가지 지표를 사용하였다. 분류 결과는 네 가지 경우로 구분된다. 먼저 True Positive(TP)는 실제 양성 표본을 모델이 양성으로 올바르게 판단한 경우이며, True Negative(TN)는 실제 음성을 음성으로 맞히는 상황을 의미한다. 반대로 False Positive(FP)는 음성 표본을 잘못해 양성으로 예측한 경우, False Negative(FN)는 양성 표본을 음성으로 놓친 경우에 해당한다.

        Accuracy는 전체 예측 건수 가운데 TP와 TN, 즉 정답으로 간주되는 케이스가 차지하는 비율로 정의된다. Precision은 모델이 양성이라 판정한 표본 중 실제로 양성인 비율을 나타내며, Recall은 실제 양성 표본 가운데 모델이 양성으로 잡아낸 비율을 가리킨다. 두 지표는 상호 보완적이므로, 이를 하나의 값으로 요약하기 위해 조화 평균인 F1‑score를 사용하였다.

        본 연구의 데이터는 제조사별 표본 수가 차이가 있어 단순 Accuracy만으로는 성능이 과대평가될 가능성이 있다. 이에 Precision과 Recall을 함께 제시하고, 두 지표의 조화 평균인 F1-score를 추가로 산출해 위양성·위음성으로 인한 임상적 위험을 균형 있게 반영하였다. 네 지표를 종합적으로 보고함으로써 모델의 스텐트분류 성능과 향후 개선 방향을 보다 명확히 평가하였다.

      

      
        4-3 모델별 해상도 성능 비교
        입력 이미지의 해상도에 따른 딥러닝 모델간의 성능을 비교하기 위해 실험을 진행했다. 모든 실험에서 사전학습한 모델 가중치를 로드하였다. 학습 에폭은 200으로 모두 동일하게 설정하였으며, 학습과 관련된 하이퍼파라미터는 모두 동일하게 사용하였다. 데이터셋은 대부분 (1024,1024)의 고해상도 이므로 이보다 낮은 해상도를 입력으로 사용할 때는 다운 샘플링하였고, (1536,1536) 해상도를 입력으로 설정할 때는 일부 이미지를 업샘플링하였다.

        실험결과는 그림 4와 같으며 검은색 선은 표준편차를 나타낸다. 실험에 사용한 모델들은 사전학습 가중치를 사용하였음에도 불구하고, 입력 이미지의 가로, 세로가 224인 경우 정확도를 포함한 모든 지표가 50% 미만의 낮은 수치를 기록하였다. (512,512) 해상도에서는 EfficientNet, ResNet, DeiT 모델이 각각 77.20±3.48, 81.71±4.69, 57.87±4.41의 정확도를 나타냈으며, (1024,1024) 해상도에서는 92.66±2.94, 92.95±3.78, 76.43 ± 5.49, (1536,1536) 해상도에서는 94.01±3.55%, 94.09±4.19, 81.50±6.33의 정확도를 기록하였다.

        
          
          

          Fig. 4. 
				
          

          
            Comparison of classification performance by input image resolution
          
          

          

        

        (224,224) 해상도에서 (512,512)로 상승할 경우 모든 성능 지표는 급격하게 상승하였고, (1024,1024) 해상도보다 커질 경우 소폭 상승하는 것으로 확인하였다.

        성능 지표상 (1536,1536) 해상도를 사용하는 것이 가장 적절하다. 하지만 이는 초고해상도 이미지에 대한 전처리 과정과 이를 모델이 학습하는 시간적, 연산적 비용이 많이 소모되므로 성능 지표가 수렴하는 (1024,1024) 해상도를 선택하는 것이 적절하다고 볼 수 있다.

      

      
        4-3 파인튜닝 학습횟수별 분류 성능 비교
        신규 스텐트가 포함된 데이터셋에서 학습 횟수에 따른 성능지표를 모델별로 비교하였다. 공정한 비교를 위해 해상도는 모두 (1536,1536) 해상도로 설정하였고, 학습 하이퍼파라미터는 모두 동일하게 유지하였다. Efficientbetb0, ResNet-50d, DeiT 모델별 실험 결과는 각각 표 5, 표 6, 표 7과 같다.

        
          Table 5. 
				
          

          
            Epoch‑wise fine‑tuning results for the EfficientNetB0 model
          
          

        

        
          
            
              	Epochs
              	Accuracy
              	Precision
              	Recall
              	F1-Score
            

          
          
            	100
            	93.80 ± 3.32
            	94.55 ± 3.01
            	93.23 ± 4.96
            	93.66 ± 4.15
          

          
            	200
            	94.01 ± 3.55
            	94.01 ± 3.28
            	92.66 ± 5.36
            	92.94 ± 4.45
          

          
            	300
            	93.85 ± 4.12
            	94.28 ± 4.38
            	93.33 ± 5.29
            	93.12 ± 5.43
          

          
            	400
            	94.23 ± 3.74
            	93.43 ± 4.93
            	92.64 ± 5.30
            	92.88 ± 5.06
          

          
            	500
            	95.36 ± 3.25
            	95.09 ± 4.57
            	93.81 ± 5.27
            	94.32 ± 4.92
          

        

        

        
          Table 6. 
				
          

          
            Epoch‑wise fine‑tuning results for the ResNet-50d model
          
          

        

        
          
            
              	Epochs
              	Accuracy
              	Precision
              	Recall
              	F1-Score
            

          
          
            	100
            	91.69 ± 4.59
            	91.85 ± 4.57
            	90.01 ± 6.45
            	90.47 ± 5.66
          

          
            	200
            	94.09 ± 4.19
            	94.55 ± 4.90
            	92.92 ± 5.44
            	93.37 ± 5.17
          

          
            	300
            	93.64 ± 4.03
            	94.07 ± 4.23
            	92.00 ± 5.18
            	92.78 ± 4.79
          

          
            	400
            	93.86 ± 4.20
            	94.73 ± 4.12
            	92.18 ± 5.24
            	92.99 ± 4.53
          

          
            	500
            	94.07 ± 3.94
            	95.22 ± 3.57
            	91.95 ± 5.07
            	93.13 ± 4.54
          

        

        

        
          Table 7. 
				
          

          
            Epoch‑wise fine‑tuning results for the DeiT model
          
          

        

        
          
            
              	Epochs
              	Accuracy
              	Precision
              	Recall
              	F1-Score
            

          
          
            	100
            	80.35 ± 8.29
            	72.69 ± 12.03
            	73.39 ± 9.59
            	71.86 ± 10.67
          

          
            	200
            	81.50 ± 6.33
            	80.08 ± 9.32
            	74.34 ± 4.52
            	74.89 ± 4.99
          

          
            	300
            	81.98 ± 6.30
            	79.56 ± 11.01
            	76.41 ± 5.56
            	75.85 ± 7.07
          

          
            	400
            	82.70 ± 6.42
            	81.87 ± 5.47
            	78.30 ± 6.16
            	77.99 ± 7.91
          

          
            	500
            	82.20 ± 5.70
            	79.19 ± 7.77
            	75.74 ± 3.63
            	75.78 ± 3.30
          

        

        

        먼저 모델별로 비교하였을 때 transformer 기반 모델인 DeiT는 가장 낮은 성능을 보였다. EfficientNet B0 모델은 가장 적은 학습 파라미터를 가지지만 DeiT에 비해 13.14% 높은 accuracy를 기록하며 가장 우수한 분류 성능 지표를 보였다.

        이러한 실험결과는 학습 데이터의 특징에 기인한 것으로 해석한다. 실험에 사용한 제조사별 담관 스텐트 데이터셋은 432장의 소량이며, 각 스텐트를 구분하는 난이도는 매우 어렵다. 따라서 학습 과정에서 합성곱 필터를 활용하여 픽셀간의 지역적인 관계성을 모델링하는 합성곱 신경망 계열의 모델이 이미지를 Self-Attention 기반으로 전역적으로 학습하는 transformer 계열의 모델 보다 우수한 것으로 해석한다.

        다음으로 에폭별로 비교하였을 때, 100 에폭과 200 에폭간의 accuracy 격차는 표 4, 표 5, 표 6에서 각각 +0.21%, +2.4%,+1.15%로 상승한다. 하지만 200, 300 에폭간의 accuracy 차이를 비교하면 ResNet과 EfficientNet의 경우 하락하고, DeiT는 소폭 상승한다. 이후 300, 400, 500 에폭과 200 에폭간의 차이는 EfficientNet(1.25%)을 제외하고 0.7% 이하의 작은 차이를 보인다. 따라서 각 에폭간의 성능 지표 비교 결과 200 에폭의 학습이 제조사별 담관 스텐트 분류 파인튜닝에 적절하다고 볼 수 있다.

      

      
        4-4 Saliency map 결과 비교
        분류 성능의 정량적인 분석과 더불어 제조사별 스텐트 분류의 모델 판단근거를 시각화하기 위하여 Grad-CAM과 attention-map의 두가지 방법을 활용하였다. 그림 5는 EfficientNet, ResNet, DeiT 모델의 saliency map을 시각화한 결과이다.

        
          
          

          Fig. 5. 
				
          

          
            Saliency map for biliary stents by model
          
          

          

        

        시각화 결과 EfficientNet의 활성화 영역이 스텐트의 위치를 가장 정확하게 나타내는 것을 확인하였다. ResNet의 Grad-CAM 결과 또한 스텐트 영역에 활성화 되었다. 하지만 DeiT의 attention-map은 스텐트 영역을 나타내지 못한다. 시각화 결과는 각 딥러닝 모델의 분류 성능과 비슷한 경향성을 보인다. 이는 분류 모델의 판단 근거가 실제로 스텐트영역의 특징에 기반한다는 것으로 해석할 수 있다.

      

    

    

  
    
      Ⅴ. 결 론
      본 연구는 신규 스텐트가 지속적으로 추가되는 임상 환경에서 제조사별 담관 스텐트 분류 모델을 재학습하는 최적 파인튜닝 방법을 실험적으로 찾고자 하였다. 최근 항암 치료 발전으로 스텐트를 삽입후 재수술 하는 과정이 증가하였다. 이에 따라 사전에 삽입된 스텐트를 식별하는 것은 임상에서 중요한 문제로 부상하였다. 이에 따라 딥러닝 기술을 활용하여 스텐트를 식별하는 방법들이 연구되었다. 하지만 신규 디자인의 스텐트가 도입될때 마다 재학습하는 것은 많은 시간적, 연산적 비용을 낭비하기 때문에 최적의 파인튜닝 전략을 통해 효율적으로 재학습해야 하는 것이 필요하다.

      데이터셋에 대한 분석을 통해 파인튜닝 에폭과 더불어 해상도를 중요한 요소로 고려하여 실험을 진행하였다. 본 실험을 위한 데이터셋은 전북대학교 병원 연구팀이 수집하였다. 데이터셋은 432장의 제조사별 담관 스텐트 이미지로 구성되어있고 총 5개 클래스가 있다. EfficientNetB0, ResNet-50d, DeiT모델을 베이스라인으로 실험하였다.

      1) 해상도 실험결과, (1536,1536)이 가장 높은 성능 지표를 나타냈으나, 연산 자원을 많이 필요로 하기 때문에 (1024,1024) 해상도로 설정하는 것이 적절한 것으로 확인했다.

      2) 모델 분류 성능 지표 결과 EfficientNetB0가 가장 적은 학습 파라미터만으로 95.36%의 가장 높은 accuracy를 보였으며, DeiT는 가장 많은 학습 파라미터를 사용하면서도 가장 낮은 82.20%의 accuracy를 나타냈다. 이는 합성곱 필터를 활용하여 픽셀간의 지역적인 관계성을 적절하게 모델링하는 CNN 계열 모델이 스텐트 분류에 적합함을 나타낸다.

      3) 파인튜닝 에폭 비교 실험 결과 100 에폭에서 200 에폭으로 학습 횟수를 증가시키면 EfficientNet, Resnet, DeiT 의 accuracy가 각각 +0.21%, +2.4%, +1.15%로 상승하지만, 200 에폭에서 이후부터는 상승폭이 미미한 것으로 확인하였다. 이를 200 에폭으로 학습하는 것이 가장 효율적인 것으로 해석한다.

      본 연구는 제조사별 담관 스텐트 이미지의 파인튜닝을 진행하는 경우 EfficientNet B0 모델이 가장 높은 성능을 나타냄을 확인하였고, (1024,1024) 해상도로 200 에폭동안 학습하는 것이 가장 효율적임을 확인하였다. 이를 통해 추후 실제 임상에서 다양한 담관 스텐트 설계가 도입되어도 최적의 재학습이 가능할 것으로 기대한다.
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