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            Abstract
          
        

        
          디지털 플랫폼의 확산과 함께 소비자 리뷰는 서비스 경험을 이해하는 핵심 자료로 부상하였다. 그러나 전통적 감성 분석은 리뷰 내 다양한 측면에 대한 감성 평가를 정밀하게 반영하기 어렵다. 본 연구는 토픽 모델링, KR-SBERT, 미세 조정된 KoBERT 모델을 결합한 다중 모델 프레임워크를 통해 OTT 서비스의 소비자 리뷰에 대한 속성 기반 감성 분석(ABSA; Aspect Based Sentiment Analysis)을 수행하였다. 국내 주요 OTT 6개 플랫폼의 한글 리뷰를 수집하고 먼저 LDA를 통해 네 가지 핵심 속성을 도출하였다. 다음으로 문장별 속성 자동 할당 및 감성 극성 분류를 진행하고, PCA 및 t-SNE 시각화를 통해 포지셔닝 분석을 수행하였다. 분석 결과 한국어 기반 다중 모델 분석 프레임워크 구축과 도메인 특화 미세 조정을 수행하여 성능 지표 향상을 달성하고 도메인 특화 데이터 세트 구축의 중요성을 입증하는 학술적 기여를 달성하였다. 본 연구의 결과는 시각화 기법을 사용해 OTT 서비스 운영 진단과 차별화 전략 수립에 활용할 수 있는 함의를 제공한다.

        

        
          
            초록
          
        

        
          With the spread of digital platforms, consumer reviews have emerged as a key source of information for understanding service experiences. However, traditional sentiment analysis struggles to accurately reflect the diverse aspects of sentiment within reviews. This study conducted aspect-based sentiment analysis (ABSA) on consumer reviews of over-the-top (OTT) services using a multi-model framework that combined latent Dirichlet allocation (LDA) topic modeling, Korean-specific sentence bidirectional encoder representations from transformers (KR-SBERT), and a fine-tuned Korean BERT (KoBERT) model. We collected Korean reviews from six major OTT platforms in Korea and derived four core aspects through LDA. Subsequently, we performed sentence-level aspect auto-assignment and sentiment polarity classification and conducted positioning analysis through principal component analysis (PCA) and t-distributed stochastic neighbor embedding (t-SNE) visualization. The results of the analysis demonstrated the academic contribution of constructing a Korean-based multi-model analysis framework and domain-specific fine-tuning in improving performance metrics, which underscores the importance of building domain-specific datasets. The findings of this study have implications for utilizing visualization techniques in diagnosing OTT service operations and establishing differentiation strategies.
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      Ⅰ. 서 론
      디지털 시대의 온라인 소비자 리뷰는 제품 및 서비스에 대한 직접적인 평가를 포함하고 있어 소비자의 의사결정과 기업 전략 수립에 핵심적인 역할을 한다. 비영리 소비자 단체의 설문조사에 따르면 2022년 소비자의 97.2%가 온라인 쇼핑 시 제품에 대한 이용 후기를 확인하고 이용 후기의 신뢰도는 70.2%에 달하는 것으로 조사되었다[1]. 온라인 소비자 리뷰는 소비자의 실제 경험을 반영하여 기업의 강점과 약점을 파악하고 서비스 개선을 위한 전략을 수립하는 데 유용하게 활용될 수 있다. 그러나 소비자 리뷰는 비정형 텍스트 데이터로 구성되어 작성자의 표현 방식이 다양하고 중복된 정보를 포함하는 경우가 많다. 또한 방대한 양이 지속적으로 축적되므로 단순 수작업 분석이나 전통적인 통계 기법을 통해 분석하는 것은 한계가 있다. 이에 따라 최근 인공지능과 자연어 처리 기법의 발전으로 온라인 리뷰를 효율적으로 활용하기 위한 체계적이고 자동화된 텍스트 분석 기술이 널리 사용되고 있다[2],[3].

      감성 분석(Sentiment Analysis)은 온라인 리뷰의 감정을 정량적으로 분석하는 기법으로 급증하는 소비자 리뷰를 효과적으로 분석하기 위한 도구로 주목받고 있다[4]. 그러나 리뷰에 전통적인 감성 분석을 적용할 경우 하나의 제품 및 서비스에 대한 다양한 속성(Aspect)을 감안하지 않고, 하나의 문장을 단일 긍정·부정 범주로 분류하기 때문에 리뷰가 여러 속성에 대해 서로 다른 평가를 포함하게 되어 분석 정확도가 저하될 수 있다. 이러한 문제를 해결하기 위해 Liu의 연구는 특정 측면에 대한 세밀한 감성 분석을 위한 속성 기반 감성 분석(ABSA)을 제안했다[5], 이는 텍스트에 포함된 감정을 복수의 속성으로 식별하고 평가하는 세분화된 접근 방식으로, 조직이 제품이나 서비스의 다양한 속성에 대한 소비자 감성을 정량적으로 측정하며 복수의 개별 속성의 감정 분포를 분석하여 기존 감성 분석의 한계를 보완할 수 있다.

      포지셔닝 분석(Positioning Analysis)은 브랜드, 제품 및 서비스의 시장 내 위치를 정의하고 경쟁 요소와의 차별성을 규명하여 의사결정을 지원하는 과정이다[6]. 이는 소비자가 특정 브랜드를 어떻게 인식하는지 파악하고, 시각화를 통해 시장 내 현 위치를 명확히 규정하여 시장 경쟁력을 강화하기 위한 핵심 전략으로 활용된다[7]. 특히 디지털 시대가 전개됨에 따라 온라인 소셜 미디어 데이터를 활용하여 소비자의 감성 변화를 분석하고 이를 포지셔닝 분석에 반영하는 연구가 최근 활발히 이루어지고 있다[8]. 기존 포지셔닝 분석은 소비자 인식과 브랜드 속성을 정량화하여 시각화 자료를 구축하고 이를 통해 브랜드의 시장 내 위치를 평가하고 차별성을 강조하는 방식이 주로 활용되지만[9], 최근에는 단순 시장 내 위치 평가를 넘어 다차원 속성 분석, 특정 속성 관계 시각화 등 복합적인 요소를 포함하는 방향으로의 진화를 통해 정교한 소비자 인식 및 감성 분석을 시도하고 있다[10],[11].

      OTT(Over-The-Top) 서비스는 인터넷을 통해 다양한 분야의 영상 콘텐츠를 제공하는 대표적인 온라인 플랫폼으로 미디어 산업의 판도를 변화시키고 있다. Precedence Research 보고서에 따르면 2030년 글로벌 OTT 시장 규모는 1조 2,416억 달러에 이를 것으로 전망되며, 국내 시장 역시 2023년 기준 5조 6천억 원 규모로 성장하였다[12]. OTT 서비스는 사용자가 원하는 콘텐츠를 시공간적 제한 없이 선택적으로 소비할 수 있어, 개인화된 서비스가 중요한 경쟁 요소로 작용한다. 최근의 OTT 서비스의 소비자는 단순한 시청자를 넘어 적극적인 의견 제시자로 진화하고 있어 서비스에 대한 사용자 리뷰와 피드백의 중요성이 부각되고 있다. OTT 서비스 기업 입장에서는 사용자 리뷰가 콘텐츠 품질 평가와 플랫폼 개선에 핵심적인 역할을 하며[13], OTT 서비스 특성상 개인화된 경험이 중요하기 때문에 서비스 전략을 수립하는 데 중요한 데이터 소스가 된다. 하지만 OTT 서비스 리뷰 데이터는 콘텐츠, 사용성, 구독료 등 다양한 속성에 대한 내용이 함께 포함되어 있어 단순 감성 분석만으로는 리뷰를 정확하게 분석하기 어렵다[14]. 따라서 OTT 서비스의 리뷰 데이터를 체계적으로 분석하기 위해 주요 속성을 구분하여 도출하고, 속성별 감성 점수를 기반으로 분석하는 접근 방식이 요구된다.

      본 연구는 국내 주요 OTT 서비스 앱(App)의 리뷰 데이터를 수집하여 서비스 리뷰의 주요 속성을 파악하고 속성별 감성을 반영하여 각각의 서비스를 포지셔닝 분석을 수행하는 다중 모델 텍스트 분석(Multi-Model Text Analysis)을 수행하는 방안을 제안한다. 이를 위해 첫째, LDA(Latent Dirichlet Allocation) 토픽 모델링(Topic Modeling)을 사용하여 리뷰의 경향을 파악하고 주요 주제를 도출하여 소비자들이 언급하는 핵심 속성을 정의하였다. 둘째, KR-SBERT(Korean Sentence-BERT) 언어 모델을 활용하여 문장 간 의미적 유사성을 분석하고 리뷰 내용을 해석하여 속성을 자동 할당하였다. 셋째, 한국어 텍스트 분석에 적합한 KoBERT 모델을 적용하여 OTT 서비스 리뷰를 분석하고 감성 점수를 추출하였다. 마지막으로 추출된 감성 점수를 기반으로 포지셔닝 분석을 수행하여 OTT 서비스 속성별 위치 파악 및 개선 방향을 도출하는 시각화 자료를 제공하였다.

    

    

  
    
      Ⅱ. 선행 연구
      
        2-1 텍스트 분석 연구 동향
        텍스트 분석(Text Analysis)은 비정형 텍스트 데이터 분석을 통해 유의미한 패턴을 파악하는 기법으로 다양한 응용 분야에 활용되고 있다[15]-[17]. 특히 방대한 양의 문서에서 특정 주제를 분류하고 군집화하며 비정형 데이터의 정량적 분석을 가능하게 한다[18],[19].

        텍스트 분석 초기부터 널리 사용된 분석 기법인 토픽 모델링은 텍스트 문서의 주제를 자동으로 추출하는 분석 기법으로 확률적 모델링을 기반으로 주제 구조를 추론하며[20], 2010년대 이후 자연어 처리 기법이 등장하기 이전부터 대규모 문서 분석에서 핵심적인 역할을 해왔다[16]. 토픽 모델링을 위해서는 잠재 디리클레 할당(Latent Dirichlet Allocation, 이하 LDA) 기법이 가장 널리 사용된다[15]. LDA는 문서 내 단어들의 출현 확률을 기반으로 주제를 추론하는 방식으로 비정형 문서의 키워드를 추출하는 방법이다[3]. 최근 온라인 소비자 데이터를 LDA를 사용하여 분석하는 연구가 다수 수행되고 있다. Joung과 Kim은 LDA를 통해 온라인 리뷰 내 제품 속성을 자동 식별하는 방법을 제안하였다[21]. 이는 자동 키워드 필터링 기법을 통해 불필요한 단어를 제거하여 정교한 속성 분석 성능을 보여주었다. Ali 등은 LDA를 활용한 토픽 기반 감성 분석(Topic-Based Sentiment Analysis) 기법을 적용하여 온라인 리뷰의 주제를 추출하고 해당 주제에 대한 감성 극성을 분류하는 모델을 제안하였다[22]. 김 등의 연구는 한의원 리뷰에 LDA를 적용하여 리뷰의 주요 키워드를 추출하고, 키워드를 기반으로 환자들의 서비스 경험 및 만족도를 평가하였다[23]. 이러한 연구들은 LDA가 단순 주제 분류를 넘어 제품 속성 식별, 고객 감성 분석, 서비스 품질 평가 등 다양한 활용 가능성을 제시하였다.

        최근 텍스트 분석 기법은 문맥과 의미를 정교하게 파악하는 기계 학습 기법의 발전으로 전통적 확률 기반 모델에서 딥러닝을 활용한 분석으로 확장되고 있다[3],[24],[25]. 이러한 발전은 대규모 비정형 데이터의 문맥을 정확하게 파악하고 주제 분류 및 감성 분석에서 높은 성능을 끌어낸다[26]. 이 중 사전학습 언어 모델(Pre-trained Language Model)은 대규모 데이터로부터 언어의 전반적인 패턴과 의미를 학습하는 특성을 바탕으로 문서 요약, 질의응답 등 고차원적 자연어 처리 분야에서 주목받는 기술 중 하나이다[27]. 특히 본 연구가 주목하는 BERT(Bidirectional Encoder Representations from Transformers)는 대표적인 사전학습 언어 모델로 Transformer 기반 구조를 통해 문장의 양방향(Bidirectional) 문맥을 이해할 수 있도록 설계되었으며[28], 문맥 정보의 양방향성을 반영하는 구조적 특징으로 인해 감성 분석, 질의응답 등 다양하게 활용된다[29]. 하지만 BERT 모델은 영어에 최적화되어 다른 언어 분석에 제한적이므로 특정 언어 및 도메인에 맞는 BERT 파생 모델이 필요하게 되었다[30].

        KoBERT(Korean Bidirectional Encoder Representations from Transformers)는 한국어에 특화된 BERT 파생 모델로, 한글의 문맥을 효과적으로 학습하기 위해 위키피디아와 뉴스 등 수백만 개의 한국어 문장으로 이루어진 대규모 말뭉치(corpus)로 사전 학습을 수행하였다[31],[32]. KoBERT는 다양한 분야에서 문장 임베딩을 통해 특징을 추출하고, 의미적 유사성 분석, 감성 분석, 문장 분류 등의 작업에서 활용되고 있다[33]-[35]. Kim은 KoBERT를 활용하여 소셜 미디어 데이터를 분석하여 게임 기업 브랜드 인식을 측정하는 연구를 수행하였고[36], 곽지호와 정유철, 양지훈 등, 김은미 등 여러 연구에서 KoBERT 기반 문장 임베딩이 의미적 유사성 분석, 감성 분석, 문장 분류 등 다양한 자연어 처리 작업에서 높은 성능을 입증하였다[33]-[35].

        Sentence-BERT(SBERT)는 문장의 의미적 유사성을 효율적으로 계산하기 위해 입력 문장을 동일한 인코더에 통과하여 출력 임베딩 간 유사도를 계산하는 Siamese 네트워크 구조를 적용하여 문장을 고정된 길이의 벡터로 변환하고 이를 기반으로 의미적 유사성을 계산하고 특정 속성을 분류하는 문장 분석 특화 BERT 모델이다[37]. 기존 BERT 모델은 문장 쌍을 네트워크에 개별적으로 입력하여 연산 비용이 급증하는 문제가 발생하였지만 SBERT는 사전 생성된 문장 임베딩을 통해 연산 효율성과 정확도를 동시에 개선하였다. BERT가 개별 토큰 수준의 심층적 문맥 분석에 강점을 보이는 반면, SBERT는 문장 임베딩 생성 및 대규모 유사도 계산에서 높은 정확도를 보이므로 의미적 텍스트 유사성(STS: Semantic Textual Similarity) 분석과 문장 특징 추출(Feature Extraction) 등에 널리 사용되고 있다. Santander-Cruz 등은 SBERT를 통해 치매 환자의 언어적 특성을 분석하여 인지 저하 여부를 분류하는 연구를 수행하여 높은 정확도를 보였고, Nie의 연구는 SBERT와 LSTM-Attention 네트워크를 결합하여 자동 에세이 평가 모델을 개발하고 SBERT 모델이 모든 평가 지표에서 우수한 예측 성능을 보였다고 주장하였다[38],[39].

        최근 한국어 문장 분석에 특화된 SBERT 모델인 KR-SBERT, Ko-SBERT, roBERTa 등도 제안되었으며, 이들은 KLUE-NLI(Korean Natural Language Inference), KorSTS(Korean Semantic Textual Similarity) 등의 데이터 세트를 활용하여 특정 과업에 맞게 사전학습 모델을 조정하는 미세 조정 과정을 통해 한국어 텍스트의 문장 간 의미적 유사성을 계산하고 유사성이 높은 문장을 식별하는 데 사용된다[40]. KR-SBERT는 2021년 개발된 한국어 특화 문장 임베딩 모델로 SBERT 구조를 한국어 언어 구조에 맞게 재구성한 모델이다. Park과 Shin에 따르면, KR-SBERT는 기존 다국어 기반 SBERT보다 한국어 문장의 의미적 유사성을 정확하게 반영하는 것으로 나타났다[41]. 그러나 SBERT 및 KR-SBERT는 특정 도메인에 최적화된 추가 학습이 필요하여[42], 충분한 학습 데이터가 확보되지 않은 데이터 세트에서 성능 저하가 발생할 수 있다는 한계점을 극복해야 한다[39].

        기계 학습을 활용한 다양한 자연어 처리 기법이 등장함에 따라 최근 전통적 텍스트 분석 기법과 최신 딥러닝 모델을 결합하여 더욱 정교한 분석을 수행하는 다중 모델 연구가 진행되고 있다[26],[43],[44]. Paul 등은 LDA의 확률적 토픽 모델링 기능과 BERT의 문맥적 의미 분석 기능을 결합하여 기존 단일 모델보다 더 정밀한 토픽 모델링 성능을 보였고[44], Tan 등은 BERT-LDA 결합 모델을 통해 대규모 텍스트 데이터의 감성 분석을 수행하여 기존 단일 모델보다 높은 성능을 보였다[43].

      

      
        2-2 감성 분석 연구 동향과 응용
        감성 분석(Sentiment Analysis)은 텍스트 데이터를 분석하여 감성적 의미를 추출하는 자연어 처리 기술로, 최근 온라인 리뷰 데이터의 급증과 함께 기계 학습 및 딥러닝 기법과 결합하여 다양한 연구가 수행되고 있다[45]. 감성 분석은 소비자의 의견을 정량적으로 평가하여 기업의 제품 및 서비스 개선 방향을 도출하는 데 중요한 역할을 한다[46]. 초기 감성 분석 연구는 단순 긍정·부정 감성 분류 방식이 주로 활용되었고 감성 사전 또는 기계 학습 기법을 이용한 분류 모델이 일반적이었다[47]. 그러나 이러한 방식은 문장의 문맥(Context)을 충분히 반영하지 못해 정확도의 한계가 있다. 이를 해결하기 위해 BERT와 같은 사전학습 언어 모델이 감성 분석에 도입되었다.

        리뷰 감성 분석은 감성 분석 중에서도 가장 활용이 많은 분야로 온라인 쇼핑, 관광, 금융 등 다양한 산업군의 소비자 의견을 반영하여 서비스 개선 방향을 설정하는 데 중요한 역할을 한다. 따라서 소비자의 리뷰 데이터는 감성 분석을 위한 핵심 데이터로 활용된다. Umarani 등은 단일한 속성에 대한 감성 점수(Sentiment Score)를 활용한 고객 피드백 분석 프레임워크를 제안하였다[46]. 하지만 소비자는 하나의 제품에 대해 여러 측면에서 감성을 반영해야 하므로 소비자 리뷰를 단일 감성으로 분류하는 것은 어렵다. 예를 들어 소비자가 제품의 디자인에 대해서는 긍정적인 감정을 표현하지만, 가격 측면에 대해서는 부정적인 감성을 내포할 수 있다. 이를 해결하기 위해 ABSA가 등장하였다. ABSA는 텍스트가 내포하는 복수의 속성과 특정 속성에 대한 감성을 분석하는 기법으로 기존 감성 분석보다 세밀한 분석이 가능하다. 이는 제품 및 서비스의 다양한 속성의 장단점을 정교하게 파악할 수 있다는 점에서 주목받고 있으며, 속성별 소비자 반응을 정량화하여 제품 개선 및 서비스 품질 향상에 활용될 수 있다. Rodrigues와 Chiplunkar의 연구는 레스토랑 리뷰 데이터를 ABSA로 분석하여 메뉴, 서비스 품질, 가격 등 주요 속성별 감성 분포를 평가하였다[48]. 또한 Bansal과 Kumar는 병원 리뷰 데이터를 분석하여 의료진 서비스, 병원 시설, 비용 등 주요 속성별 감성 점수를 평가하였고[49], Tran 등의 연구는 전자 상거래 플랫폼의 뷰티 제품 리뷰 데이터를 분석하여 색상, 가격, 향 등 속성별 감성 분포를 평가하였다[50].

        감성 분석의 결과는 일반적으로 정량적인 감성 점수 또는 감성 분포로 제공되며 이는 주로 텍스트의 긍정·부정·중립 감성 범주로 나뉜다. 이를 바탕으로 소비자의 반응을 명확히 파악할 수 있으며, 최근에는 감성 분석 결과를 다양한 형태로 시각화(Visualization)하여 제공하는 방식이 널리 쓰이고 있다. 시각화는 차트, 표 등 전통적 기술통계 기법과 함께 워드클라우드, 히트맵 등의 형태로 감성 분석 결과를 표현하여 분석 결과를 직관적으로 이해할 수 있도록 한다[48]. 정다운의 연구는 소셜 미디어 데이터를 활용하여 감성 분석을 수행하고 데이터 유형별로 다양한 시각화 사례를 제시하여 시각화가 결과 해석에 효과적임을 보여주었다[51]. Kucher의 연구 또한 감성 분석 시각화가 단순 데이터 표현을 넘어 다차원적, 시각적, 관계적 특성을 내포하여 감성 분석 결과를 효과적으로 전달할 수 있음을 강조하였다[52]. Chatzimparmpas 등은 기계 학습 모델 해석에 시각화가 모델 사용자의 신뢰 형성에 중요한 역할을 하고, 감성 분석에도 시각화 결과가 이해와 활용에 핵심적인 도구임을 뒷받침하는 연구를 수행하였다[53]. 최근 고차원 텍스트 데이터의 감성 점수와 속성 간 관계를 저차원 공간에서 효과적으로 표현하기 위해 주성분 분석(PCA; Principal Component Analysis) 기반 시각화 기법을 적용한 감성 분석 연구가 수행되고 있다. PCA는 데이터의 주요 분산 방향을 유지하며 차원을 축소해 감성 점수나 속성별 인식 구조를 2차원 구조로 표현하는 데 활용된다[54]. 김민재와 이홍주의 연구는 한국 주요 비대면 앱의 사용자 리뷰 데이터의 감성을 분석하여 PCA를 통해 서비스 속성별 감성 점수를 2차원 포지셔닝 맵으로 시각화하였다[8]. PCA와 더불어 고차원 데이터의 지역적 구조를 보존하며 클러스터링 구조를 시각화하는 데 성능이 좋은 t-SNE(t-Distributed Stochastic Neighbor Embedding)를 사용한 연구도 수행되고 있다. t-SNE는 비선형 차원 축소 알고리즘으로 유사도 기반 군집 구조를 시각화하는 데 효과적이다[55]. Kohler 등의 연구는 감성 분석을 통해 소비자 금융 불만 데이터를 분석하여 PCA와 t-SNE를 통해 텍스트 내러티브(Narrative)의 군집 구조를 3차원 공간에 시각화하여 각 감성 범주의 분포 특성을 분석하였다[56]. Greengard 등의 연구는 t-SNE를 통해 자산 가격 결정 요인을 2차원으로 군집화하여 시각화한 후 기존의 PCA 대비 데이터 간 비선형 관계를 효과적으로 표현할 수 있음을 입증하였다[57].

      

    

    

  
    
      Ⅲ. 연구 방법론
      본 연구는 각 단계에서 최적화된 모델로 구성된 다중 모델 방식을 기반으로 리뷰 데이터에서 속성 기반 감성 분석을 수행할 수 있는 방법론을 제안하고 이를 한국에서 제공되는 대표적인 OTT 서비스의 온라인 리뷰를 대상으로 서비스 포지셔닝을 연구하였다. 이를 위해 [그림 1]과 같은 다중 모델을 구축하였다. 먼저 LDA 토픽 모델링을 통해 리뷰의 주요 토픽을 추출하고 이를 기반으로 ABSA에 사용할 리뷰 속성을 정의하였다. 다음으로 한국어 문장 단위 분석에 특화된 KR-SBERT를 통해 문장을 분석하고 리뷰에 속성을 자동으로 할당하였다. 자동으로 속성이 할당된 데이터 세트에 KoBERT 모델을 미세 조정하여 감성 점수를 도출하였다. 마지막으로 다차원 속성에 대한 감성 점수를 토대로 PCA, t-SNE와 같은 포지셔닝 시각화 기법을 시행하였다.

      
        
        

        Fig. 1. 
				
        

        
          Flow chart 
        
        

        

      

      
        3-1 데이터 탐색
        본 연구는 각 OTT 서비스 명칭을 약어로 표기한다. 2025년 1월 한국인 스마트폰 사용자에 대한 표본 조사 결과에 따르면 OTT 서비스 사용 시간 점유율 순위는 NF, TV, CP, WV, DP, WC 순이다[58]. 본 연구는 국내 주요 OTT 앱 시장 점유율 상위 여섯 개의 서비스의 리뷰를 데이터 수집 대상으로 선정하고 안드로이드 기반 앱스토어인 구글 플레이(Google Play)를 데이터 수집을 위한 타겟으로 결정하였다. 고객 리뷰 텍스트 데이터는 2020년 1월 1일부터 2024년 11월 30일 사이에 작성된 리뷰를 Python 크롤링 라이브러리인 google-scraper를 이용한 크롤링으로 수집하였다. 수집한 항목은 사용자 명, 작성 일자, 별점, 리뷰 텍스트, 서비스 버전 정보이다. 이 중 작성 일자, 별점, 리뷰 텍스트를 분석에 사용하였다. 표 1, 표 2는 분석에 사용된 데이터의 정보를 나타낸다. 수집한 리뷰 개수는 총 73,392개로 특수 문자 및 이모티콘 제거, 불용어 제거, 딥러닝 기반의 자동 띄어쓰기를 수행하는 PyoKoSpacing을 이용한 띄어쓰기 보정, 중복 리뷰 제거와 같은 전처리 과정을 거쳤다. 이후 tensorflow.keras 토크나이저를 통해 토큰화 과정을 수행하여 리뷰의 토큰 개수가 5개 미만, 64개 이상인 리뷰를 삭제하여 최종적으로 56,471개의 리뷰를 분석에 사용하였다. 표 2는 별점에 따른 고객 리뷰의 분포로, WC를 제외한 모든 앱 서비스가 1점 리뷰가 제일 많고, 4, 3, 2점 리뷰는 적은 편이며, 5점 리뷰가 1점 리뷰 수와 비슷하거나 적어 J-shape을 띄고 있다[59]. 기계 학습을 위해 전체 데이터를 학습 데이터 70%, 평가 데이터 25%, 미세 조정을 위한 데이터 5%로 나누여 실험을 진행하였다.

        
          Table 1. 
				
          

          
            Collected data information
          
          

        

        
          
            
              	No.
              	Service
              	Number of Total Reviews
              	Number of Reviews After Preprocessing
            

          
          
            	1
            	NF
            	16,498
            	16,445
          

          
            	2
            	TV
            	12,557
            	12,539
          

          
            	3
            	CP
            	10,364
            	10,329
          

          
            	4
            	WV
            	18,405
            	18,348
          

          
            	5
            	DP
            	7,212
            	7,195
          

          
            	6
            	WC
            	8,356
            	8,339
          

        

        

        
          Table 2. 
				
          

          
            Rating distribution by service
          
          

        

        
          
            
              	No.
              	Service
              	Rating
            

            
              	1
              	2
              	3
              	4
              	5
            

          
          
            	1
            	NF
            	7,441
            	1,197
            	1,866
            	1,769
            	4,179
          

          
            	2
            	TV
            	4,874
            	861
            	1,266
            	1,308
            	4,236
          

          
            	3
            	CP
            	4,192
            	865
            	1,398
            	1,105
            	2,779
          

          
            	4
            	WV
            	9,475
            	1,404
            	1,711
            	1,162
            	4,618
          

          
            	5
            	DP
            	3,594
            	571
            	751
            	537
            	1,745
          

          
            	6
            	WC
            	2,583
            	559
            	864
            	1,216
            	3,125
          

        

        

        본격적인 분석에 앞서, 분석에 사용할 데이터의 탐색적 분석을 진행하였다. 그림 2는 x축이 날짜, y축이 리뷰 개수를 나타내며 각 앱 서비스별 날짜에 따른 리뷰 개수의 변화를 보여준다. 여섯 개의 서비스별 특징을 살펴보면. 먼저 NF는 2020년과 2021년 초에 리뷰 개수가 급격히 증가하는 패턴을 보이며 이후 지속적인 감소세를 보인 후 점차 평탄한 패턴을 형성한다. TV는 2021년과 2022년 사이에 가장 큰 리뷰 개수 변동을 보이며 이후 비교적 일정한 패턴을 유지하지만, 간헐적인 상승 구간이 존재한다. WV는 2020년과 2021년 동안 여러 차례 급격한 리뷰 개수 증가가 확인되며 이후 점진적으로 리뷰 개수가 감소하는 추이를 보인다. CP는 2021년 중반부터 리뷰 개수가 증가하며 급격한 상승 추세를 보였으나 이후 비교적 일정한 패턴을 유지하며 일부 시기에 급증하는 경향을 보인다. DP는 2021년 한국 출시 이후 급격한 증가 패턴을 보였으나, 리뷰 개수가 급감한 상태에서 일정 수준 유지되고 있다. WC는 2020년과 2021년, 2022년 초반에 리뷰 개수가 급등하였으며 이후 점진적으로 감소하며 일정 추이를 유지한다.

        
          
          

          Fig. 2. 
				
          

          
            Data distribution of service reviews
          
          

          

        

        각 서비스의 리뷰 패턴을 분석한 결과 공통적인 패턴과 특징이 도출되었다. 첫째, 서비스 출시 초기에는 리뷰가 급증하는 경향이 있다. 이는 신규 사용자들의 초기 반응 및 평가가 집중되기 때문으로 유추된다. 둘째, 주요 콘텐츠 출시 및 플랫폼 정책 변화가 리뷰 개수에 직접적인 영향을 미친다. 인기 콘텐츠 출시 및 구독 요금 개편은 사용자들의 리뷰 작성 패턴 변화 요인으로 작용한다. 마지막으로 다양한 OTT 서비스가 출시되고 경쟁이 심화함에 따라 연구 기간 전반에 걸쳐서 리뷰 개수의 감소 추세가 관찰된다. 이는 시장 포화 및 사용자의 관심이 감소하는 것과 관련될 가능성이 있다고 판단된다.

        표 3, 표 4는 서비스별 등장 빈도수가 높은 단어 10개와 등장 개수를 나타낸 표이다. 리뷰의 토큰은 KoNLPy 패키지에서 제공하는 mecab 형태소 분석기를 사용하여 명사를 추출하였다. 형태소 분석을 위해 Ranks NL에서 제공하는 한국어 불용어 사전을 기반으로 불용어를 정의하였고, 리뷰에 다수 등장하지만, 분석에 불필요한 서비스 명칭을 불용어 사전에 추가하였다. 대부분의 리뷰가 ‘화면’, ‘재생’이 높은 빈도를 보이며, 이외에도 ‘자막’, ‘업데이트’, ‘결제’, ‘영화’가 자주 등장한다. 그림 3은 여섯 개 서비스별로 빈도수 상위 20개의 단어를 워드클라우드를 통해 시각화한 결과다. 워드클라우드는 텍스트 데이터에서 가장 빈번하게 등장하는 단어들을 시각적으로 표현하는 방법으로 직관적이고 효과적인 텍스트 데이터 분석 도구로 사용된다[60]. 그림 3의 워드클라우드 시각화 결과, NF는 ‘화면’, ‘영화’, ‘자막’ 등의 키워드가 크게 나타나며 영상 감상 관련 단어가 다수를 차지했다. TV는 ‘화면’, ‘사용’, ‘드라마’가 주요 키워드로, 콘텐츠 및 재생 관련 단어가 많았다. CP는 ‘화면’, ‘자막’, 플레이‘의 단어가 크게 나타나며, 영상 재생 및 로그인 관련 단어가 포함되었다. WV는 ‘업데이트’, ‘재생’, ‘화면’이 주요 단어로 표현되며, 서비스 이용 및 앱 업데이트 관련 단어가 다수를 차지했다. DP는 ‘자막’, ‘결제’, ‘로딩’이 주요 키워드로 나타나며, 자막 및 결제 관련 키워드가 두드러졌다. 마지막으로 WC는 ‘영화’, ‘결제’, ‘자막’ 단어가 강조되어 콘텐츠 및 결제 관련 단어가 많이 등장했다. 이는 각각의 OTT 서비스에 대한 고객들의 전반적인 리뷰 속성을 파악할 수 있다.

        
          Table 3. 
				
          

          
            Frequently appeared words of NF, TV, CP
          
          

        

        
          
            
              	No.
              	NF
              	TV
              	CP
            

            
              	Word
              	Frequency
              	Word
              	Frequency
              	Word
              	Frequency
            

          
          
            	1
            	Interface
            	1,790
            	Interface
            	1,481
            	Interface
            	1,490
          

          
            	2
            	Movie
            	1,647
            	Usage
            	1,458
            	Login
            	1,111
          

          
            	3
            	Subtitle
            	1,445
            	Drama
            	1,345
            	Play
            	1,097
          

          
            	4
            	Error
            	1,389
            	Payment
            	1,298
            	Subtitle
            	1,087
          

          
            	5
            	Payment
            	1,327
            	Viewing
            	1,018
            	Video
            	907
          

          
            	6
            	Video
            	1,290
            	Video
            	1,000
            	Streaming
            	879
          

          
            	7
            	Streaming
            	1,161
            	Streaming
            	967
            	Movie
            	810
          

          
            	8
            	Access
            	959
            	Television
            	928
            	Update
            	673
          

          
            	9
            	Update
            	859
            	Watching
            	888
            	Usage
            	668
          

          
            	10
            	Drama
            	831
            	Updata
            	860
            	Feature
            	630
          

        

        

        
          Table 4. 
				
          

          
            Frequently appeared words of WV, DP, WC
          
          

        

        
          
            
              	No.
              	WC
              	DP
              	WC
            

            
              	Word
              	Frequency
              	Word
              	Frequency
              	Word
              	Frequency
            

          
          
            	1
            	Update
            	3,205
            	Subtitle
            	1,370
            	Movie
            	1,347
          

          
            	2
            	Payment
            	2,338
            	Payment
            	618
            	Payment
            	1,052
          

          
            	3
            	Streaming
            	2,168
            	Streaming
            	569
            	Streaming
            	743
          

          
            	4
            	Interface
            	1,943
            	Feature
            	525
            	Video
            	640
          

          
            	5
            	Usage
            	1,646
            	Interface
            	498
            	Drama
            	621
          

          
            	6
            	Watching
            	1,636
            	Loading Time
            	440
            	Interface
            	588
          

          
            	7
            	Video
            	1,608
            	Movie
            	422
            	Subtitle
            	538
          

          
            	8
            	Drama
            	1,411
            	Content
            	418
            	Feature
            	521
          

          
            	9
            	Error
            	1,257
            	Video
            	396
            	Usage
            	512
          

          
            	10
            	Viewing
            	1,164
            	Settings
            	373
            	Update
            	497
          

        

        

        
          
          

          Fig. 3. 
				
          

          
            Wordclouds of each service 
            *An image containing Korean text was presented as an example from the actual dataset.

          
          

          

        

      

      
        3-2 토픽 모델링
        토픽 모델링은 대규모 텍스트 데이터로부터 잠재적인 주제를 자동 추출하는 비지도 학습 기반 텍스트 분석 기법이다. 이는 문서 내 단어 출현 확률을 기반으로 문서-주제-단어 간 관계를 확률적으로 모델링하여 주제를 구성하는 단어 분포를 추정하는 방식이다. 토픽 모델링은 다중 주제의 가중 조합으로 해석하여 비정형 텍스트 데이터의 구조화 및 문서 요약이 가능하다. 대표적인 토픽 모델링 방법론으로는 Blei 등이 제안한 LDA 토픽 모델링이 널리 쓰이며[15], 계층적 확률 분포를 통해 문서 집합의 주제 구조를 체계적으로 분석한다. LDA 토픽 모델링은 문서별 주제 분포와 주제별 단어 분포를 각각 디리클레 분포를 통해 모델링하여 토픽 분포와 단어 분포를 추정한다. 본 연구는 속성 라벨이 없는 OTT 서비스 리뷰 데이터에 대해 ABSA를 수행하기 위해 LDA 토픽 모델링을 적용하여 리뷰로부터 주제를 추출하고 각 토픽에 포함된 주요 키워드와 단어 점수를 분석함으로써 리뷰에 내재된 주요 속성을 도출하였다.

      

      
        3-3 KR-SBERT를 활용한 자동 속성 할당
        본 연구는 한국어 특화 문장 분석 모델인 KR-SBERT를 사용하여 리뷰 문장에 속성을 자동으로 할당하였다. SBERT는 Siamese 네트워크 구조를 적용한 문장 임베딩 모델로, 두 문장을 BERT 기반 인코더에 입력하여 임베딩 벡터를 생성한 후, 벡터의 코사인 유사도 기반으로 문장을 비교한다. 그림 4는 SBERT의 구조를 시각적으로 나타낸 것이다. 먼저 SBERT는 입력 문장을 토크나이징한 후 BERT 인코더를 거쳐 Pooling 과정을 통해 문장 전체를 대표하는 고정 크기의 임베딩 벡터 u, v를 각각 생성한다. 이후 두 벡터의 절댓값 차이(|u - v|)와 함께 u, v를 연결하는 최종 벡터를 구성하며, 이를 기반으로 문장 유사도 계산 및 분류 과업을 수행한다. KR-SBERT는 BERT 기반의 한국어 특화 SBERT 모델로, KorSTS와 KLUE-NLI 데이터 세트를 통해 사전 학습되어, 한국어의 교착어적 특성과 자유로운 어순을 반영하여 문장 의미를 정밀하게 파악할 수 있다.

        
          
          

          Fig. 4. 
				
          

          
            Architecture of SBERT model
          
          

          

        

        OTT 서비스 리뷰의 자동 속성 할당 과정은 다음과 같다. 먼저 LDA 토픽 모델링 및 word2vec을 통해 단어 쌍을 추출하고, 이를 기반으로 속성별 단어 사전을 구축하였다. 이후 각 리뷰 문장과 속성별 단어 사전을 KR-SBERT 모델에 입력하여 임베딩 벡터 u, v를 생성하였다. 그림 4와 같이 생성된 리뷰 벡터와 속성 벡터 간 코사인 유사도를 계산하여 유사도가 가장 높은 속성을 해당 리뷰의 주요 속성으로 자동 할당하였다.

        본 연구에서는 속성 할당 성능 향상을 위해 베이지안 최적화 알고리즘을 사용하여 효율적으로 하이퍼 파라미터를 탐색하는 Optuna 프레임워크를 사용했다[61]. Optuna 탐색 과정에 배치 사이즈를 16, 32, 64 세 후보로 설정하고, 에포크 수는 5회에서 15회까지 범위에서 조정하였으며, 학습률은 1e-5에서 1e-3 사이의 구간으로 설정하였다. 총 20회의 반복 실험을 통해 최적의 하이퍼 파라미터인 배치 사이즈(Batch size) 64, 에포크 수(Epochs) 15, 학습률(Learning rate) 3.46e-5로 모델 설정 후 모델을 학습하여 전체 리뷰에 대해 속성을 자동 할당하였다. 기존 ABSA는 리뷰 자체의 속성이 기재된 데이터 세트를 사용하거나 수작업으로 속성을 라벨링 해야 하는 한계가 존재하지만, 본 연구는 문장의 문맥을 고려한 의미적 유사성을 바탕으로 자동 속성 할당 방식을 통해 시간과 비용을 절감하고 분석의 정밀도를 높였다[62].

      

      
        3-4 미세 조정된 KoBERT 기반 ABSA
        KoBERT는 Devlin 등이 제안한 BERT 모델 구조를 기반으로 하여 한글의 자모 결합과 형태소 단위 처리를 고려하여 한국어에 최적화된 모델로[28], 오픈 소스 토크나이징 라이브러리인 SentencePiece 토크나이저를 사용하여 어휘를 분할하는 과업을 수행한다[32]. KoBERT의 기본 구조는 Transformer 인코더로 구성되었으며, 입력 문장의 양방향성 문맥 정보를 동시에 고려하여 문장의 의미를 정밀하게 파악할 수 있도록 설계되었다. 입력 문장은 토크나이징 후 임베딩되어, 위치 임베딩 및 세그먼트 임베딩이 추가되고 이를 Transformer 인코더에 전달하여 문맥적 의미를 반영한 고차원 벡터를 생성한다. 최종적으로 [CLS] 토큰의 출력 벡터를 사용하여 감성 분석 결과를 도출한다[32].

        본 연구에서는 KoBERT 모델의 감성 분석 과업 적용을 위해 두 단계의 미세 조정을 수행하였다. 먼저 네이버 영화 리뷰를 기반으로 구축된 대규모 감성 분석 데이터 세트(Naver Sentiment Movie Corpus, 이하 NSMC)로 일상적인 감성 표현에 대한 기본 패턴 학습을 수행하였다. 다음으로 도메인 전이 학습(Transfer learning)을 위해 OTT 리뷰 문맥에 적합하게 수동 라벨링 한 1,129개의 도메인 특화 데이터 세트를 구축하여 미세 조정을 수행하였다. 학습 과정은 Kingma과 Ba가 제안한 AdamW 옵티마이저를 적용하였고[63], 최적의 하이퍼파라미터 설정을 위해 Optuna 프레임워크를 사용하였다. Optuna 탐색 범위는 3.3절에 언급된 조건과 동일하다. 그 결과 배치 사이즈 32, 에포크 수 10, 학습률 9.87e-4로 모델 하이퍼 파라미터 설정 후 모델 학습을 진행하였다. 모델 학습을 통해 속성별 감성 점수를 도출하여 다차원 시각화 및 서비스 포지셔닝 분석에 활용하여 서비스를 구체적으로 파악하는 데 사용되었다.

      

      
        3-5 다차원 시각화
        본 연구는 속성 기반 감성 점수를 시장 내 위치를 파악하기 위해 두 가지 시각화 기법을 통해 포지셔닝 분석을 수행하였다. 사용된 시각화 기법은 PCA, t-SNE로 고차원 데이터를 다차원 구조로 시각화하여 서비스 간 차별성 및 개선 방향을 도출하는 데 사용하였다. PCA는 고차원 데이터를 선형 변환하여 가장 큰 분산을 갖는 방향으로 구성하는 차원 축소 기법이다. 본 연구에서 StandardScaler를 이용해 속성 점수를 표준화한 후 2개의 주성분을 도출하고 결과로 생성된 PC1(Principal Component 1)과 PC2(Principal Component 2)를 x, y축으로 설정하여 포지셔닝 분석을 수행하였다. t-SNE는 고차원 데이터의 국소적 구조를 비선형적으로 차원을 축소하는 기법으로, 복잡한 데이터의 국소적 구조나 군집 패턴을 효과적으로 시각화할 수 있다. 본 연구는 t-SNE를 활용하여 OTT 서비스의 감성 점수 분포를 2차원 공간에 투영하여 서비스 간 속성 유사도 및 군집 구조를 직관적으로 분석하였다.

      

    

    

  
    
      Ⅳ. 결 과
      
        4-1 토픽 추출 및 속성 정의
        LDA 토픽 모델링 수행 시 토픽 개수 결정 과정에는 Coherence Score, Perplexity Score, PyLDAvis 시각화 결과를 종합적으로 고려하였다. Coherence Score는 토픽 내 단어들의 의미적 일관성을 평가하는 지표로 값이 높을수록 주제 품질이 우수함을 의미한다[64]. Perplexity Score는 모델의 일반화 성능을 평가하는 지표로 값이 낮을수록 모델이 좋은 예측 성능임을 의미한다[15]. 그림 5는 본 연구의 데이터의 토픽 개수별 Coherence Score 변화를 나타낸 그래프로, 토픽 개수가 6개일 때 Coherence Score가 가장 높게 나타나는 것을 확인할 수 있다. 이는 토픽 수가 증가할수록 의미적 응집도가 반드시 향상하는 것이 아니라 일정 수준 이상에서는 오히려 응집도가 감소할 수 있음을 시사한다[65]. 그림 6은 데이터의 토픽 개수별 Perplexity Score 변화를 나타낸 그래프로, 토픽 개수가 증가할수록 Perplexity Score가 지속적으로 감소하는 단조 하강 곡선을 보인다. Perplexity Score는 일반적으로 낮을수록 모델 예측 성능이 우수함을 뜻하지만, 토픽 수가 많아질수록 학습 데이터에 과적합 될 가능성도 함께 증가한다[15],[65]. 따라서 모델 선택에 있어 참고 지표로 활용하되, 해석 가능성 확보를 위해 추가 지표 확인 및 정성적 평가가 병행되어야 한다.

        
          
          

          Fig. 5. 
				
          

          
            Evaluation of coherence scores
          
          

          

        

        
          
          

          Fig. 6. 
				
          

          
            Evaluation of perplexity scores
          
          

          

        

        모델 복잡도와 해석 가능성의 균형을 시각적으로 확인하기 위해 pyLDAvis 시각화 기법을 추가로 사용하였다. pyLDAvis는 다차원 척도법(MDS; Multidimensional scaling)을 이용해 토픽 간 상대적 거리를 2차원 평면상에서 시각화하는 도구로 각 토픽의 상호 중복성과 주제 구분의 명확성을 평가하는 데 주로 사용된다[66]. 본 연구의 목적은 서비스 속성 간 관계를 비교하고 분석하는 포지셔닝 분석에 있으므로 토픽 간 균형적인 분포와 독립성이 중요한 기준으로 작용하였다. pyLDAvis의 축인 PC1과 PC2는 고차원 벡터 데이터를 2차원 데이터로 축소하여 최적화한 결과를 나타낸다. 이를 통해 토픽 간의 상대적 거리를 확인할 수 있으며, 토픽 간 분포가 멀리 떨어져 있다면 토픽의 주제가 상반됨을 의미하고, 토픽 분포가 겹쳐있다면 토픽 주제가 일부 중복됨을 뜻한다[66]. 그림 7은 토픽 수를 6개로 설정했을 때 pyLDAvis 결과로, 각 토픽이 데이터 내에 균형적으로 분포하고 주제 구분이 명확하게 이루어지는 것을 보여준다. 그림 8은 토픽 수를 7개로 설정했을 때 결과로, 여러 토픽이 서로 밀집되어 상호 중복성을 확인하였다. 모든 지표를 확인한 결과 토픽 수가 6개일 때 각 토픽이 데이터 내에서 균형적으로 분포하고 상호 중복성이 낮으며 주제 간 명확한 구분이 이루어지는 것으로 판단하여 최종적으로 6개의 토픽 수를 설정하여 분석을 수행하였다.

        
          
          

          Fig. 7. 
				
          

          
            pyLDAvis result of six topics
          
          

          

        

        
          
          

          Fig. 8. 
				
          

          
            pyLDAvis result of seven topics
          
          

          

        

        표 5는 토픽 개수를 6개로 설정 후 LDA 토픽 모델링을 수행하여 도출된 토픽별 단어와 단어 점수(Word Score) 결과를 나타낸다. 이를 통해 토픽별 주요 단어 및 토픽별 성격을 파악하고, 토픽별 단어와 단어 점수를 ABSA 모델 구축 시 속성 정의에 참고 자료로 활용하였다. 단어 점수는 TF-IDF(Term Frequency-Inverse Documen Frequency) 방식을 활용하였으며, 이는 문서 집합 내 특정 단어의 상대적 중요도를 측정하는 통계적 가중치 기법이다. 산출 방식은 (1) ~ (3)의 과정을 거치며 TF-IDF 값이 높을수록 해당 단어가 문서 집합에서 차별적인 중요성을 갖는다[67]. 따라서 TF-IDF 기법으로 토픽 내 단어 점수를 산출하여 단순 빈도수 이상으로 각 단어의 중요도를 반영할 수 있게 한다[68].
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          Table 5. 
				
          

          
            LDA topic modeling results 
          
          

        

        
          
            
              	Topic
              	Word
              	Word score
              	Topic
              	Word
              	Word score
            

          
          
            	Topic 1
            	Drama
            	0.165
            	Topic 2
            	Watching
            	0.076
          

          
            	Movie
            	0.145
            	Inconvenience
            	0.068
          

          
            	Variety Show
            	0.055
            	Program
            	0.063
          

          
            	Verification
            	0.025
            	Content
            	0.03
          

          
            	Pricing
            	0.024
            	Button
            	0.026
          

          
            	Korea
            	0.023
            	Search
            	0.025
          

          
            	New
            	0.022
            	Section
            	0.022
          

          
            	Overseas
            	0.013
            	Satisfaction
            	0.02
          

          
            	Love
            	0.012
            	Season
            	0.019
          

          
            	Utility
            	0.012
            	Popup
            	0.018
          

          
            	Topic 3
            	Usage
            	0.051
            	Topic 4
            	Content
            	0.065
          

          
            	Payment
            	0.047
            	Ad
            	0.05
          

          
            	Video
            	0.038
            	Broadcast
            	0.049
          

          
            	Play
            	0.038
            	Real-Time
            	0.048
          

          
            	Error
            	0.026
            	Diversity
            	0.043
          

          
            	Login
            	0.023
            	Video Quality
            	0.04
          

          
            	Issue
            	0.018
            	Paid Content
            	0.035
          

          
            	Free
            	0.018
            	Service
            	0.034
          

          
            	Access
            	0.016
            	Channel
            	0.033
          

          
            	Improvement
            	0.016
            	Live
            	0.018
          

          
            	Topic 5
            	Interface
            	0.164
            	Topic 6
            	Update
            	0.118
          

          
            	Subtitle
            	0.077
            	Television
            	0.108
          

          
            	Feature
            	0.071
            	Connection
            	0.074
          

          
            	Mode
            	0.043
            	Buttering
            	0.055
          

          
            	Settings
            	0.035
            	Chrome
            	0.036
          

          
            	Support
            	0.034
            	Casting
            	0.034
          

          
            	Landscape Mode
            	0.033
            	Android
            	0.028
          

          
            	Sound
            	0.029
            	Download
            	0.024
          

          
            	Galaxy Device
            	0.023
            	Version
            	0.021
          

          
            	Brightness
            	0.02
            	Smart
            	0.021
          

        

        

        표 6은 리뷰의 속성을 정의하기 위해 토픽별 상위 5개 단어와 단어 점수를 토대로 분석에 사용한 최종 속성 4개를 나타낸다. 토픽 모델링 결과를 바탕으로 중복된 속성 및 분석에 불필요한 키워드를 제거한 후 리뷰의 여섯 개의 토픽을 네 가지(콘텐츠, 사용성, 결제/구독, 설치/업데이트/오류) 그룹으로 정의하였다. 첫째 그룹은 토픽 1과 토픽 4로 구성되며 ‘콘텐츠’로 명명하였다. 이는 OTT 서비스의 핵심 요소로, 사용자 만족도에 직접적인 영향을 미치며 OTT 서비스의 지속적인 사용 의도에 강한 영향을 미치는 요인이다[69]. 둘째 그룹은 토픽 2와 토픽 5로 구성되며 ‘사용성’으로 명명하였다. 이는 사용자 인터페이스(UI; User Interface)와 사용자 경험(UX; User Experience)을 포함하는 속성으로 서비스 접근성과 편의성을 결정한다[70]. 셋째 그룹은 토픽 3으로 구성되며 ‘결제/구독’으로 명명하였다. 이는 OTT 서비스의 비즈니스 모델과 직접적으로 연관되며 사용자의 경제적 고려 사항을 반영한다. 손현정과 이상원의 연구는 OTT 서비스의 가격 정책이 서비스 선택에 가장 중요한 요인임을 밝힌 바 있다[71]. 마지막 그룹은 토픽 6으로 구성되며 ‘설치/업데이트/오류’로 명명하였다. 이는 서비스의 기술적인 측면을 다루며 안정성과 신뢰성을 나타낸다. 이 네 가지 속성은 OTT 서비스의 다양한 측면을 균형적으로 평가할 수 있는 구조를 띤다. 이는 권순찬 등의 연구에서 제시된 OTT 서비스의 평가 기준과도 유사성을 보이며 본 연구의 토픽 그룹 분류의 타당성을 뒷받침한다[72].

        
          Table 6. 
				
          

          
            Topics and wordscores by aspect
          
          

        

        
          
            
              	Topic
              	Aspect
            

          
          
            	Topic 1
            	Topic 4
            	Content
          

          
            	Drama
            	0.165
            	Content
            	0.065
          

          
            	Movie
            	0.145
            	Ad
            	0.05
          

          
            	Variety Show
            	0.055
            	Broadcast
            	0.049
          

          
            	Verification
            	0.025
            	Real-Time
            	0.048
          

          
            	Price
            	0.024
            	Diversity
            	0.043
          

          
            	Topic 2
            	Topic 5
            	Usability
          

          
            	Watching
            	0.076
            	Interface
            	0.164
          

          
            	Inconvenicence
            	0.068
            	Subtitle
            	0.077
          

          
            	Program
            	0.063
            	Feature
            	0.071
          

          
            	Content
            	0.03
            	Mode
            	0.043
          

          
            	Button
            	0.026
            	Setting
            	0.035
          

          
            	Topic 3
            	Subscription/Payment
          

          
            	Usage
            	0.051
          

          
            	Payment
            	0.047
          

          
            	Video
            	0.038
          

          
            	Play
            	0.038
          

          
            	Error
            	0.026
          

          
            	Topic 6
            	Installation/Update/Error
          

          
            	Update
            	0.118
          

          
            	Television
            	0.108
          

          
            	Connection
            	0.074
          

          
            	Buttering
            	0.055
          

          
            	Chrome
            	0.036
          

        

        

      

      
        4-2 속성 자동 할당
        리뷰에 자동으로 속성을 할당하기 위해 한국어에 특화된 3개의 SBERT 모델을 본 연구의 데이터 세트를 사용하여 각각 학습시킨 후 비교하였다. 표 7은 한국어 데이터 세트에 자주 사용되는 SBERT 모델(KR-SBERT, Ko-SBERT, roBERTa)을 학습한 결과를 나타낸다. KR-SBERT는 한국어 문장 임베딩 품질 향상을 목적으로 개발된 사전학습 언어 모델로 조사, 어미변화 등 한국어의 언어적 특성을 반영한다. Ko-SBERT는 다중 작업 학습 및 다양한 손실 함수를 도입하여 최적화한 한국어 SBERT 모델로 다양한 태스크(Task) 데이터 세트를 활용하여 미세 조정하였다. roBERTa(Robustly Optimized BERT Approach)는 다국어 및 범용 자연어 처리 분야의 우수한 성능을 보이는 사전학습 언어 모델이다.

        
          Table 7. 
				
          

          
            Results of each SBERT model
          
          

        

        
          
            
              	Model
              	KR-SBERT
            

            
              	Evaluation Metric
              	precision
              	recall
              	f1-score
              	accuracy
            

          
          
            	Subscription/Payment
            	0.3263
            	0.7841
            	0.4608
            	0.5902
          

          
            	Usability
            	0.6429
            	0.3351
            	0.4406
          

          
            	Installation/Update/Error
            	0.6540
            	0.8017
            	0.7204
          

          
            	Content
            	0.6900
            	0.5065
            	0.5842
          

          
            	Model
            	Ko-SBERT
          

          
            	Evaluation Metric
            	precision
            	recall
            	f1-score
            	accuracy
          

          
            	Subscription/Payment
            	0.2482
            	0.9695
            	0.3952
            	0.5385
          

          
            	Usability
            	0.7161
            	0.3363
            	0.4577
          

          
            	Installation/Update/Error
            	0.7634
            	0.5204
            	0.6189
          

          
            	Content
            	0.6016
            	0.6568
            	0.6280
          

          
            	Model
            	roBERTa
          

          
            	Evaluation Metric
            	precision
            	recall
            	f1-score
            	accuracy
          

          
            	Subscription/Payment
            	0.3321
            	0.9328
            	0.4898
            	0.5621
          

          
            	Usability
            	0.7146
            	0.1820
            	0.2901
          

          
            	Installation/Update/Error
            	0.5882
            	0.7633
            	0.6645
          

          
            	Content
            	0.7252
            	0.5816
            	0.6455
          

        

        

        본 연구는 가장 좋은 성능을 갖는 모델을 최종 모델로 선택하기 위해 모델의 성능 지표를 확인하였다. BERT 모델의 성능 평가는 일반적으로 정확도(Accuracy), 정밀도(Precision), 재현율(Recall), F1-점수(F1-Score)와 같은 분류 지표를 사용하였고, 이를 통해 성능 결과를 정량적으로 평가할 수 있다[73]. 정확도는 전체 데이터 중 예측 결과가 실제 결과와 일치하는 비율을 의미하며 (4)와 같이 수식화된다. 여기서 TP(True Positive)는 실제 양성을 양성으로 예측함을, TN(True Negative)은 실제 음성을 음성으로 예측함을 의미한다. FP(False Positive)는 실제 음성을 양성으로 예측함을, FN(False Negative)은 실제 양성을 음성으로 예측함을 나타낸다. 정밀도는 모델의 신뢰도를 나타내는 지표로 모델이 양성으로 예측한 표본 중 실제 양성인 표본의 비율을 말하며 (5)처럼 수식화되고, 재현율은 실제 양성 표본 중 모델이 양성으로 올바르게 예측한 비율을 의미하며 (6)처럼 수식화된다. F1-점수는 정밀도와 재현율의 조화평균으로 두 지표의 균형을 평가하며 (7)처럼 수식화고, 클래스 불균형이 존재하는 데이터 세트의 종합적인 분류 성능을 평가하는 데 효과적이다.
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        표 7의 성능 지표 확인 결과, KR-SBERT 모델의 정확도는 0.5902, Ko-SBERT 모델의 정확도는 0.5385, roBERTa 모델의 정확도는 0.5621로 KR-SBERT 모델의 정확도가 가장 높았다. 또한 f1-score에서도 KR-SBERT 모델이 속성별로 균형 잡힌 예측 성능을 보였다. 따라서 전반적인 성능 지표를 검토하여 KR-SBERT 모델을 최종 모델로 선정하였다. 표 8은 KR-SBERT 모델을 최적화하기 위해 각기 다른 미세 조정을 수행한 결과이다. 미세 조정은 총 3가지로 나누어 수행하였다. 먼저 Softmax 손실 함수를 설정하고, 학습률을 조정한 후 최적의 하이퍼파라미터 도출을 위한 Optuna 패키지를 사용하였다. Softmax 손실함수는 모델의 출력 벡터를 확률 분포로 변환하는 활성화 함수로 분류 정확성의 극대화를 위한 핵심 도구로 사용된다[74]. 학습률은 반복(iteration)마다 가중치를 조정하는 파라미터로, 학습률을 낮출 경우 사전학습 모델이 새로운 데이터 세트의 특성을 과도하게 반영하지 않고 모델에 필요한 부분만 효과적으로 개선할 수 있다[75]. 표 8의 성능 지표 확인 결과 기존 KR-SBERT 모델의 정확도는 0.5901, 기존 모델에 Softmax 손실함수를 적용하고 학습률을 낮춘 미세 조정을 수행한 모델의 정확도는 0.6443, Optuna 프레임워크를 통해 도출한 하이퍼 파라미터값으로 설정한 모델의 정확도는 0.6873으로 가장 좋은 성능을 보였다. 따라서 Optuna 프레임워크를 통해 미세 조정한 KR-SBERT 모델을 속성 자동 할당에 사용할 최종 모델로 선정하였다.

        
          Table 8. 
				
          

          
            Results of KR-SBERT under different hyperparameter configurations
          
          

        

        
          
            
              	Hyperparameter Setting
              	Softmax Loss
            

            
              	Evaluation Metric
              	precision
              	recall
              	f1-score
              	accuracy
            

          
          
            	Subscription/Payment
            	0.3186
            	0.8228
            	0.4594
            	0.5901
          

          
            	Usability
            	0.6837
            	0.3129
            	0.4293
          

          
            	Installation/Update/Error
            	0.6472
            	0.8155
            	0.7217
          

          
            	Content
            	0.7162
            	0.4978
            	0.5874
          

          
            	Hyperparameter Setting
            	Softmax Loss with Lower Learning Rate
          

          
            	Evaluation Metric
            	precision
            	recall
            	f1-score
            	accuracy
          

          
            	Subscription/Payment
            	0.3596
            	0.6965
            	0.4743
            	0.6443
          

          
            	Usability
            	0.6407
            	0.4486
            	0.5277
          

          
            	Installation/Update/Error
            	0.7587
            	0.7533
            	0.7560
          

          
            	Content
            	0.6690
            	0.6951
            	0.6818
          

          
            	Hyperparameter Setting
            	Optuna Result
          

          
            	Evaluation Metric
            	precision
            	recall
            	f1-score
            	accuracy
          

          
            	Subscription/Payment
            	0.4827
            	0.7283
            	0.5233
            	0.6873
          

          
            	Usability
            	0.7293
            	0.5754
            	0.5927
          

          
            	Installation/Update/Error
            	0.7980
            	0.7932
            	0.7952
          

          
            	Content
            	0.7182
            	0.7923
            	0.7520
          

        

        

        미세 조정된 KR-SBERT 모델을 학습하여 전체 리뷰에 대해 자동으로 속성을 할당하였다. 그림 9는 KR-SBERT 모델로 생성된 데이터 프레임의 예시를 나타낸다. 해당 데이터 프레임은 리뷰가 작성된 OTT 서비스 명칭인 ‘app’, 전처리된 리뷰 텍스트인 ‘content’, KR-SBERT 모델을 통해 자동으로 할당된 속성 카테고리인 ‘assigned_category’로 구성된다. 각 리뷰에 대해 문장의 의미적 특징을 추출하고, LDA 토픽 모델링을 통해 정의된 속성별 단어 사전과 리뷰 문장 간 코사인 유사도를 측정하여 가장 높은 유사도를 보이는 속성을 ‘assigned_category’ 열에 자동으로 할당하였다. 예시로 ‘보고 싶던 드라마 잘 봤어요.’와 같은 리뷰에는 ‘콘텐츠’ 속성이 할당되었고, ‘자막 몇몇 단어가 거슬려요.’ 리뷰에는 ‘사용성’ 속성이 각각 자동 할당되었다.

        
          
          

          Fig. 9. 
				
          

          
            Sample results of automatically assigned aspects
            *An image containing Korean text was presented as an example from the actual dataset.

          
          

          

        

        표 9를 통해 OTT 서비스별 속성별 리뷰 개수를 확인하였다. 전체 리뷰 중 ‘설치/업데이트/오류’ 속성이 총 18,809건(37.1%)으로 가장 많은 리뷰가 할당되었다. 이는 구글 플레이에서 기술적 문제와 불만 경험 공유가 빈번하게 나타난다는 점을 시사한다. 다음으로 ‘사용성’ 속성은 11,910건(23.5%)으로 사용자 리뷰 중 상당수가 OTT 앱의 UI/UX, 기능 등 사용 경험에 대한 리뷰가 높은 비중을 차지하고 있다. ‘콘텐츠’ 속성은 11,343건으로 22.4%를 차지한다. 이는 OTT 서비스의 본질적인 경쟁력이 콘텐츠에 있고 사용자가 콘텐츠에 대한 리뷰를 적극 표출하고 있음을 시사한다. 마지막으로 ‘결제/구독’ 속성이 8,661건, 전체 리뷰의 17.1%로 가장 낮은 분포를 보인다.

        
          Table 9. 
				
          

          
            Data distribution of each aspects
          
          

        

        
          
            
              	Service
              	Subscription/Payment
              	Usability
              	Installation/Update/Error
              	Content
              	Total counts
            

          
          
            	NF
            	1,602
            	2,826
            	4,797
            	2,495
            	11,720
          

          
            	TV
            	1,827
            	2,067
            	2,442
            	2,328
            	8,664
          

          
            	CP
            	1,310
            	1,782
            	2,923
            	1,270
            	7,285
          

          
            	WV
            	2,229
            	2,271
            	5,470
            	2,455
            	12,425
          

          
            	DP
            	722
            	1,600
            	1,535
            	1,136
            	4,993
          

          
            	WC
            	971
            	1,364
            	1,642
            	1,759
            	5,636
          

        

        

      

      
        4-3 감성 점수 도출
        서비스별 세부적인 해석을 위해 미세 조정된 KR-SBERT를 통해 속성이 자동 할당된 리뷰의 감성 분석을 수행하여 속성별 감성 점수를 산출하였다. 여기서 미세 조정이란, 사전학습 언어 모델을 특정 도메인 또는 과업에 맞게 추가 학습시키는 과정이다. 본 연구는 모델별 미세 조정을 수행한 후, 4.2절과 같은 방법으로 가장 성능이 우수한 모델을 채택하여 감성 분석을 수행하였다. 표 10은 KoBERT 모델별 성능 지표를 나타낸다. 모델의 옵티마이저는 AdamW 옵티마이저를 적용하였고, 학습률 1e-5, 배치 사이즈 16, 에포크 5로 설정한 후 학습을 진행하였다.

        
          Table 10. 
				
          

          
            Results of KoBERT
          
          

        

        
          
            
              	Hyperparameter Setting
              	KoBERT
            

            
              	Evaluation Metric
              	precision
              	recall
              	f1-score
              	acc
            

          
          
            	Subscription/Payment
            	0.4043
            	0.0122
            	0.0236
            	0.5963
          

          
            	Usability
            	0.5198
            	0.0165
            	0.0320
          

          
            	Installation/Update/Error
            	0.2143
            	0.0185
            	0.0341
          

          
            	Content
            	0.7047
            	0.0146
            	0.0286
          

          
            	Hyperparameter Setting
            	fine-tuned KoBERT using NSMC
          

          
            	Evaluation Metric
            	precision
            	recall
            	f1-score
            	acc
          

          
            	Subscription/Payment
            	0.8116
            	0.8555
            	0.8329
            	0.8612
          

          
            	Usability
            	0.8287
            	0.8428
            	0.8357
          

          
            	Installation/Update/Error
            	0.5345
            	0.6468
            	0.5853
          

          
            	Content
            	0.9166
            	0.9061
            	0.9113
          

          
            	Hyperparameter Setting
            	fine-tuned KoBERT using NSMC + manual labels
          

          
            	Evaluation Metric
            	precision
            	recall
            	f1-score
            	acc
          

          
            	Subscription/Payment
            	0.8176
            	0.8746
            	0.8452
            	0.8696
          

          
            	Usability
            	0.8354
            	0.8717
            	0.8532
          

          
            	Installation/Update/Error
            	0.5354
            	0.6512
            	0.5876
          

          
            	Content
            	0.9242
            	0.9161
            	0.9201
          

        

        

        기본 KoBERT 모델은 전반적인 F1-score와 재현율 지표가 매우 낮아 성능이 미흡하였다. 특히 ‘결제/구독’, ‘콘텐츠’ 속성에서 recall이 각 0.0122, 0.0146으로 실제 감성 구분 능력이 제한적이었다. 이에 성능 개선을 위해 한국어 감성 표현에 특화된 NSMC 데이터 세트로 미세 조정한 모델을 적용하였다. NSMC 데이터 세트는 한국어 영화 감상 리뷰 데이터 세트로, 한국어 자연어 처리 연구에 미세 조정 목적으로 널리 사용된다. NSMC 데이터 세트로 미세 조정한 모델은 전반적으로 성능이 향상되었지만, NSMC 데이터 세트가 영화 리뷰에 특화되어 있어 OTT 리뷰 도메인의 문맥과 표현을 충분히 반영하지 못했을 가능성이 있다. 이에 도메인 적합성을 보완하고자 본 연구에서 수집한 데이터 세트의 약 5%를 추출하고 이를 연구자가 수작업으로 리뷰에 긍정, 부정 라벨링(manual labels) 하여 NSMC 데이터 세트와 결합한 후 미세 조정을 수행하였다. 이 과정을 통해 NSMC가 포괄하지 못하는 OTT 리뷰 도메인의 문맥 및 표현을 보완하였다. 표 10의 성능 지표를 비교한 결과, NSMC+도메인 전이 데이터 세트로 학습한 모델이 전반적으로 가장 높은 정확도(0.8696)와 속성별 F1-score(최대 0.9201)를 기록하며 대부분의 속성 성능 편차 없이 안정적인 결과를 나타냈다. 특히 OTT 리뷰 특유의 문맥을 충분히 반영하기 위해 도메인 전이를 고려한 수작업 라벨링 데이터 세트를 통합한 결과, 성능과 도메인 적합성 모두 일정 수준 이상을 충족하는 결과를 얻었다. 따라서 해당 모델을 통해 리뷰의 감성 분석을 수행한 후 리뷰별 감성 점수를 도출하였다.

        그림 10은 미세 조정된 KoBERT 모델을 학습하여 전체 리뷰에 대해 감성 분석을 수행한 데이터 프레임의 예시를 나타낸다. 해당 데이터 프레임은 리뷰가 작성된 OTT 서비스의 명칭인 ‘app’, 전처리된 리뷰 텍스트인 ‘content’, KR-SBERT를 통해 자동 할당된 속성인 ‘category’, 미세 조정된 KoBERT 모델을 통해 감성 분석을 수행한 결과인 감성 점수를 나타내는 ‘sentiment_score’로 구성된다. 감성 점수는 1에 근접할수록 긍정의 의미를, 0에 근접할수록 부정의 의미를 나타낸다. 예시로 긍정적인 문맥의 리뷰인 “저는 거의 다 좋습니다.” 문장의 감성 점수는 약 0.79로 도출되었고, “불편하다고요.”와 같은 부정적인 문맥의 리뷰는 0.06으로 도출됨을 확인할 수 있다.

        
          
          

          Fig. 10. 
				
          

          
            Sample results of the dataset used for sentiment analysis
            *An image containing Korean text was presented as an example from the actual dataset.

          
          

          

        

        표 11은 OTT 서비스의 속성별 감성 점수를 정리한 결과를 보여준다. 먼저 ‘결제/구독(Subscription/Payment)’ 속성은 CP가 가장 높은 점수(0.4307)를 나타냈으며, TV(0.4060), WC(0.3975) 순으로 뒤를 이었다. ‘사용성(Usability)’ 속성은 WC가 가장 높은 점수(0.6161)를 보였고, TV(0.5975), WV(0.5442) 순서로 나타났다. ‘설치/업데이트/오류(Installation/Update/Error)’ 속성은 대부분의 서비스가 0에 근접한 부정 점수를 보였으며 그중에서 WC가 상대적으로 높은 점수(0.2470)를 보였다. 마지막으로 ‘콘텐츠(Content)’ 속성은 WC가 가장 높은 점수(0.6983)를 보였으며 TV가 바로 뒤를 이어 0.6893을 기록하였다. 표 12는 감성 분석 결과에 타당성을 뒷받침하기 위해 구글 플레이의 서비스별 별점 정보를 제시한다. 해당 결과에서도 WC가 ‘사용성(Usability)’, ‘콘텐츠(Content)’, ‘설치/업데이트/오류(Installation/Update/Error) 항목에서 높은 평가를 받았으며, 이는 표 11의 감성 점수와 유사한 추세를 보인다.

        
          Table 11. 
				
          

          
            Average sentiment scores of service aspects
          
          

        

        
          
            
              	Service
              	Subscription/Payment
              	Usability
              	Installation/Update/Error
              	Content
            

          
          
            	NF
            	0.3892
            	0.4750
            	0.2007
            	0.6333
          

          
            	TV
            	0.4060
            	0.5975
            	0.2146
            	0.6893
          

          
            	CP
            	0.4307
            	0.5097
            	0.2348
            	0.5779
          

          
            	WV
            	0.3136
            	0.5442
            	0.1692
            	0.6081
          

          
            	DP
            	0.3433
            	0.4316
            	0.1992
            	0.5660
          

          
            	WC
            	0.3975
            	0.6161
            	0.2470
            	0.6983
          

        

        

        
          Table 12. 
				
          

          
            Average review scores of service aspects
          
          

        

        
          
            
              	Service
              	Subscription/Payment
              	Usability
              	Installation/Update/Error
              	Content
            

          
          
            	NF
            	2.6
            	2.8
            	1.6
            	3.6
          

          
            	TV
            	2.9
            	3.1
            	1.8
            	3.5
          

          
            	CP
            	2.6
            	3.5
            	1.6
            	3.9
          

          
            	WV
            	2.1
            	3.2
            	1.5
            	3.5
          

          
            	DP
            	2.3
            	2.4
            	1.4
            	3.5
          

          
            	WC
            	2.6
            	3.7
            	1.8
            	4.2
          

        

        

      

      
        4-4 포지셔닝 분석
        4.3절에서 도출한 감성 점수를 이용하여 국내 OTT 서비스 포지셔닝 분석을 수행하였다. 이를 위해 서비스 간 상대적 위치를 시각화하는 PCA와 t-SNE 기법을 적용하였다. 두 기법 모두 데이터 간 유사성과 차이를 표현한다는 공통점이 있으나, 차원 축소 기법 구현 방법과 해석 기준에서 본질적인 차이가 존재한다. 그림 11은 PCA를 통해 도출한 2차원 포지셔닝 맵으로, 고차원 벡터를 주요 분산 방향으로 공간을 변환하는 차원 축소 기법이다. PCA의 X축과 Y축은 데이터 분산 방향인 PC1, PC2로 구성되며, 리뷰의 네 가지 속성(콘텐츠, 사용성, 결제/구독, 설치/업데이트/오류)에 대한 선형 결합 결과이다. PCA에서 서로 인접한 서비스일수록 속성 전반의 평균적 감성 점수 패턴이 유사하고, 멀리 떨어진 서비스는 속성 전반에 걸친 감성 분석 결과의 경향이 상이함을 뜻한다[8]. 그림 11을 통해 WC와 TV는 서로 근접한 위치에 있는 것을 확인하였고, 이는 두 서비스가 전반적으로 유사한 사용자 감성 패턴을 받고 있음을 시사한다. 반면 CP와 DP는 대조적인 위치에 있어 서비스 특성에 대한 감성 패턴이 확연히 다르다는 점을 보여준다. WV는 다른 서비스와 떨어진 위치에 있어, 이는 감성 점수 분포가 다른 서비스와 상이하고 독립적인 사용자 감성 인식을 형성하고 있음을 의미한다. 또한 NF는 포지셔닝 맵의 중심에 위치하여 상대적으로 균형 잡힌 속성별 감성 점수 구조, 즉 중립적인 감성 분석 결과를 나타낸다.
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            Positioning map using PCA
          
          

          

        

        한편 그림 12는 t-SNE를 통해 생성된 2차원 포지셔닝 맵으로, 전체 평균 점수보다 특정 속성에서 유사한 평가를 받은 서비스 간 상대적 관계를 잘 드러낸다. 즉, 서비스가 전반적으로 상이하더라도, 일부 속성에서 유사한 점수를 보이는 경우 근접하게 위치할 수 있다[76]. 그림 12를 통해 각 서비스가 t-SNE 맵 상에서 명확히 분산된 위치를 보이며, 이를 통해 감성 분석 결과 기반 서비스 간 차별화된 특성을 도출할 수 있다. 그림 12를 통해 서비스를 분석한 결과, NF는 맵의 좌하단에 위치하여 다른 서비스와 평가 패턴 차이가 가장 크며, 사용자 리뷰에서 독립적인 감성 점수 구조를 보였다. CP는 맵의 좌상단에 자리하며, 일부 속성에서 강하게 편중된 평가가 나타나는 것으로 해석된다. TV는 우측 중반에 위치하여, 일부 속성에서 타 서비스와 차별적인 감성 패턴을 보였을 가능성이 있다. WV는 우측 하단에 위치하여, 이 또한 타 서비스와 구별되는 감성 분석 결과를 보였다. DP는 좌측 상단에 위치하여, 이는 다른 서비스와 일부 속성에서 유사하지만, 동시에 특정 평가 항목에서는 분명한 차별성을 지님을 시사한다. WC는 맵의 중앙에 위치하며, 이는 전반적으로 속성별 감성 점수가 특정 서비스에 편향되지 않고, 균형적으로 형성되어 있음을 의미한다.
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            Positioning map using t-SNE 
          
          

          

        

        차원 축소 기법을 활용한 포지셔닝 분석 결과, PCA와 t-SNE 모두 감성 점수 기반의 OTT 서비스 위치를 시각화하였고 각 서비스가 포지셔닝 결과에서 뚜렷한 차이를 보이는 점을 확인하였다. 두 시각화 기법은 서로 다른 방식으로 데이터를 축소하고 시각화하므로, 두 기법을 병행한 분석 결과를 사용하면 다각적 해석을 가능하게 하였다. 즉, PCA 맵은 서비스 간 감성 점수의 전반적인 분포와 경향성을 파악하는 데 효과적이고 t-SNE 맵은 속성별 감성 점수 구조의 상대적 차이를 더욱 명확히 표현한다[77]. 이를 통해 OTT 서비스의 구조적 특성 및 차별성을 시각적으로 확인할 수 있어, 향후 사용자 리뷰 기반의 연구 수행 및 실무적 시사점을 도출할 수 있을 것이다.

        OTT 서비스의 종합 해석을 위해 서비스별 단어 점수 결과인 4.1절의 표 6, 속성 기반 감성 점수인 4.3절의 표 11, 그리고 서비스 포지셔닝 맵 결과인 그림 11과 그림 12를 종합적으로 고려하여 다음과 같은 서비스별 포지셔닝 해석을 도출하였다.

        NF는 콘텐츠 관련 단어 빈도가 높고, PCA 맵에서 중심에 위치하여 전반적으로 균형적인 속성별 감성 점수 분포를 보였다. 그러나 오류 및 화질 관련 단어의 빈번하게 출현하고, 기술적 항목에서 개선 필요성이 드러났다.

        TV는 사용성 관련 단어가 다수 등장하였고 해당 속성의 감성 점수도 높게 나타났다. PCA 맵에서 WC와 근접하게 위치하였으나, t-SNE 맵에서는 멀리 떨어져 있어 일부 속성에서 차이가 있었음을 시사한다.

        CP는 결제/구독 속성에서 상대적으로 높은 감성 점수를 보였고 관련 단어도 빈번하게 출현하였다. 포지셔닝 맵은 PCA의 중심 상단에 위치하고, t-SNE 맵의 좌측에 위치하여 타 서비스와의 거리 차가 났고, 이는 특정 속성에서 편향이 존재함을 뜻한다. 또한 콘텐츠 속성에서 상대적으로 낮은 단어 출현 빈도와 감성 점수를 기록하였다.

        WV는 설치/업데이트/오류 관련 단어의 출현 비율이 높으며, 해당 속성의 감성 점수는 전체 서비스 중 가장 낮았다. 두 가지 포지셔닝 맵에서 모두 다른 서비스와 가장 멀리 떨어져 있으며, 이는 대부분의 속성이 타 서비스와 상이함을 의미한다. 전반적으로 감성 점수 분포가 고르지 않아 개선 여지가 확인된다.

        DP는 네 가지 속성 모두 단어 출현이 비교적 균형적으로 분포하였고, 감성 점수 또한 전체적으로 평균적인 수준을 보인다. PCA 맵과 t-SNE 맵 모두 좌측 상단에 위치하여 일부 속성에서 타 서비스와 상대적 거리 차이를 확인하였다. 특정 속성에서 강점은 명확히 드러나지 않았으나, 전반적으로 평이한 수준의 평가를 보인다.

        마지막으로 WC는 콘텐츠 속성의 단어 출현이 가장 뚜렷하며, 해당 속성의 감성 점수 또한 높은 수준을 기록하였다. PCA 맵에서 TV와 유사한 위치에 존재하며, 콘텐츠, 사용성 속성에서 일정 수준 평가 유사성을 보인다. t-SNE 맵의 중앙에 위치하여 모든 속성 전반에 걸쳐 균형적인 감성 점수 분포를 나타낸 것으로 해석된다.

      

    

    

  
    
      Ⅴ. 토 론
      본 연구는 각 단계에 최적화된 NLP 모델을 결합한 다중 모델 분석 체계를 구축하였으며, 이를 통해 OTT 서비스의 사용자 인식과 차별성을 다각도로 해석하고자 하였다. 본 연구의 기여점은 다음과 같다. 첫째, 기존 ABSA 연구의 한계를 극복하고자 속성 정의, 속성 자동 할당, 감성 분석, 시각화까지 전 과정을 통합한 한국어 기반 다중 모델 분석 프레임워크를 구축하였다. 기존 연구에서는 영어 데이터 세트 위주의 ABSA 연구가 주로 수행되었기에 한국어 환경의 확장 가능성에 한계가 존재하였다. 또한 ABSA 수행 시 수작업 라벨링에 의존하거나 속성이 기재된 데이터 세트를 사용하였기에 분석에 활용할 수 있는 데이터 세트 자체의 한계가 있었다[78]. 이에 반해 본 연구는 LDA 토픽 모델링을 통해 데이터 세트의 주요 속성을 정의하고, word2vec 단어 벡터를 통해 속성 사전을 구축하여 KR-SBERT 모델의 의미적 유사도 계산에 활용하여 문장 단위 속성 자동 할당을 실현하였다. 기존 KR-SBERT 모델의 분류 정확도는 59.02% 수준이었으나, Optuna 기반 하이퍼파라미터 최적화를 통해 배치 사이즈, 학습률, 에포크 수를 조정하여 최종적으로 68.7%의 정확도를 달성하였다. 이는 기존 모델 대비 속성 분류의 신뢰도 효율성을 동시에 개선한 성과로 평가할 수 있다.

      둘째, KoBERT 모델을 통한 기존 감성 분석 연구의 대부분은 미세 조정 시 NSMC 데이터 세트를 활용하였지만[8], 본 연구는 미세 조정 시 리뷰 데이터 세트 도메인에 특화된 라벨링 데이터 세트를 NSMC 데이터 세트에 결합하여 도메인 적합도를 개선하였다. 그 결과 ‘사용성’ 속성의 F1-score는 NSMC 데이터 세트만 사용한 모델은 0.8357인 것에 비교하여 NSMC 데이터 세트에 라벨링 데이터 세트를 결합한 모델은 0.8532로 약 2% 정도 개선된 성능을 보였다. 이처럼 도메인 특화 미세 조정을 수행하여 모델의 모든 성능 지표가 향상되었으며, 감성 분석 시 도메인 특화 데이터 세트 구축의 중요성을 입증하였다.

      셋째, PCA와 t-SNE 시각화 기법을 활용한 포지셔닝 분석은 단순 감성 분석 결과를 나열하지 않고, 시각화 기법을 통해 서비스 사용자의 감성 기반 상대적 위치를 파악할 수 있었다. 기존 포지셔닝 분석은 단일 속성 혹은 키워드 중심의 클러스터링을 사용한 연구가 대부분이었지만, 본 연구는 속성 기반 감성 분석 결과를 정량적으로 도출하여 시각화함으로써 서비스 간 유사성과 차별성을 동시에 파악할 수 있도록 하였다.

      본 연구는 다음과 같은 한계를 갖는다. 첫째, 본 연구는 분석 대상을 국내 OTT 서비스로 한정하여 연구 결과를 글로벌 OTT 시장에 일반화하지 않았다. 서비스 특성과 사용자 환경이 국가별로 차이가 있기에, 동일한 분석 프레임워크를 해외 서비스에 그대로 적용할 경우 해석 정확도가 저하될 가능성이 있어, 글로벌 플랫폼을 포함한 교차 국가 비교 분석이 필요하다.

      둘째, 본 연구에 사용한 수집 데이터 세트는 2020년부터 2024년 11월까지의 특정 기간에 한정되었으며, 해당 시점 이전이나 이후 서비스 변화나 사용 패턴 변화가 반영되지 않았다. 또한 리뷰는 구글 플레이 단일 플랫폼으로 수집되었기에 다른 운영체제 환경의 사용자 경험이 충분히 반영되지 못하였으며, 이에 따른 표본 편향의 가능성이 존재한다. 이에 따라 서비스 출시 초기, 서비스 정책 변경 등과 같이 특정 시점의 데이터 추세를 파악하는 것은 한계가 있다. 따라서 장기 시계열 데이터를 구축하여 서비스별 특정 시점에 데이터 추이 및 감성 패턴 변화를 포착할 수 있는 분석 프레임워크로 확장할 필요성이 있다.

      셋째, 본 연구에 속성 자동 할당 시 사용된 KR-SBERT 모델은 속성 라벨링 과정에서 완전한 정확도를 보장하지 못한다. 이는 라벨이 없는 데이터 세트에 자동으로 속성을 할당하여 효율적으로 한국어 속성 자동 할당을 위한 시도로서의 방법론적 가치를 갖기에 향후 정교한 모델 보완을 통해 개선할 가능성이 있다.

      넷째, 속성별 데이터 분포에 있어 불균형 문제가 존재한다. 특히 ‘결제/구독’, ‘설치/업데이트/오류’ 속성에 비해 ‘콘텐츠’, ‘사용성’ 속성에 대한 리뷰 수가 상대적으로 적게 나타났다. 이에 따라 ABSA 과정 중 특정 속성의 모델 학습이 상대적으로 제한되었으며, 포지셔닝 분석에서도 속성 간 영향력 편차가 발생할 수 있다. 데이터 불균형 문제를 해결하기 위해 향후 연구에서 속성 균형을 보완한 표본 구성 및 데이터 증강 기법과 같은 전략이 필요하다[79].

      향후 연구에서 위의 한계점을 보완하여 다음과 같이 연구를 확장할 수 있을 것이다. 첫째, 시계열 분석 체계를 구축하여 사용자 감성의 실시간 변화를 파악할 수 있을 것이다. 서비스 개편과 같은 특정 시점의 감성 추이를 분석하여 서비스 정책에 대한 사용자 피드백을 정량적으로 파악할 수 있으며, 장기적인 감성 패턴을 도출하여 리뷰 기반 모니터링 및 대응 시스템 구축이 가능할 것이다. 둘째, 분석 프레임워크에 사용된 사전학습 언어 모델의 다양성을 넓혀 다국어 대상 분석 및 특정 언어 특화 모델에 적용하고 정확도를 비교할 수 있다. 이를 통해 특정 도메인 및 언어에 최적화된 언어 모델을 선별할 수 있을 것이다. 셋째, 국내 OTT 시장 분석에 한정하지 않고 글로벌 OTT 서비스 시장 전반을 분석하는 포지셔닝 연구로 확장도 가능할 것이다. 이를 위해서는 데이터 세트 개수를 늘려 특정 속성의 불균형 문제를 해소하고, 다국어 언어 모델의 정확도를 향상하는 노력이 필요할 것이다.

    

    

  
    
      Ⅵ. 결 론
      본 연구는 다음과 같은 실무적 함의를 제공한다. 첫째, 속성별 감성 점수를 통해 서비스의 주요 특성을 수치화하여 고객 만족도 및 서비스 운영 진단에 활용할 수 있다. 예시로 CP는 ‘결제/구독’ 속성에서 타 서비스 대비 가장 높은 평균 감성 점수를 기록하여 서비스 구독 및 유료 결제에 대한 사용자 인식이 긍정임을 알 수 있고, NF는 ‘설치/업데이트/오류’ 속성에서 낮은 감성 점수를 기록하여 서비스의 기술적 개선이 필요한 것으로 판단되었다.

      둘째, 포지셔닝 맵을 활용한 분석 결과는 서비스의 사용자 인식을 시각적으로 비교 가능하여 타 서비스와의 상대적 위치를 파악하고 차별화 전략 수립의 근거로 활용할 수 있을 것이다. WC와 TV의 경우는 ‘콘텐츠’와 ‘사용성’ 속성에서 유사한 특징을 보이는데, 이는 두 서비스가 유사한 사용자 감성을 지니고 있기에 속성 차별화를 통한 서비스 정체성 강화가 필요함을 뜻한다. 이에 따라 각 서비스의 감성 점수가 낮은 속성을 파악하여 사용자 이탈 방지 전략을 강화할 수 있을 것이다.

      셋째, 본 연구에서 제안한 분석 프레임워크는 OTT 서비스 외에도 다양한 플랫폼 산업에서 서비스 품질 진단 도구로 활용할 수 있다. 본 연구에서 사용된 속성과 더불어 서비스의 리뷰를 통해 산업에 맞는 속성 정의를 통하여 사용자의 의견을 정량화한 후 서비스 개편에 근거로 제시할 수 있다. 따라서 본 연구의 프레임워크는 다양한 산업에 확장 가능하며 다양한 서비스의 고객 모니터링, 경쟁 서비스 비교 및 차별화 전략 수립 자료로 실무적 기여가 가능하다.
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