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            Abstract
          
        

        
          매년 기하급수적으로 증가하는 게임 콘텐츠 출시에 따라, 인력 기반의 게임물 등급분류 및 사후관리에는 현실적인 한계가 존재한다. 본 연구는 이에 대한 해결 방안으로 인공지능을 활용한 자동 분류의 실현 가능성을 실증하며, 특히 ‘공포’와 ‘폭력성’ 요소에 주목했다. 다중 인스턴스 학습(MIL) 프레임워크를 사용하여 94개의 게임 플레이 영상 데이터셋으로 모델을 학습시켰다. 핵심 목표는 인공지능이 사람의 개입 없이 이러한 추상적 개념들을 자율적으로 학습하고 구분하며, 사람이 해석 가능한 결과를 도출할 수 있는지 검증하는 것이다. 연구 결과, 정량적 평가에서 모델은 약 96.5%의 분류 정확도를 달성했으며, 나아가 임베딩 시각화 기반의 정성적 평가에서는 ‘공포’와 ‘폭력성’이 유의미하게 군집을 형성하는 경향성을 확인하였다. 이를 통해 인공지능 기반 게임 등급분류의 가능성을 확인했다.

        

        
          
            초록
          
        

        
          The exponential increase in annual game releases presents practical limitations for human-based game rating and management. This study investigates the feasibility of automated classification using artificial intelligence (AI), with a specific focus on ‘horror’ and ‘violence.’ We trained a model on a dataset of 94 gameplay videos using a multiple instance learning framework. The objective was to verify whether an AI could autonomously learn and distinguish these concepts without human intervention and produce human-interpretable results. In a quantitative evaluation, the model achieved a classification accuracy of approximately 96.5%. Furthermore, a qualitative evaluation based on embedding visualization confirmed a significant tendency for ‘horror’ and ‘violence’ to form distinct clusters. These results validated the potential for an effective and interpretable AI-driven system for game classification.
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      Ⅰ. 서 론
      
        1-1 연구배경
        게임, 영화, 웹툰 등 디지털 콘텐츠의 양이 기하급수적으로 증가함에 따라, 콘텐츠의 적절한 유통과 이용자 보호를 위한 콘텐츠 등급 체계의 중요성도 전 세계적으로 더욱 부각되고 있다. 각 나라들은 문화적 특성과 사회적 가치를 반영하여 다양한 콘텐츠 등급분류 체계를 법제화해 운영하고 있다. 대표적으로 영화 분야에서는 영국의 BBFC(British Board of Film Classification), 미국의 MPAA(Motion Picture Association of America), 한국의 영상물등급위원회가 활동하고 있다. 게임 분야에서는 유럽의 PEGI(Pan European Game Information), 미국의 ESRB(Entertainment Software Rating Board), 그리고 한국의 게임물관리위원회(이하 게관위, GRAC)와 게임콘텐츠등급분류위원회(이하 GCRB) 등이 각자의 기준에 따라 등급분류 업무를 수행하고 있다.

        매년 전 세계적으로 출시되는 게임의 수가 급증함에 따라 게임 등급분류 수요도 크게 증가하고 있다. 따라서 많은 게임 플랫폼들은 등급분류 심사를 간소화하고 게임 개발사 자율적으로 등급을 분류할 수 있는 체계를 마련하고 있다. 특히, 구글플레이스토어(Google Play Store) 등 글로벌 대형 플랫폼을 통한 자체 등급분류 건수는 전체 등급분류 중에서도 압도적인 비중을 차지한다. 2024년 게관위에서 발간한 ｢2024 게임물 등급분류 및 사후관리 연감｣에 따르면, 2023년 한 해 동안 국내에서 등급분류된 게임물은 총 893,986건에 달한다. 이 중 게관위가 직접 등급분류한 건수는 618건(전체의 약 0.07%), 게임콘텐츠등급분류위원회(GCRB)가 처리한 건수는 약 0.03%에 불과한 반면, 구글, 애플 등 자체등급분류사업자가 처리한 건수는 893,064건으로 전체의 99.9%에 달한다[1].

        따라서 게관위에서는 자체등급분류사업자들의 등급분류제도와 함께 등급분류를 받은 게임물의 정상 유통 여부를 상시 점검하고, 불법 게임물에 대한 경찰의 단속을 기술적으로 지원하는 사후관리 업무도 함께 수행하고 있다. 게관위의 사후관리정책은 ｢게임산업진흥에 관한 법률｣ 제18조 및 시행령 제11조의2(사후관리업무)를 근거로 조사관리팀(게임제공업 담당), 온라인대응팀(PC·온라인 게임물 담당) 등 여러 부서가 사후관리 업무에 투입되고 있다[2]. 2023년을 기준으로 게관위에서 모니터링 후 조치 완료한 건수는 총 242,812건으로 2022년 대비 148% 증가한 수치이다[1].

        
          Table 1. 
				
          

          
            Status of game classifications and monitoring in South Korea (2019-2023)
          
          

        

        
          
            
              	Classification
              	2019
              	2020
              	2021
              	2022
              	2023
            

          
          
            	Total Domestic Rating Classifications (Cases)
            	796,874
            	984,834
            	953,682
            	1,023,103
            	893,986
          

          
            	Classifications by Self-Rating Providers (Cases)
            	795,268
            	983,297
            	952,185
            	1,021,996
            	893,064
          

          
            	Classifications by Self-Rating Providers (Ratio)
            	99.8%
            	99.8%
            	99.8%
            	99.9%
            	99.9%
          

          
            	GRAC+GCRB (Cases)
            	1,606
            	1,537
            	1,497
            	1,107
            	922
          

          
            	GRAC+GCRB (Ratio)
            	0.2%
            	0.2%
            	0.2%
            	0.1%
            	0.1%
          

          
            	GRAC Monitoring (Cases)
            	167,729
            	170,608
            	168,940
            	164,351
            	242,812
          

        

        

      

      
        1-2 연구의 필요성
        PC 기반 온라인 게임 판매 플랫폼인 스팀(Steam)의 차트 분석 사이트인 SteamDB에 따르면 스팀에는 2024년 한 해에만 약 18,736개의 게임이 출시되었다[3]. 또한 구글 플레이스토어(Google Play Store)에는 2025년 상반기 기준 244,875개의 게임이 서비스 중이다. 이와 같이 전 세계적으로 게임 콘텐츠 출시량이 폭발적으로 증가하고 있다[4].

        이처럼 방대한 양의 게임 콘텐츠를 기존처럼 사람이 수작업으로 직접 모니터링하는 방식은 이미 한계에 도달했다. 이에 따라 인공지능(AI; Artificial Intelligence)을 활용한 자동화 대규모·모니터링 체계의 필요성이 부각되고 있다. 인공지능(AI) 기반 모니터링 체계의 구현 가능성을 검토하기 위해서는 인공지능(AI)이 사람이 설정한 등급분류 기준에 근거해 콘텐츠의 특성을 인식하고 분류할 수 있는지에 대한 연구가 필요하다.

        이에 본 연구에서는 게임 콘텐츠의 ‘공포’와 ‘폭력성’ 표현을 중심으로 AI가 해당 요소들을 정량적·정성적으로 구분해낼 수 있는 가능성을 탐색하고자 한다.

        게임물관리위원회 등급분류규정 제2장 제2절 제9조(폭력성 및 공포 기준)에 따르면, 게임 내 폭력성 및 공포 요소는 다음과 같은 기준에 따라 판단된다. 무기 표현의 사실성, 선혈 표현의 사실성, 신체훼손의 정도와 사실성, 폭력성의 강도, 그리고 사용자 간 대결의 결과에 따른 손실 정도를 종합적으로 고려하여 등급을 결정한다[5]. 한편 일본의 등급분류기관인 CERO의 윤리규정 별첨 2에서는 표현을 크게 성 표현, 폭력 표현, 반사회적 행위 표현, 언어·사상 관련 표현으로 분류하고 있다. 이 중 폭력 표현은 출혈, 신체 분리 또는 결손 묘사, 시체 묘사, 살상 행위, 공포 그리고 대전 격투 및 싸움 묘사 여부를 주요 기준으로 삼고 있다[6].

        등급분류기관의 판단 기준에 따르면 ‘공포’와 ‘폭력성’은 유사한 기준으로 평가되지만, 최종 등급은 다르게 부여되는 경우가 많아 서로 구분 가능한 독립적 요소로 간주할 수 있다. 따라서 본 연구는 게임물관리위원회의 등급 기준에 따라 정의된 게임의 ‘공포’와 ‘폭력성’ 표현을 딥러닝 모델이 구분할 수 있는지를 검토하고, 각 표현이 임베딩(embedding) 과정에서 의미 있는 군집(Cluster)을 형성하는지 분석한다. 이를 통해 AI의 분류 결과가 실제로 사람이 해석 가능한 수준의 구조를 가지는지 확인하는 것을 연구의 주요 목표로 한다.

      

    

    

  
    
      Ⅱ. 본 론
      연구 목표를 효과적으로 달성하기 위해, 본 연구는 다음과 같은 절차를 통해 수행된다.

      먼저, 분석 대상 게임을 선정하기 위한 기준을 설정하고, 해당 게임으로부터 영상 데이터를 수집하여 그 분포를 설명한다. 이어서 연구에 사용된 핵심 기술 용어들을 정의하고, 데이터 전처리, 모델 학습 및 평가에 이르는 전체 연구 과정을 구체적으로 기술하여 연구의 재현성과 신뢰도를 확보하고자 한다.

      
        2-1 관련 선행 연구
        관련 선행 연구들을 살펴보면 영상 분석을 위해 인공지능을 활용한 다양한 접근법이 시도 되었다는 것을 알 수 있다. ‘신뢰할 수 있는 인공지능을 이용한 영상 내 폭력성 탐지에 대한 체계적 동향 분석 연구’에 따르면, 공간적 특징을 분석하는 합성곱 신경망(CNN; Convolutional Neural Network)과 시간적 흐름을 파악하는 순환 신경망(RNN; Recurrent Neural Network)을 결합하는 등 다양한 딥러닝 모델이 활용되고 있었다[7]. 또한, ‘폭력성 탐지: 시리어스 게이밍 접근법’ 연구에서는 게임 GTA-V의 게임 플레이 영상 데이터를 3D-CNN 모델로 학습시키는 '시리어스 게이밍' 접근법을 제시하기도 했다[8]. 하지만 대부분 단일 요소 분석에 집중했으며, 본 연구처럼 게임 콘텐츠 내 ‘공포’와 ‘폭력성’의 차이를 구분하고 공식 등급분류 기준에 적용하려는 연구는 아직 없었다.

      

      
        2-2 연구 대상 선정
        선정 기준은 게임물관리위원회 홈페이지에서 제공하는 등급분류결정 확인 정보를 기반으로 설정했다. 등급분류결정 확인 메뉴에서는 그림 1과 같이 게임물명, 신청인, 연령 등급, 결정내용 등 상세 정보를 제공한다[9].

        
          
          

          Fig. 1. 
				
          

          
            GRAC's classification decision menu
            *This figure includes Korean because the menu supports only Korean

          
          

          

        

        결정 내용 메뉴에서는 등급분류가 완료된 각 게임의 게임물등급분류 결정서를 제공한다. 여기에는 결정 등급, 등급 결정 사유, 내용정보표시사항 등이 포함되어 있다. 내용정보표시사항에는 그림 2와 같이 게임 내 ‘선정성’, ‘폭력성’, ‘공포’, ‘언어의 부적절성’, ‘약물’, ‘범죄’, ‘사행성’의 7대 요소의 포함 여부를 ‘유(有)’ 또는 ‘무(無)’로 명시하고 있다.

        
          
          

          Fig. 2. 
				
          

          
            Example of game classification decision
            *This figure includes Korean because the menu supports only Korean

          
          

          

        

        게관위의 등급분류결정 확인 정보와 게임물등급분류 결정서를 기반으로 변인 통제를 위한 선정 기준(Criteria C1~C5)을 설정했다.

        C1. 게임물관리위원회(GRAC) 또는 게임콘텐츠등급분류위원회(GCRB)로부터 게임물등급결정을 받은 게임물로 한정한다.

        C2. 분석 플랫폼의 일관성을 위해 ‘PC/온라인’ 및 ‘모바일’ 플랫폼으로 출시된 게임으로 한정한다.

        C3. 내용정보표시사항 항목 중 ‘공포’ 또는 ‘폭력성’ 단일 항목만 ‘유(有)’로 결정되고, 나머지(선정성, 약물, 언어, 사행성 등) 항목은 모두 ‘무(無)’로 결정된 게임. 이는 ‘공포’와 ‘폭력성’을 제외한 다른 변수가 모델 학습에 미치는 영향을 통제하기 위한 목적이다.

        C4. ‘공포’와 ‘폭력성’ 각 범주 내에서 전체이용가, 12세이용가, 15세이용가, 청소년 이용불가 등급을 받은 게임 표본 수의 균형을 확보한다.

        C5. 스팀, 구글플레이스토어, 애플앱스토어와 같은 오픈마켓에서 서비스를 운영 중인 게임으로, 게임 플레이 영상 데이터 확보가 가능한 게임으로 한정한다.

        C1 ~ C5 선정 기준에 따라 ‘공포’만 ‘유(有)’인 게임 46개, ‘폭력성’만 ‘유(有)’인 게임 48개, 총 94개 게임을 최종 연구 대상으로 선정했다. 최종 연구 대상 리스트는 표 2와 같다.

        
          Table 2. 
				
          

          
            Games selected for study
          
          

        

        
          
            
              	No
              	Class
(Horror/Violence)
              	Game Title
              	Applicant
              	Age Rating
            

          
          
            	1
            	Horror
            	Regular Factory: Escape Room
            	Smilegate Holdings, Inc.
            	ALL
          

          
            	2
            	Horror
            	Tested on Humans: Escape Room
            	Smilegate Holdings, Inc.
            	ALL
          

          
            	
            	···
            	···
            	···
            	···
          

          
            	46
            	Horror
            	DreadEye VR
            	NINE VR Co., Ltd.
            	19+
          

          
            	47
            	Violence
            	SONIC FRONTIERS
            	SEGA Publishing Korea Ltd.
            	ALL
          

          
            	48
            	Violence
            	Battle of the Three Kingdoms
            	MEPL Games Co., Ltd.
            	ALL
          

          
            	
            	···
            	···
            	···
            	···
          

          
            	94
            	Violence
            	DOOM ＋ DOOM II
            	H2 Interactive Co., Ltd.
            	19+
          

        

        

        위와 같이 선정한 94개 게임들은 아래의 기준(Standard S1~S2)을 참고하여 게임 플레이 영상을 수집했다.

        S1. 게임 플레이 영상 내 인게임 소리를 반드시 포함한다. 게임물관리위원회 등급분류규정 제2장에 따르면, 공포감을 유발하는 음향 효과 등 사운드 역시 폭력성 및 공포 항목의 심의 대상에 포함되기 때문이다[5].

        S2. 플레이 영상 내 인게임 소리를 제외한 모든 소리(플레이어 코멘터리 음성 등)는 미포함한다. 이는 게임 외 요소가 모델의 결정에 미치는 영향을 통제하기 위함이다.

      

      
        2-3 수집 데이터 설명
        2-2의 선정 기준 C4에 따라 표본의 균형을 확보하고자, 연령 등급별 분포를 전체이용가(‘공포’ 12개, ‘폭력성’ 12개), 12세 이용가(‘공포’ 12개, ‘폭력성’ 12개), 15세 이용가(‘공포’ 13개, ‘폭력성’ 12개), 청소년이용불가(‘공포’ 9개, ‘폭력성’ 12개)로 구성하여 특정 연령 등급의 데이터가 편중되는 것을 최소화했다. 확보한 데이터의 분포는 그림 3과 같다.

        
          
          

          Fig. 3. 
				
          

          
            Distribution of selected gameplay videos by category and age rating
          
          

          

        

      

      
        2-4 용어 정리
        연구 방법을 설명하기 전 본 연구의 이해를 돕기 위해 핵심 기술 용어를 아래와 같이 정리했다. 용어는 기본적인 딥러닝 개념에서 시작하여 데이터 처리, 학습 방법론, 그리고 구체적인 모델 아키텍처로 확장되는 순서로 정렬했다.

        
          	- 딥러닝(Deep Learning): 여러 계층으로 구성된 인공신경망을 사용하여 데이터로부터 계층적인 특징을 학습하는 머신러닝의 한 분야이다[10].


          	- 벡터(Vector): 크기와 방향을 모두 가지는 수학적 객체. 딥러닝에서는 데이터를 수치적으로 표현하는 배열 형태로 사용된다[11].


          	- 임베딩(Embedding): 자연어, 이미지 등 사람이 사용하는 정보를 컴퓨터가 처리할 수 있도록 숫자 벡터로 변환하는 과정 또는 그 결과물 자체이다[12].


          	- 역전파(Backpropagation): 신경망의 예측값과 실제값 사이의 오차를 출력층에서부터 입력층 방향으로 역으로 전파하며 각 계층의 가중치를 점진적으로 조정하는 알고리즘이다[13].


          	- 과적합(Overfitting): 머신러닝 모델이 훈련 데이터에만 지나치게 최적화되어, 새로운 데이터에 대한 일반화 성능이 저하되는 현상이다[10].


          	- 모달리티(Modality): 데이터를 인식하고 표현하는 방식. 인공지능 분야에서는 시각(이미지, 비디오), 청각(음성), 텍스트 등과 같이 서로 다른 종류의 데이터 스트림을 의미한다[14].


          	- 전이 학습(Transfer Learning): 특정 작업을 위해 학습된 모델을 초기 가중치로 사용하여, 다른 작업에 대한 모델을 학습시키는 방법론이다[15].


          	- 미세 조정(Fine-tuning): 사전에 대규모 데이터셋으로 학습된 모델을 가져와, 특정 목표 데이터셋에 맞게 가중치 전체 또는 일부를 재학습하여 모델의 성능을 최적화하는 과정이다[16].


          	- 평균 제곱 오차(MSE; Mean Squared Error): 예측값과 실제값 간의 차이를 제곱하여 평균을 낸 값이다[17].


          	- 자기지도학습(SSL; Self-Supervised Learning): 별도의 레이블이 없는 데이터 자체에서 의사 레이블을 생성하여 이를 감독 신호로 활용하는 학습 방식이다[18].


          	- STFT (Short-Time Fourier Transform): 시간에 따라 주파수 특성이 변하는 비정상 신호를 분석하기 위해, 짧은 시간 구간으로 신호를 나누어 각 구간에 대해 푸리에 변환을 적용하는 기법이다[19].


          	- 멜 스펙트로그램(Mel Spectrogram): STFT를 통해 얻은 스펙트로그램의 주파수 축을 인간의 청각 시스템이 인지하는 방식과 유사한 멜 스케일(Mel scale)로 변환한 표현이다[20].


          	- 셀프 어텐션(Self-Attention): 트랜스포머의 핵심 메커니즘으로, 입력 시퀀스 내의 각 요소들이 다른 모든 요소들과의 가중치를 계산하여, 어떤 요소에 더 집중할지 결정하는 방식이다[21].


          	- 튜블릿 임베딩(Tublet Embedding): 비디오 트랜스포머에서 시공간적 특징을 추출하기 위한 임베딩 방식. 시간 축을 따라 연속된 이미지 패치들의 묶음인 튜블릿을 하나의 토큰으로 변환하여 모델의 입력으로 사용한다[22].


          	- VideoMAE (Video Masked Autoencoders): 영상을 위한 자기 지도 학습 모델로, 튜브 형식으로 90-95%의 토큰을 마스킹하여 자기지도 영상 학습을 통해 데이터를 효율적으로 학습할 수 있도록 한다[23].


          	- AST (Audio Spectrogram Transformer): 오디오의 멜 스펙트로그램을 이미지처럼 간주하여 트랜스포머 모델에 직접 입력하는 방식의 오디오 분류 모델이다[24].


          	- ViViT (Video Vision Transformer): 비디오 데이터를 순수한 트랜스포머 구조로 처리하기 위해 제안된 모델. 비디오를 시공간적 튜블릿으로 분할하고, 이를 토큰으로 입력받아 비디오 분류를 수행한다[22].


          	- 다중 인스턴스 학습(MIL; Multiple Instance Learning): 개별 인스턴스가 아닌 인스턴스의 집합인 Bag 단위로 레이블이 부여된 데이터를 학습하는 지도 학습의 한 형태이다[25].


          	- 백(Bag): MIL의 기본 데이터 단위로, 여러 개별 인스턴스들의 집합. 개별 인스턴스가 아닌 전체에 대해 단일 레이블이 할당되는 것이 특징이다[26].


          	- 스태킹 앙상블(Stacking Ensemble): 여러 다른 모델(base models)의 예측 결과를 입력으로 받아, 이를 학습하는 상위 모델(meta-model)을 통해 최종 예측을 수행하는 앙상블 기법이다[27].


        

      

      
        2-5 연구 방법
        앞선, ‘2-2 연구 대상 선정’ 문단에서 기술한 방법처럼 게임 플레이 영상을 수집하여 연구를 진행했다. 영상은 시각 데이터와 소리 데이터로 구분된다. 본 연구에서 시각 데이터는 Visual으로, 소리 데이터는 Audio로 정의한다. 머신러닝 모델이 게임 내 ‘공포’와 ‘폭력성’을 구분하고, 사람이 해석할 수 있는 결과가 나올 수 있는지 여부를 검증한다. 연구 과정은 크게 데이터 전처리, 데이터 증강 및 임베딩, Visual 자기지도학습, MIL 기반 멀티모달 약지도 학습 분류 모델 설계, 모델 앙상블 및 성능 평가의 총 5단계로 구성된다.

        94개 게임 플레이 영상에서 ‘공포’와 ‘폭력성’이라는 레이블만 존재하는 약지도 데이터의 한계가 있다. 이를 극복하기 위해 딥러닝 아키텍처인 ViViT와 AST 모델을 이용하여 영상에서 Visual과 Audio의 각 모달리티의 특징을 추출하여 시공간적 맥락과 장기 의존성을 효과적으로 학습하고자 하였다. 또한 모델의 성능을 극대화하기 위해 개별 학습된 모델의 추론 결과를 결합하는 스태킹 앙상블 기법을 사용했다.

        
          1) 1단계: 데이터 전처리
          1-1.Visual 데이터 전처리: 수집된 94개의 게임 플레이 영상은 720p에서 1080p, 초당 프레임은 24fps에서 60fps 등으로 다양하다. 고해상도 영상을 그대로 사용할 경우 과도한 연산 비용이 발생할 수 있다. 데이터별로 해상도와 조건이 다를 경우 모델 성능에 영향을 미칠 수 있기에 효율적인 학습 환경을 추구하기 위해 Visual 데이터에서는 다음과 같은 전처리 과정을 수행했다. 원본 게임 영상을 가로 360 픽셀, 세로 203픽셀의 해상도로 다운스케일링 후 0.25초 간격(초당 4프레임)으로 png 이미지 파일로 저장했다.

          1-2.Audio 데이터 전처리: 게임 플레이 영상의 Audio 내에는 배경음악, 효과음, 대화 등 모든 청각적 요소가 혼합되어 있다. 따라서 이러한 요소들이 혼합된 원본 오디오는 모델이 ‘공포’와 ‘폭력성’에 관련된 핵심적인 특징을 학습하는 데 방해가 될 수 있다. 이러한 문제를 방지하기 위해 Audio에서는 다음과 같은 전처리 과정을 수행했다. Meta AI(구 Facebook AI Research) 연구팀이 개발한 Demucs 모델을 이용하여 음성(인게임 대사)과 비음성(배경음, 효과음 등)으로 음원을 분리한 후 개별 wav 파일로 저장했다[28].

        

        
          2) 2단계: 데이터 증강 및 임베딩
          2-1.데이터 증강: 학습 데이터가 부족한 경우 모델의 과적합이 발생할 수 있다. 데이터 전처리 과정을 통해 확보한 전체 이미지 데이터는 399,709개이지만 이 중 ‘공포’와 ‘폭력성’이 포함된 이미지의 수는 이보다 더 적을 가능성이 높아 데이터 증강을 진행했다. 데이터 증강 시 ‘공포’와 ‘폭력성’은 톤앤무드(Tone & Mood)가 달라질 경우 학습 성능이 저하될 수 있음을 유의해야 한다. 따라서 밝기, 대비, 채도, 색조 조절과 같은 색상 조절 기반의 기법은 제외하고 데이터 증강을 진행했다.

          2-2.임베딩: 모델이 학습할 수 있는 데이터 형태로 변환하기 위해 임베딩을 진행했다. 임베딩 시 영상 데이터가 가지고 있는 시공간적 특성을 반영하기 위해 본 연구에서는 각 Visual과 Audio 데이터는 다음과 같은 과정으로 임베딩을 진행했다.

          2-2-1. Visual 임베딩: Visual 데이터는 google/vivit-b-16x2-kinetics400 사전 학습 ViViT 모델을 이용했다[22]. 데이터 전처리 과정을 통해 변환된 이미지 중 32개 프레임(8초 분량)을 하나의 클립으로 묶었다. 32개인 이유는 모델의 입력 요구사항이 32 프레임이기 때문이다. 이후, 32개 프레임으로 구성된 클립을 모델에 입력하여 영상의 시공간적 특징을 나타내는 출력값을 추출하고, 이를 NumPy 배열로 저장했다.

          2-2-2. Audio 임베딩: Audio 데이터는 AudioSet 데이터셋을 기반으로 파인튜닝된 MIT/ast-finetuned-audioset-10-10-0.4593 AST 모델을 이용하여 임베딩을 진행했다[29]. 각 음성과 비음성 파일을 8초 간격으로 균등하게 분절한 클립으로 묶었다. 8초 간격으로 분절한 이유는 임베딩된 Visual의 시간 단위와 통일하기 위함이다. 분절된 Audio 데이터는 AST 모델의 전처리기를 통과 후 멜 스펙트로그램으로 변환된다. 이후, 모델의 출력값에서 음성 클립의 특징을 요약하는 정보를 추출해 NumPy 배열로 저장했다.

        

        
          3) 3단계: Visual 자기지도학습(SSL)
          본 연구에서 사용하는 ViViT 모델은 google/vivit-b-16x2-kinetics400 모델로 kinetics400 데이터셋을 이용하여 사전학습이 완료된 모델이다. 해당 데이터셋은 YouTube에서 수집한 악기 연주와 같은 사람의 활동 등의 영상 데이터로 구성되어 있어 본 연구에서 사용하는 게임 플레이 영상과는 도메인 격차가 존재한다. 이를 해소하고 게임 도메인에 특화된 시각적 표현력을 확보하기 위해, VideoMAE 프레임워크를 이용한 SSL을 진행했다. 32 프레임의 Visual 데이터 클립을 튜블릿으로 토큰화한 후 전체 튜블릿의 90% 비율로 무작위 마스킹을 했다. 이후 마스킹된 부분을 모델이 스스로 원본 픽셀 값을 재구성하도록 학습하며, 이 과정에서 재구성된 픽셀과 원본 픽셀 간의 MSE를 최소화했다. 이렇게 SSL을 완료하면 게임 플레이 영상 도메인에 특화된 가중치가 생성되며 pth 파일로 저장된다.

        

        
          4) 4단계: MIL 기반 멀티모달 약지도 학습 분류 모델 설계
          3단계를 통해 얻은 가중치 기반의 ViViT 모델과 AudioSet으로 파인튜닝된 AST 모델은 각각 8초 분량의 Visual, Audio(음성, 비음성) 클립(인스턴스)을 입력받아 해당 인스턴스가 특정 클래스에 속할 확률을 추론한다. 이 과정은 MIL 프레임워크를 기반으로 지도학습 파인튜닝을 진행했다. 개별 게임 플레이 영상은 MIL에서 하나의 Bag에 해당한다. Bag에 대한 ‘공포’ 및 ‘폭력성’에 대한 최종 추론 결과를 위해서는 해당 게임에 속한 모든 인스턴스들의 결과를 하나의 Bag 단위의 추론을 거쳐 통합하는 과정이 필요하다. 본 연구에서는 어텐션 기반 집계 방식을 사용하여 모델이 스스로 각 인스턴스의 중요도를 학습하여, 최종 추론 결과에 더 큰 영향을 미치는 핵심 인스턴스에 더 높은 가중치를 부여하도록 한다. 또한 집계된 Bag 단위 추론 결과와 실제 게임의 ‘공포’ 및 ‘폭력성’을 비교하여 손실을 계산한다. 본 연구에서는 이진 분류에 적합한 Binary Cross-Entropy 함수를 사용하고, 손실값을 최소화하는 방향으로 모델의 가중치를 조정하는 역전파 과정이 반복된다. 이후 각 모델들의 가중치는 pth 파일로 저장된다. 이러한 MIL 기반 파인튜닝 과정을 통해, 모델은 어떤 종류의 시청각적 특성들이 ‘공포’ 또는 ‘폭력성’이라는 레이블과 강한 연관성을 갖는지 스스로 학습하게 된다.

        

        
          5) 5단계: 모델 앙상블 및 성능 평가
          5-1.모델 앙상블: 각 모달리티별 모델의 학습 결과를 결합하여 전체 모델의 성능 향상을 시도했다. 본 연구에서는 각 모달리티별 모델의 추론 결과를 융합하기 위한 기법으로 스태킹 앙상블 기법을 채택했다.

          5-2.성능 평가: 개발된 모델의 성능을 평가하기 위해, 본 연구에서는 분류 모델 평가에 널리 사용되는 표준적인 지표들을 채택했다. 평가는 크게 두 가지 수준에서 이루어진다. 첫째는 실제 레이블이 존재하는 개별 게임의 전체 단위, 즉 Bag 수준에서 정량적 평가이고, 둘째는 모델의 내부 작동 방식을 이해하고 해석 가능성을 탐색하기 위한 영상 클립 단위, 즉 인스턴스 수준에서의 정성적 분석이다. 상세한 내용은 이어지는 Ⅲ. 연구 결과에서 설명할 예정이다.
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              Research method pipeline
            
            

            

          

        

      

    

    

  
    
      Ⅲ. 연구 결과
      본 장에서는 제안된 MIL 기반의 멀티모달 분류 모델의 성능을 다각적으로 평가하고 그 결과를 분석한다. 평가는 총 4단계에 걸쳐 진행된다. 첫째, 각 모달리티(시각, 음성, 비음성)를 독립적으로 학습시킨 개별 모델의 성능을 요약하고 정량적으로 평가한다. 둘째, 이들 개별 모델을 융합한 앙상블 모델의 성능을 다양한 시나리오에 따라 정량적으로 비교 평가한다. 셋째, 개별 모델의 정량적 평가 결과가 지닌 한계점을 분석한다. 마지막으로, 해석 가능성을 탐색하기 위해 UMAP(Uniform Manifold Approximation and Projection) 임베딩 시각화를 활용한 인스턴스 단위의 정성적 분석을 수행한다.

      
        3-1 개별 모달리티 모델의 학습 환경 및 정량 평가 요약
        본 연구에서 제안하는 모델의 학습 및 평가는 NVIDIA A100-40GB GPU(Graphics Processing Unit) 환경에서 수행되었다. 연구의 재현성 확보를 위해 모든 개별 모델 학습에 공통된 하이퍼파라미터를 적용했다. 학습률(Learning Rate)은 1e−5로 설정하였으며, 전체 훈련 데이터셋을 30회 반복 학습(30 Epochs)했다. 모델의 일반화 성능을 신뢰도 높게 검증하기 위해, 전체 94개의 게임 플레이 영상 데이터 중 75%를 훈련 데이터셋으로, 25%를 평가 데이터셋으로 분리했다. 이때 데이터 분할 과정에서 발생할 수 있는 편향을 최소화하고자, 각 데이터의 클래스(‘공포’, ‘폭력성’)와 연령 등급 비율이 원본 데이터셋과 동일하게 유지되도록 계층적 분할 방식을 사용했다. 이는 평가 결과의 객관성을 확보하고 모델이 특정 유형의 데이터에 과적합되는 것을 방지하는 데 기여한다. 더 명확한 연구 결과 도출을 위해, 연구 방법에서 정의한 세 가지 데이터 모달리티에 기반한 개별 모델을 아래와 같이 정의한다.

        
          	- 시각 모달리티 모델(Visual Modality Model): 게임 플레이 영상의 시각적 정보를 처리하는 모델.


          	- 음성 모달리티 모델(Vocal Modality Model): 음원 분리를 통해 추출된 인게임 대사 등 음성 정보를 처리하는 모델.


          	- 비음성 모달리티 모델(Non-vocal Audio Modality Model): 음원 분리를 통해 추출된 배경음악 및 효과음을 처리하는 모델.


        

        각 개별 모달리티 모델의 평가 지표로는 전체 분류의 정확성을 나타내는 정확도(Accuracy)와, 모델이 ‘공포’와 ‘폭력성’으로 추론한 결과가 얼마나 신뢰할 수 있는지를 나타내는 정밀도(Precision)를 사용했다. 각 지표의 계산식은 아래와 같다.
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        여기서 TP는 True Positive, TN은 True Negative, FP는 False Positive, FN은 False Negative를 의미한다. 평가 데이터셋에 대한 각 개별 모달리티 모델의 Bag 단위(게임 전체 단위) 분류 성능은 그림 5, 그림 6, 그림 7과 같다.

        
          
          

          Fig. 5. 
				
          

          
            Training results for the visual modality
          
          

          

        

        
          
          

          Fig. 6. 
				
          

          
            Training results for the vocal modality
          
          

          

        

        
          
          

          Fig. 7. 
				
          

          
            Training results for the non-vocal modality
          
          

          

        

        그림 5, 그림 6, 그림 7은 몇 가지 중요한 점을 시사한다.

        첫째, 시각 모달리티 모델과 비음성 모달리티 모델의 정확도는 약 96.5%, 정밀도 약 92.8%로 동일한 성능을 기록했다. 이는 본 연구에 있어 시각적 단서(예: 전투 장면, 어두운 배경)와 비음성 청각적 단서(예: 폭발음, 긴장감을 고조시키는 배경음악)가 매우 높은 정보적 상관관계를 가지며, 각각이 독립적으로도 충분한 변별력을 제공함을 의미한다.

        둘째, 음성 모달리티 모델의 정확도는 약 82.8%로 다른 두 모델에 비해 낮은 성능을 보였다. 이는 게임 내 대사와 같은 음성 정보만으로는 ‘공포’와 ‘폭력성’을 구분하는 데 한계가 있음을 나타낸다.

      

      
        3-2 Bag 단위 정량 평가: 앙상블 모델 성능 비교
        개별 모달리티 모델의 성능을 기반으로, 각 모델의 추론 결과를 결합하여 더 높은 성능을 달성하고자 스태킹 앙상블 기법을 적용했다. 이 접근법의 핵심 가정은 서로 다른 모달리티에서 추출된 정보가 상호 보완적으로 작용하여 단일 모델의 한계를 극복할 수 있다는 점이다. 이를 검증하기 위해, 각 모달리티별 모델의 추론 결과에 다양한 가중치를 부여하여 융합하는 시나리오별 성능을 비교 분석했다. 그 결과는 표 3과 같다.

        
          Table 3. 
				
          

          
            Performance comparison by ensemble scenario
          
          

        

        
          
            
              	Ensemble Scenario
              	Modality Weight 
(Visual, Vocal, Non-Vocal)
              	Accuracy
              	Precision
            

          
          
            	Visual Model Only
            	(1, 0, 0)
            	0.9655
            	0.9286
          

          
            	Non-Vocal Audio Model Only
            	(0, 0, 1)
            	0.9655
            	0.9286
          

          
            	Equal Average
            	(0.333, 0.333, 0.333)
            	0.931
            	0.8667
          

          
            	Visual Dominant
            	(0.6, 0.2, 0.2)
            	0.931
            	0.8667
          

          
            	Audio Dominant
(Vocal+Non-Vocal)
            	(0.4, 0.3, 0.3)
            	0.931
            	0.8667
          

          
            	Vocals Focused
            	(0.4, 0.4, 0.2)
            	0.931
            	0.8667
          

          
            	Vocal Model Only
            	(0, 1, 0)
            	0.8276
            	0.7857
          

        

        

        표 3의 결과는 앙상블의 일반적인 기대와는 반대되는 결과를 보여준다. 가장 두드러진 점은 어떠한 앙상블 조합도 개별 시각 모달리티 모델이나 비음성 모달리티 모델의 성능(정확도 0.9655)에 근접하지 못했다는 것이다. 오히려 세 모달리티를 모두 결합한 모든 시나리오에서 정확도는 0.931으로 하락했으며, 정밀도 역시 0.8667로 감소했다. 이러한 성능 저하의 원인을 파악하기 위해 각 모델의 기여도를 분석해 볼 수 있다. 모든 성능 저하 시나리오의 공통점은 상대적으로 성능이 낮은 음성 모달리티 모델이 앙상블에 포함되었다는 점이다. 이는 음성 모달리티 모델의 추론 결과가 단순히 정보력이 부족한 것을 넘어, 스태킹 앙상블의 상위 모델에 유용한 보완 신호가 아닌 오히려 잡음(noise)으로 작용했음을 시사한다.

      

      
        3-3 정량적 평가 한계점
        3-1과 3-2에서 제시된 정량적 평가 결과는 몇 가지 한계점을 내포한다. 이러한 한계점을 명확히 인지하는 것은 본 연구의 결과를 올바르게 해석하고 향후 연구 방향을 설정하는 데 필수적이다.

        첫째, 낮은 성능의 모달리티 모델이 미치는 부정적인 영향이다. 3-1에서 음성 모달리티 모델은 시각 모달리티 모델이나 비음성 모달리티 모델에 비해 낮은 성능을 보였다. 3-2의 앙상블 평가 결과, 음성 모달리티 모델을 결합했을 때 전체 성능이 단일 모달리티 모델보다 하락하는 현상이 발생했다. 즉, 앙상블 모델이 음성 모달리티 모델의 부정확한 추론에 과도하게 영향을 받아 전체적인 판별 능력이 저하된 것이다.

        둘째, 평가 지표의 변별력이 부족한 현상이다. 시각 모달리티 모델과 비음성 모달리티 모델의 정확도와 정밀도가 소수점 넷째 자리까지 동일하게 나타났으며, 대부분의 앙상블 시나리오 역시 가중치 변화에 관계없이 동일한 결과가 도출되었다.

        이러한 두 가지 현상의 원인은 데이터 수 부족에 있다. 머신러닝 및 딥러닝 모델, 특히 복잡한 멀티모달 앙상블 모델이 일반화된 성능을 확보하고 미세한 성능 차이를 보이기 위해서는 대규모의 학습 및 검증 데이터가 필수적이다. 현재 연구에 사용된 데이터셋의 규모는 모델이 각 모달리티의 특징을 충분히 학습하고, 평가 과정에서 그 성능 차이를 유의미하게 드러내기에는 부족하다. 따라서 현재의 정량적 수치는 제한된 데이터 환경에서의 결과로 해석해야 하며, 향후 더 많은 데이터를 확보하여 모델의 성능을 재검증하고 개선하는 작업이 필요하다.

      

      
        3-4 UMAP 임베딩 시각화 기반 인스턴스 단위 정성 평가
        앞선 정량 평가는 모델의 성능을 수치적으로 보여주었지만, 모델이 결정을 내리는 기준을 설명하지는 못한다. 특히 앙상블 모델의 성능이 예상과 달리 저하되는 등 정량적 결과만으로는 해석이 불분명한 지점이 존재한다. 따라서 모델의 신뢰성을 확보하고 내부 작동 원리에 대한 통찰을 얻기 위해서는 인스턴스(8초 클립) 단위의 정성적 분석이 필수적이다. 이는 모델이 단순히 통계적 패턴에 의존하는 블랙박스가 아니라, 타당한 근거를 바탕으로 작동하는지를 검증하며 모델 결과에 대한 사람의 해석 가능성을 확인하는 과정이다.

        이러한 해석 가능성을 위해, 본 연구에서는 비선형 차원 축소 기법인 UMAP으로 모델이 학습한 고차원 임베딩 공간을 시각화했다. UMAP은 각 8초 클립 인스턴스를 표현하는 복잡한 고차원 벡터(본 연구의 Visual 임베딩 데이터는 768차원)를 사람이 직관적으로 인지할 수 있는 2차원으로 투영한다. 이 시각화를 통해 데이터의 구조, 클래스(‘공포’, ‘폭력성’) 간의 군집 형성 여부, 그리고 모델의 오분류 경향과 같은 복합적인 패턴을 시각적으로 파악할 수 있다.

        인스턴스 단위 정성 평가는 정량적 평가에서 가장 정확도가 높았던 시각 모달리티 모델 결과를 기준으로 임베딩 시각화를 수행한 후 그 결과를 분석했다. 그림 8은 시각 모달리티 모델이 학습한 모든 인스턴스의 임베딩 벡터를 2차원으로 시각화한 결과이다. 각 점은 개별 인스턴스를 의미하며, 붉은색은 ‘폭력성’, 푸른색은 ‘공포’로 분류된 인스턴스를 나타낸다. UMAP에서 나타나는 경계선은 모델이 학습한 결정 경계(Decision Boundary)를 의미한다. 시각화된 결정 경계는 실제 모델이 768차원 공간에서 학습한 복잡한 초평면 자체가 아닌 2차원적 근사치이다. 따라서 768차원 공간에서는 ‘폭력성’ 클래스 경계에 올바르게 위치하여 정확하게 분류된 인스턴스라 할지라도, UMAP에 의해 2차원으로 투영되는 과정에서 발생하는 왜곡으로 인해 시각화된 ‘공포’ 영역에 위치할 수 있다.

        
          
          

          Fig. 8. 
				
          

          
            UMAP visualization of all instances from the visual modality model
          
          

          

        

        임베딩 시각화 결과인 그림 8과 그림 9에서 가장 먼저 관찰되는 특징은 ‘공포’와 ‘폭력성’ 클래스가 비교적 명확히 구분되어 두 개의 군집을 형성하고 있다는 점이다. 이는 시각 모달리티 모델이 두 클래스를 구분하는 시각적 특징들을 학습하여, 임베딩 공간상에서 이들을 분리해 냈음을 시사한다.

        
          
          

          Fig. 9. 
				
          

          
            UMAP visualization of correctly classified instances from the visual modality model
          
          

          

        

        그림 10은 두 클래스의 경계 영역, 즉 경합 지점이 어떻게 형성되는지 구체적인 사례를 통해 보여준다. 이 그림은 ‘공포’로 정분류된 20_GhostRider_12_horror의 클립 127 인스턴스와 31_RunawayExpress_15_horror의 클립 69 인스턴스, 그리고 ‘폭력성’으로 정분류된 56_Pepo_ALL_violence의 클립 51 인스턴스와 77_InjusticeGods_15_violence의 클립 122 인스턴스를 함께 보여준다. 주목할 점은 4개 인스턴스가 결정 경계 부근에 서로 근접한 위치에 모여 있다는 점이다. 이는 해당 클립들이 정분류되기는 했지만, 그 시각적 특징이 어느 한쪽 클래스에 명확히 속하기보다는 ‘공포’와 ‘폭력성’의 특징을 모두 포함하고 있을 가능성을 시사한다.

        
          
          

          Fig. 10. 
				
          

          
            A case of competition between ‘horror’ and ‘violence’ classes
          
          

          

        

      

      
        3-5 인스턴스 단위 정성 평가 사례
        앞선 3-4의 UMAP 임베딩 시각화 기반 인스턴스 단위 정성 평가는 시각 모달리티 모델이 학습한 ‘공포’와 ‘폭력성’ 클래스가 임베딩 공간상에서 거시적으로 구분되는 군집을 형성함을 보여주었다. 그러나 거시적 분석만으로는 모델이 구체적으로 어떤 시각적 특징을 기반으로 판단을 내리는지, 즉 모델의 내부 작동 논리를 온전히 설명할 수 없다. 모델의 분류 결과에 대한 신뢰성과 해석 가능성을 확보하기 위해서는, 개별 인스턴스(8초 단위 클립)에 대한 모델의 판단을 심층적으로 분석하는 정성 평가를 진행했다. 대표적인 인스턴스 사례 분석을 통해 ‘공포’와 ‘폭력성’을 구분하기 위해 모델이 학습한 특징이 무엇인지 분석하고자 한다. 이 과정은 모델이 단순히 데이터의 표면적 패턴을 암기한 블랙박스가 아니라, 사람이 이해하고 해석할 수 있는 논리적 근거를 바탕으로 작동하는지를 검증하는 것이다. 이를 통해 본 연구의 핵심 목표인 인공지능 결과에 대한 사람의 해석 가능성을 확인하고자 한다.

        
          1) 사례 1 : 명확한 정분류 (‘공포’)
          직접적인 위협 요소가 없어도 어두운 조명, 인물의 부재, 음산한 장소 등 분위기 중심의 환경적 시각 특징을 통해 ‘공포’에 해당하는 인스턴스를 정확하게 분류했다.

          
            
            

            Fig. 11. 
				
            

            
              Case 1: Embedding and included scenes for 'Nyctophobia' (clip 128)
            
            

            

          

          
            
            

            Fig. 12. 
				
            

            
              Case 1: Representative scene from 'Nyctophobia' (clip 128)
            
            

            

          

          
            
            

            Fig. 13. 
				
            

            
              Case 1: Embedding and included scenes for 'White Day 2' (clip 30)
            
            

            

          

          
            
            

            Fig. 14. 
				
            

            
              Case 1: Representative scene from 'White Day 2' (clip 30)
            
            

            

          

        

        
          2) 사례 2 : 명확한 정분류 (‘폭력성’)
          선혈이나 신체 훼손이 없더라도 캐릭터 간의 명백한 타격/피격 등 행위 중심의 시각 특징을 통해 ‘폭력성’에 해당하는 인스턴스를 정확하게 분류했다.

          
            
            

            Fig. 15. 
				
            

            
              Case 2: Embedding and included scenes for 'Injustice' (clip 95)
            
            

            

          

          
            
            

            Fig. 16. 
				
            

            
              Case 2: Representative scene from 'Injustice' (clip 95)
            
            

            

          

          
            
            

            Fig. 17. 
				
            

            
              Case 2: embedding and included scenes for 'KIBORG' (clip 139)
            
            

            

          

          
            
            

            Fig. 18. 
				
            

            
              Case 2: Representative scene from 'KIBORG' (clip 139)
            
            

            

          

        

        
          3) 사례 3 : 오분류(‘폭력성’ 인스턴스의 ‘공포’ 오분류)
          ‘폭력성’만 있는 게임 플레이 영상임에도, 특정 구간에 아무런 행위가 없고 어두운 분위기만 존재할 경우, 이를 ‘공포’로 오분류하는 결과가 도출되었다.

          
            
            

            Fig. 19. 
				
            

            
              Case 3: Embedding and included scenes for 'Dungeonborne' (clip 62)
            
            

            

          

          
            
            

            Fig. 20. 
				
            

            
              Case 3: Representative scene from 'Dungeonborne' (clip 62) misclassified as ‘horror’
            
            

            

          

          
            
            

            Fig. 21. 
				
            

            
              Case 3: Embedding and included scenes for 'Tlatoani' (clip 37)
            
            

            

          

          
            
            

            Fig. 22. 
				
            

            
              Case 3: Representative scene from 'Tlatoani' (clip 37) misclassified as ‘horror’
            
            

            

          

          정성 분석을 종합하면, 모델은 각기 다른 시각적 특징을 통해 ‘공포’와 ‘폭력성’을 구분하는 것으로 나타났다. ‘폭력성’은 캐릭터 간의 타격/피격과 같은 동적인 행위를 핵심 특징으로 학습한 반면, ‘공포’는 어두운 톤앤무드나 인물이 없는 공간과 같은 정적인 분위기를 주요 단서로 학습했다. 특히, ‘폭력성’ 게임의 클립이라도 직접적인 액션이 없고 화면이 어두우면, 모델은 시각적 분위기를 우선시하여 이를 ‘공포’로 판단하는 경향이 있음을 시사한다.

        

      

    

    

  
    
      Ⅳ. 결 론
      본 장에서는 연구 결과를 바탕으로 연구의 시사점을 심층적으로 분석하고, 내재된 한계점을 비판적으로 고찰한다.

      마지막으로, 이러한 한계점을 극복하고 연구를 더욱 발전시키기 위한 구체적이고 전략적인 후속 연구 방향을 제안한다.

      
        4-1 시사점
        
          1) 시사점 1: 인공지능의 게임 내 ‘공포’와 ‘폭력성’ 구분
          본 연구의 첫 번째 시사점은, MIL 프레임워크를 통해 인공지능이 사람의 직접적인 개입이나 명시적인 정답이 없어도 게임 전체(Bag)에 부여된 ‘공포’ 또는 ‘폭력성’이라는 레이블만으로 데이터 내 특징을 스스로 학습하고 구분할 수 있음을 정량적으로 입증했다는 점이다. 특히 시각 모달리티 모델은 96.55%의 정확도를 기록했으며, 이는 MIL 프레임워크가 전투 장면이나 어두운 배경 등 시각적 요소들을 ‘공포’와 ‘폭력성’을 구분하는 특징으로 학습했음을 의미한다.

          결론적으로, MIL 기반 학습을 통해 인공지능이 막대한 양의 게임 데이터 속에서도 ‘공포’와 ‘폭력성’이라는 추상적 개념을 구성하는 시청각적 특징을 스스로 식별하고 학습할 수 있음을 시사한다.

        

        
          2) 시사점 2: 임베딩 시각화를 통한 결과의 해석 가능성
          정량적 수치만으로는 모델의 내부 작동 방식 전반을 이해하기 어렵기 때문에, 시각 모달리티 모델이 학습한 고차원 임베딩 벡터를 UMAP을 통해 2차원으로 시각화하는 정성적 분석을 수행하였다. 그 결과, ‘공포’와 ‘폭력성’으로 분류된 각 인스턴스(8초 분량 클립)들이 군집을 형성하였다. 이는 모델이 레이블을 암기하는 수준을 넘어, 두 개념을 구분하는 유의미한 시각적 특징들을 학습하여 데이터를 구조화했음을 시사한다.

          또한, 각 군집의 중심부에서 멀어질수록 각 클래스의 특징이 더 강하게 드러나는 장면들이 분포하는 경향도 확인되었다. 예를 들어, ‘공포’ 군집의 가장 외곽에는 정성적 분석상 뚜렷한 공포 장면들이 위치했고, ‘폭력성’ 군집의 외곽에는 직접적인 폭력 장면들이 위치하였다. 이는 모델이 단순히 두 개념을 이분법적으로 나누는 것을 넘어, 임베딩 공간상 거리와 위치를 통해 ‘공포’와 ‘폭력성’의 강도와 같은 특성의 정도까지 표현하고 있음을 시사한다.

          결론적으로, 군집 형성과 군집 내 의미 있는 분포는 인공지능의 분류 결과가 사람에게 해석 가능한 구조를 형성하고 있음을 나타낸다.

        

      

      
        4-2 한계점
        본 연구의 첫 번째 한계는 연구에 사용된 학습 데이터의 규모에 있다. 선별된 총 94개의 게임은 MIL 모델의 초기 성능을 검증하는 데는 적합하였으나, 이는 게관위가 진행하는 모니터링 대상 게임의 극히 일부에 불과하다. 딥러닝 모델의 성능과 일반화 가능성은 데이터의 양과 다양성에 의존한다. 따라서 학습 데이터에 포함되지 않은 새로운 장르, 독특한 아트 스타일, 비전형적인 게임 메커니즘을 가진 게임에 대해서도 동일한 성능을 보일 것이라고 보장하기 어렵다. 결론적으로 본 모델이 게관위의 포괄적인 등급분류 기준 전체를 완전히 학습했다고 판단하기에는 무리가 있다.

        또한 본 연구의 모델은 클립이 ‘공포’ 또는 ‘폭력성’인지 분류할 수는 있지만, 어떤 시청각적 요소 때문에 그러한 판단을 내렸는지를 구체적으로 설명하지는 못한다. 예를 들어 ‘공포’ 군집 내부에도 갑자기 튀어나오는(Jump Scare), 음산한 분위기(Atmospheric), 신체 훼손(Gore) 공포 등과 같은 하위 유형들이 존재할 수 있음에도, 현재 모델은 이러한 개념들을 명시적으로 구분하지 않는다. 따라서 모델의 판단 근거를 보다 세밀하게 이해하기 위해서는 추가적인 연구가 필요하다.

        그림 23의 ‘Dice Making Ending’(클립14)은 단순 엔딩 크레딧 장면임에도 불구하고 ‘공포’로 분류되었다. 이 오분류 사례는 현재 모델이 게임 플레이 영상에 대한 맥락적 이해에 한계가 있음을 보여준다. 모델이 장면 흐름의 맥락을 온전히 반영하지 못하는 문제는 추가 연구가 필요하다.

        
          
          

          Fig. 23. 
				
          

          
            Representative scene from 'Dice Making Ending' (clip 14) misclassified as ‘horror’
            *This figure includes Korean because the study is based on gameplay footage recorded from games officially serviced in South Korea.

          
          

          

        

        마지막으로 앙상블 모델의 성능 저하를 야기한 음성 모달리티 모델의 낮은 성능은 본 연구의 주요 기술적 한계 중 하나이다. 게임 내 대사와 같은 음성 정보가, 순수한 음향적 특징만으로는 ‘공포’와 ‘폭력성’을 구분하는데 제한적인데 그 원인은 두 가지로 추정된다. 첫째, 동일한 단어나 비명이라도 게임의 전후 맥락에 따라 그 의미(두려움, 놀람, 환희 등)가 달라질 수 있는데, 현재의 AST 모델은 음향 패턴은 잘 인식하나, 발화의 의미나 맥락은 인식하지 못하기 때문이다. 둘째, 본 연구에서 사용된 AST 모델은 오디오 이벤트를 탐지하는 데는 강점이 있지만, 자연어 처리 기능은 없다. 즉, 발화된 단어의 의미를 이해하지 못하고 소리의 패턴만을 학습하기 때문에 제한적일 수밖에 없다. 따라서 향후 자연어 처리를 포함하는 멀티모달 융합 연구도 필요하다.

      

      
        4-3 향후 연구 방향
        앞서 4-2에서 논의된 한계점들을 기반으로 본 연구를 확장하고 심화시키기 위해 다음의 3가지 연구 방향이 필요하다.

        
          1) 향후 연구 방향 1: 대규모 데이터셋 구축
          본 연구보다 많은 수의 게임 데이터를 확보하여, 게임의 장르, 아트 스타일, 플랫폼 등의 다양성을 포함하는 대규모 학습 데이터셋을 구축해야 한다. 이는 모델의 강건성과 일반화 성능 향상에 기여할 것이다.

        

        
          2) 향후 연구 방향 2: 비지도 클러스터링 기반 하위 개념 분석
          ‘공포’와 ‘폭력성’ 내에서도 다양한 하위 유형이 존재할 수 있으므로, K-평균 군집화(K-Means Clustering)와 같은 비지도 학습 기법을 활용해 하위 개념을 도출하고 분석할 필요가 있다. 이를 통해 임베딩 공간을 더 깊이 이해하고, 해석 가능성을 높일 수 있다.

        

        
          3) 향후 연구 방향 3: 음성 모달리티 모델 보완
          음성 모달리티 모델의 잠재력을 최대한 활용하기 위해서는 기존의 AST를 넘어 자연어 처리 기술을 통합해야 한다. 음성을 텍스트로 변환(STT)한 뒤, 이를 자연어 처리로 추가 분석하는 방식을 고려할 수 있다. 이후 시각 및 비음성 모달리티 모델과 융합해 멀티모달 모델 간의 시너지를 높일 수 있을 것으로 기대한다.
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