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            Abstract
          
        

        
          최신 생성형 AI 기술은 고품질의 정적 에셋을 생성하거나 편집 가능한 절차적 자산을 만드는 두 방향으로 발전했으나, 두 결과물은 상호 호환되지 않아 전문 3D 워크플로우에 통합되기 어려운 한계가 있다. 본 연구는 이 간극을 해소하고자 텍스트와 이미지 입력만으로 Unreal Engine 등에서 즉시 편집 가능한 절차적 물리 기반 렌더링 재질 그래프를 직접 생성하는 프레임워크인 절차적 스타일 확산(PSD; procedural style diffusion)을 제안한다. 본 프레임워크는 조건부 확산 모델을 통해 그래프 토큰 시퀀스를 예측하고, 사전 훈련된 이미지 모델과의 피드백 루프를 형성하는 협력적 제어 메커니즘을 통해 시각적 충실도와 구조적 타당성을 동시에 확보하는 방법론을 사용한다. 정량적 및 정성적 평가 결과, 제안 방식은 기존 수작업 대비 평균 78%의 작업 시간을 단축하고, 다른 AI 기반 모델 대비 더 높은 시각적 품질을 달성하며 실용적 가치를 입증했다. 본 연구는 AI의 자동화와 아티스트의 편집 제어권을 결합하여 새로운 디지털 콘텐츠 제작 워크플로우를 제시한다.

        

        
          
            초록
          
        

        
          Generative AI has advanced rapidly in producing high-fidelity static assets and editable procedural assets; however, these capabilities are largely incompatible—limiting their integration into professional 3D workflows. This study addresses this gap by introducing procedural style diffusion (PSD), a novel framework that generates editable, procedural physically based rendering material graphs directly from text and image prompts. These graphs are compatible with engines such as Unreal Engine. PSD employs a conditional diffusion model to predict graph token sequences, guided by a collaborative control loop that integrates feedback from a pre-trained image model. This approach ensures both visual fidelity and structural validity of the outputs. Quantitative and qualitative evaluations show that PSD reduces material creation time by 78% compared to manual workflows and outperforms existing AI baselines in visual quality. By uniting AI-driven automation with artist-centric procedural control, PSD establishes a new paradigm for accelerating and enriching creative workflows in 3D content production.
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      Ⅰ. 서 론
      디지털 콘텐츠 산업이 게임, 영화, 가상현실 등 다양한 분야로 확장됨에 따라, 사용자가 몰입할 수 있는 가상 세계를 구축하는 것이 중요해졌다. 이러한 가상 세계의 사실감과 디테일을 결정하는 핵심 요소가 바로 3D 에셋이다. 3D 에셋이란 캐릭터, 배경, 소품 등 3D 공간을 구성하는 모든 디지털 자산을 의미하며, 특히 물체의 표면 질감을 표현하는 재질(material)은 최종 결과물의 품질을 좌우한다. 최근 고품질의 3D 에셋에 대한 수요가 폭발적으로 증가하며, 이를 효율적으로 제작하기 위한 기술적 변혁이 요구되고 있다. 그 중심에 생성형 인공지능, 특히 확산 모델(diffusion models)이 자리하며 콘텐츠 제작의 패러다임을 근본적으로 바꾸고 있다[1],[2].

      현재 AI 기반 3D 에셋 제작 기술은 두 가지 상이한 흐름으로 발전하고 있다. 첫째는 MeshGen, PacTure, Step1X-3D 등의 연구와 같이 텍스트나 이미지로부터 매우 사실적인 3D 모델과 PBR (physically based rendering) 텍스처 맵을 생성하여 고품질의 정적 에셋을 만드는 데 초점을 맞추는 흐름이다[3]-[5]. 이 모델들은 강력한 2D 이미지 생성 모델의 능력을 3D로 확장하여, 최종적으로 렌더링된 구워진(baked) 형태의 텍스처를 출력한다. 둘째는 사용자의 제어 가능성과 편집 용이성을 극대화하는 절차적 생성(PCG; procedural content generation) 흐름이다. DI-PCG (diffusion based efficient inverse procedural content generation)나 MatFormer와 같은 역절차적 모델링 연구는 입력 이미지를 분석하여 Adobe Substance나 Unreal Engine 등에서 편집 가능한 절차적 노드 그래프를 재구성한다[6],[7]. 이는 해상도에 구애받지 않는 비파괴적 워크플로우를 통해 아티스트에게 높은 편집 자유도를 제공한다.

      그러나 이 두 연구 흐름 사이에는 뚜렷한 단절이 존재한다. 고품질 생성 모델이 출력하는 정적 텍스처 맵은 전문 워크플로우가 요구하는 편집 가능한 노드 그래프와 근본적으로 호환되지 않는다. 이로 인해 아티스트는 AI가 생성한 결과물을 그대로 사용하거나, 이를 참고하여 처음부터 수작업으로 재질을 재구성해야 하는 비효율적인 딜레마에 빠지게 되며, 이는 AI 자동화의 이점을 크게 반감시키는 병목 현상으로 작용한다.

      본 연구는 이러한 문제의식에서 출발한다. 만약 아티스트가 AI의 강력한 생성 능력을 활용하여 시각적으로 뛰어난 결과물의 초안을 얻는 동시에, 그 결과물을 자신의 의도에 맞게 언제든지 수정할 수 있는 편집 가능성까지 확보할 수 있다면 어떨까? 이는 단순히 두 기술의 장점을 합치는 것을 넘어서, 아티스트가 AI를 시각적 탐색을 위한 파트너로 활용하는 새로운 제작 패러다임을 열 수 있음을 의미한다. 따라서 본 연구는 고품질의 시각적 결과와 절차적 제어 가능성을 동시에 달성하는 새로운 프레임워크의 개발이 필요하다고 판단하였다. 이러한 목적을 달성하기 위해, 본 논문은 절차적 스타일 확산(PSD; procedural style diffusion)이라는 새로운 프레임워크를 제안한다. 이를 위해 본 연구는 다음과 같은 연구 문제를 설정하였다.

      
        	•	연구 문제 1: 텍스트와 이미지 입력을 조건으로 하여, 전문 3D 워크플로우와 호환되는 편집 가능한 절차적 PBR 재질 그래프를 생성하는 확산 모델의 아키텍처는 어떻게 설계할 수 있는가?


        	•	연구 문제 2: 위 모델을 훈련시키기 위한 대규모 이미지, 그래프의 쌍 데이터셋을 프로그래밍 방식으로 구축하는 효과적인 방법론은 무엇인가?


        	•	연구 문제 3: 제안하는 프레임워크는 기존 AI 모델 및 수작업 방식과 비교하여 시각적 품질, 편집 용이성, 작업 효율성 측면에서 실용적 이점을 입증할 수 있는가?


      

      본 연구는 PBR 재질 그래프 생성에 초점을 맞추지만, 제안된 프레임워크는 향후 형상, 조명 등 다른 절차적 디지털 에셋 생성으로 확장될 가능성을 탐색한다.

    

    

  
    
      Ⅱ. 선행 연구 고찰
      
        2-1 기존 연구의 한계와 본 연구의 차별성
        PBR 재질 생성을 위한 기존 생성형 AI 연구들은 표 1에서 요약된 바와 같이, 시각적 품질과 편집 가능성이라는 두 가지 핵심 요소 사이에서 상충 관계를 보여왔다. 본 연구는 이 두 가지 상반된 장점을 통합하여 기존 연구의 한계를 극복하는 새로운 프레임워크를 제안하는 데 그 차별성이 있다.

        
          Table 1. 
				
          

          
            Contributions of this study in comparison with prior research
          
          

        

        
          
            
              	Research Stream
              	Advantages
              	Limitations
              	Improvements in This Study
            

          
          
            	High-Fidelity Static Asset Generation
            	MeshGen, PacTure
            	Excellent visual quality
            	Limited procedural editability
            	Enables procedural editing of high-fidelity assets
          

          
            	Inverse Procedural Modeling
            	MatFormer, DI-PCG
            	High editability & control
            	Limited visual fidelity & complexity
            	Ensures high visual fidelity through collaborative control
          

        

        

      

      
        2-2 생성형 AI 기반 3D 에셋 제작
        생성형 AI를 이용한 3D 에셋 제작 연구는 크게 다음의 두 가지 접근법으로 나뉜다.

        
          1) 고품질 정적 텍스처 생성
          최근 3D 에셋 생성 연구는 2D 이미지 생성에서 큰 성공을 거둔 생성형 인공지능 확산 모델을 3D 영역으로 확장하는 데 집중하고 있다. 이 접근법은 대규모 2D 이미지 데이터셋으로 사전 훈련된 모델의 생성 능력을 활용하여 높은 시각적 충실도를 달성한다. MeshGen과 PacTure는 텍스트나 단일 이미지로부터 3D 모델을 만들고, 여러 시점의 렌더링 이미지를 기반으로 PBR 텍스처 맵을 합성하는 파이프라인을 제안했다. 이 과정의 핵심 기술 중 하나는 단일 렌더링 이미지에서 알베도, 거칠기 등 복잡한 재질 속성을 분해하는 PBR 분해기(PBR decomposer)이다. Step1X-3D는 여기서 더 나아가 대규모 데이터셋을 기반으로 형상 생성과 텍스처 합성을 분리하는 2단계 아키텍처를 통해 품질을 더욱 향상시켰다. 이러한 연구들은 즉시 사용 가능한 수준의 에셋 생성을 목표로 하지만, 결과물이 수정하기가 어려운 정적 텍스처 맵이라는 본질적 한계를 공유한다.

        

        
          2) 역방향 절차적 모델링
          정적 텍스처 생성의 한계를 극복하기 위해 역방향 절차적 모델링은 최종 결과물 대신 콘텐츠를 생성하는 규칙이나 매개변수를 생성하는 데 초점을 맞춘다. 이는 사용자가 생성된 결과물을 자유롭게 편집하고 수정할 수 있는 비파괴적 워크플로우를 가능하게 한다. MatFormer는 트랜스포머 모델을 사용하여 재질 그래프를 노드, 연결, 매개변수의 토큰 시퀀스로 변환하고 이를 순차적으로 생성하는 방식을 제안했다[8]. DI-PCG는 확산 모델을 사용하여 이미지 조건을 기반으로 절차적 콘텐츠 생성 프로그램의 매개변수 자체를 직접 생성하는 방법을 선보였다. 이러한 접근법들은 높은 제어 가능성을 제공하지만, 기반이 되는 절차적 엔진의 표현력에 의해 결과물의 시각적 충실도가 제한될 수 있으며, 현실 세계의 복잡한 질감을 완벽하게 표현하는 데 어려움이 있다.

        

      

      
        2-3 절차적 재질 워크플로우
        현대 하이엔드 3D 그래픽스 파이프라인은 절차적 워크플로우의 중요성을 강조하고 있다. 대표적인 예는 Epic Games의 Unreal Engine 5에 도입된 Substrate 재질 프레임워크이다. Substrate는 기존의 고정된 셰이딩 모델에서 벗어나, 재질을 물리적 속성을 가진 물질의 슬랩(slabs of matter)이라는 개념으로 정의한다[9]. 아티스트는 이러한 슬랩들을 노드 그래프 형태로 자유롭게 조합하고 레이어링하여 금속 위의 액체나 먼지 쌓인 유리와 같은 복잡한 재질을 물리적으로 정확하게 표현할 수 있다. 이러한 워크플로우는 아티스트에게 전례 없는 절차적 자유도를 부여하지만, 동시에 재질 그래프의 복잡성을 증가시킨다. 따라서 AI가 이러한 복잡한 절차적 그래프 생성을 보조할 수 있다면 생산성을 획기적으로 향상시킬 수 있다.

      

      
        2-4 협력적 제어 및 스타일 기반 생성
        최근 생성 모델 연구에서는 여러 모델이 협력하여 시너지를 창출하는 접근법이 주목받고 있다. Holo-Gen은 PBR 이미지 생성을 위해 사전 훈련된 RGB 이미지 생성 모델과 새로운 PBR 생성 모델을 병렬로 연결하는 협력적 제어(collaborative control) 패러다임을 제안했다[10]. PBR 모델이 생성 작업을 수행하는 동안 RGB 모델이 사실성을 검증하며 피드백을 제공하는 이 방식은 본 연구의 협력 메커니즘에 중요한 영감을 주었다. 또한, StyleGAN과 같은 모델이 보여준 스타일 전이(style transfer) 능력은 특정 이미지의 미학적 특징을 추출하여 생성 과정에 반영하는 스타일 조건화의 가능성을 보여준다[11]. 본 연구는 이러한 스타일 기반 제어 개념을 절차적 그래프 생성 도메인으로 확장하고자 한다.

      

    

    

  
    
      Ⅲ. 절차적 스타일 확산 프레임워크
      
        3-1 프레임워크 개요 및 구조
        본 연구는 고품질 생성과 절차적 제어 사이의 단절을 해소하기 위해 절차적 스타일 확산 프레임워크를 제안한다. 이 프레임워크는 텍스트 프롬프트와 스타일 참조 이미지를 입력받아, Unreal Engine의 Substrate와 같은 전문 도구에서 즉시 편집 가능한 절차적 PBR 재질 그래프를 직접 생성하는 것을 목표로 한다. 전체 구조는 데이터셋 구축, 모델 아키텍처 설계, 그리고 협력적 제어 메커니즘의 세 부분으로 구성된다.

        
          
          

          Fig. 1. 
				
          

          
            Overview of the proposed procedural style diffusion framework
          
          

          

        

      

      
        3-2 데이터셋 구축 방법론
        제안 모델을 훈련시키기 위해서는 렌더링된 이미지, 절차적 그래프 쌍으로 구성된 대규모 데이터셋이 필수적이다. 기존에 이러한 데이터셋이 부재하므로, 본 연구에서는 Python 스크립트를 활용하여 반자동화된 데이터 구축 방법을 제안한다. 이 과정은 그림 2에 제시된 흐름도와 같이 크게 3단계로 구성된다.

        
          
          

          Fig. 2. 
				
          

          
            Flowchart of the synthetic dataset construction process
          
          

          

        

        첫째, 그래프 자동 생성 단계에서는 Unreal Engine의 Python 스크립팅 기능을 활용하여 수십만 개의 다양하고 복잡한 Substrate 재질 그래프를 무작위로 생성한다. 이 과정은 그림 3과 같이 연구자가 Rusted metal과 같은 특정 키워드를 입력하면, 스크립트가 해당 테마 내에서 다양한 변형을 가진 그래프 후보군을 자동으로 생성하는 방식으로 이루어진다.

        
          
          

          Fig. 3. 
				
          

          
            Example of material graph generation and selection via text input
          
          

          

        

        둘째, 데이터 큐레이션 및 변환 단계에서는 생성된 후보군 중에서 연구자 또는 아티스트가 시각적으로 의미 있거나 품질이 높은 결과물을 직접 선별한다. 선택된 각 재질 그래프는 MatFormer와 유사하게 노드, 연결, 파라미터 값을 나타내는 고유 토큰들의 시퀀스로 변환된다. 이 토큰 시퀀스는 확산 모델의 학습 및 생성 대상이 된다.

        셋째, 이미지 렌더링 및 데이터 쌍 구성 단계에서는 최종 선택된 그래프를 표준화된 조명 환경에서 렌더링하여 대응하는 고품질 이미지를 생성한다. 이 과정을 통해 그림 4와 같이 하나의 절차적 그래프와 그에 상응하는 렌더링 결과물이 하나의 데이터 쌍으로 완성되어 최종 훈련 데이터셋에 추가된다[12].

        
          
          

          Fig. 4. 
				
          

          
            Generation results for rusted metal text prompt and its procedural material graph and rendering example
          
          

          

        

        이러한 데이터셋 구축의 전체적인 논리적 흐름을 명확하게 기술하고 재현성을 높이기 위해, 본 연구에서는 특정 프로그래밍 언어의 문법에 종속되지 않고 알고리즘의 핵심 구조를 설명하는 의사 코드(pseudo-code)를 제시한다. 의사 코드는 실제 코드는 아니지만 단계별 절차, 반복, 조건 등을 체계적으로 표현하여 다른 연구자들이 본 연구의 방법론을 쉽게 이해하고 재현할 수 있도록 돕는다. 데이터셋 구축을 위한 구체적인 알고리즘은 그림 5에 상세히 기술되어 있다.

        
          
          

          Fig. 5. 
				
          

          
            Pseudo-code for automated synthetic dataset generation
          
          

          

        

      

      
        3-3 협력적 제어 메커니즘
        본 모델의 설계는 기반이 되는 아키텍처의 정의와 스타일 조건화와 더불어 본 연구의 핵심인 그래프 확산 모델과 이미지 확산 모델의 협력적 제어 메커니즘의 구현으로 구체화된다.

        
          1) 모델 아키텍처
          PSD 모델은 텍스트와 이미지를 조건으로 받는 조건부 확산 모델을 기반으로 하며, 이미지 생성 분야에서 뛰어난 성능을 보인 DiT (diffusion transformer) 아키텍처를 채택한다[13]. 본 모델의 차별점은 노이즈 제거(denoising)의 대상이 이미지가 아니라 3-2절에서 정의한 절차적 재질 그래프의 토큰 시퀀스라는 점이다. 모델은 확산 과정의 각 단계에서 손상된 그래프 토큰 시퀀스로부터 원본 시퀀스를 예측하도록 훈련되며, 이때 텍스트 프롬프트는 트랜스포머의 cross-attention 메커니즘을 통해[14], 스타일 참조 이미지는 별도의 이미지 인코더를 통해 추출된 특징 벡터 형태로 모델에 조건으로 주입된다[15].

        

        
          2) 스타일 조건화 및 협력적 제어
          본 프레임워크 개발의 주요 특징은 스타일 조건화(style conditioning)와 협력적 제어 메커니즘의 결합에 있다. 스타일 조건화는 CLIP과 같은 사전 훈련된 비전 인코더를 통해 참조 이미지의 색상, 패턴, 질감과 같은 미학적 특징을 추출하고, 이를 확산 모델에 주입하여 생성될 그래프의 전반적인 스타일을 제어하는 방식이다. 더 나아가, 협력적 제어는 본 연구에서 제안하는 그래프 확산 모델과 Stable Diffusion과 같이 사전 훈련된 이미지 확산 모델이 상호작용하는 메커니즘이다. 그래프 확산 모델이 그래프 토큰을 생성하면, 이미지 확산 모델이 해당 그래프의 예상 렌더링을 생성하여 목표 스타일과의 시각적 오차를 계산한다. 이 오차는 다시 그래프 확산 모델에 피드백으로 제공되어 생성 방향을 조절함으로써, 최종 결과물이 구조적 타당성과 시각적 충실도를 동시에 만족하도록 보장한다.

          
            
            

            Fig. 6. 
				
            

            
              Collaborative control mechanism between the graph diffusion model and the image diffusion model
            
            

            

          

        

      

    

    

  
    
      Ⅳ. 실험 및 평가
      
        4-1 정량적 평가 지표 및 실험 환경
        PSD 모델의 성능을 정량적으로 평가하기 위해 다음과 같은 평가 지표를 사용하였다. 생성된 재질의 시각적 품질을 평가하기 위해 FID (fréchet inception distance)를, 텍스트 및 스타일 이미지와 같은 입력된 조건과의 의미론적 일치도를 측정하기 위해 CLIP Score를 사용하였다. FID는 생성된 이미지와 실제 이미지 집합 간의 특징 분포 거리를 측정하는 지표로, 점수가 낮을수록 시각적 품질이 높음을 의미한다[16]. CLIP Score는 대규모 언어-이미지 모델인 CLIP을 이용하여 생성된 이미지와 입력 조건 간의 유사도를 측정하며, 점수가 높을수록 의미적으로 더 일치함을 나타낸다[17].

        본 연구에서 제안하는 모델의 훈련 및 평가를 위한 실험은 다음과 같은 환경에서 수행되었다.

        
          	•	하드웨어: NVIDIA 4090 GPU.


          	•	소프트웨어: Python, PyTorch, Substrate 기능이 활성화된 Unreal Engine 5.3 이상의 버전.


          	•	데이터셋: 본 연구의 절차적 그래프 데이터셋 구축 방법론에 따라 제작된 약 50만 개의 이미지와 Substrate 그래프 쌍으로 구성된 합성 데이터셋.


        

      

      
        4-2 정량적 평가
        본 연구에서 제안하는 PSD 모델의 성능을 두 가지 베이스라인 모델과 비교 평가하였다. 베이스라인 1 (BL1; baseline 1)은 Stable Diffusion으로 텍스처를 생성 후 PBR 맵으로 변환하는 파이프라인이며, 베이스라인 2 (BL2; baseline 2)는 MatFormer와 같이 이미지만으로 절차적 그래프를 생성하는 모델이다. 평가는 시각적 유사도와 편집 용이성 두 가지 측면에서 이루어졌다.

        표 2의 결과는 PSD 모델이 시각적 유사도 측면에서 두 베이스라인 모델을 상회함을 보여준다. FID 점수는 가장 낮고 CLIP Score는 가장 높아, 목표 스타일과 의미적으로 가장 일치하는 결과물을 생성했다. 특히 BL2에 비해 명확하게 개선된 시각적 품질을 달성했는데, 이는 협력적 제어 메커니즘이 효과적으로 작동했음을 시사한다. 편집 용이성 측면에서 BL1은 구워진 텍스처이므로 그래프 구조가 존재하지 않는다. 제안 모델은 BL2보다 더 풍부하고 많은 수의 노드와 파라미터를 가진 그래프를 생성하여, 아티스트가 수정하고 제어할 수 있는 여지를 더 많이 제공함을 확인할 수 있다.

        
          Table 2. 
				
          

          
            Quantitative performance comparison of the PSD model and baseline models
          
          

        

        
          
            
              	Evaluation Metric
              	PSD
              	BL1
              	BL2
              	Description
            

          
          
            	Visual Similarity
            	FID
            	18.52
            	25.41
            	42.19
            	Lower is better
          

          
            	CLIP Score
            	0.89
            	0.81
            	0.72
            	Higher is better
          

          
            	Editability
            	Average Node Count
            	28.5
            	N/A
            	21.2
            	Graph complexity and expressiveness
          

          
            	Average Connection Count
            	35.1
            	N/A
            	25.8
            	Complexity of node interactions
          

          
            	Core Parameter Count
            	15.3
            	N/A
            	9.7
            	Number of user-controllable attributes
          

        

        

      

      
        4-3 정성적 평가: 사용자 연구
        PSD 시스템의 실질적 가치를 평가하고 정량적 분석 결과를 보완하기 위해 전문 3D 아티스트를 대상으로 사용자 연구를 수행했다. 본 연구는 참가자의 전문성과 경험이 결과의 신뢰도에 미치는 영향을 고려하여, 표 3과 같이 게임 및 VFX 산업에서 평균 7.4년의 경력을 가진 시니어급 아티스트 10명을 대상으로 진행하였다.

        
          Table 3. 
				
          

          
            Demographic information of the participants
          
          

        

        
          
            
              	Participants ID
              	Primary Field
              	Years of Experience
            

          
          
            	P1
            	Game Environment Art
            	8
          

          
            	P2
            	VFX Texture Art
            	12
          

          
            	P3
            	Game Character Art
            	5
          

          
            	P4
            	Architectural Visualization
            	10
          

          
            	P5
            	Game Environment Art
            	6
          

          
            	P6
            	Product Visualization
            	9
          

          
            	P7
            	VFX Look Development
            	11
          

          
            	P8
            	Game Hard-surface Art
            	4
          

          
            	P9
            	Technical Art
            	5
          

          
            	P10
            	Game Environment Art
            	4
          

          
            	Average 7.4 years　
          

        

        

        전체적인 평가 절차는 그림 7에 상세히 기술된 바와 같다. 참가자들은 ‘사이버펑크 스타일의 빛나는 회로 기판 재질’이라는 동일한 과제를 (A) 본 연구에서 제안하는 PSD 시스템과 (B) 기존 방식인 Substance Designer에서의 수작업, 두 가지 조건에서 수행하였다. 각 조건의 순서는 학습 효과로 인한 편향을 최소화하기 위해 역균형 (counterbalanced) 설계로 진행되었다.

        
          
          

          Fig. 7. 
				
          

          
            Process of the user based qualitative evaluation
          
          

          

        

        과제 수행 후, 각 조건에서의 과업 성과와 사용자 경험을 종합적으로 측정하였다. 과업 성과 지표로는 각 조건에서의 작업 완료 시간과 과제 요구사항 충족도를 기준으로 평가된 결과물 품질을 5점 척도로 측정하였다. 이와 함께 사용자 경험을 평가하기 위해 표준화된 설문 도구를 사용하였다. PSD 시스템의 전반적인 사용성은 IBM에서 개발한 PSSUQ (post-study system usability questionnaire) 7점 척도를 이용하여 시스템 유용성, 정보 품질, 인터페이스 품질을 종합적으로 평가하였고[18], AI 기반 협업 도구에서 중요한 요소인 사용자의 신뢰도를 측정하기 위해 TAI (trust scale for the AI context) 척도를 활용하였다[19]. 이 척도는 AI의 예측 가능성, 신뢰성, 그리고 사용자와의 상호작용 측면을 종합적으로 평가하여, 본 연구와 같이 사용자와 AI가 긴밀히 협업하는 시스템을 평가하는 데 적합하다. 마지막으로, 각 방식이 아티스트의 아이디어 탐색과 표현에 얼마나 기여했는지를 5점 척도의 창의적 자유도로 평가하였다.

        연구 결과, 그림 8에서 볼 수 있듯이 PSD 시스템은 모든 지표에서 기존 방식 대비 높은 평가를 기록했다. 특히 평균 과제 완료 시간(t(9) = -8.54, p < .001)과 창의적 자유도(t(9) = 4.65, p < .01) 항목에서 두 조건 간에 통계적으로 유의미한 차이가 확인되었다. 결과물 품질 또한 PSD 시스템이 기존 방식보다 소폭 높은 점수를 기록했으나, 통계적으로 유의미한 수준은 아니었다(t(9) = 1.00, p = .343). PSSUQ와 TAI 점수 모두 높은 수준으로 측정되어 PSD 시스템 자체의 완성도와 사용성을 입증하였다.

        
          
          

          Fig. 8. 
				
          

          
            User evaluation comparison between the PSD System and the conventional method
            Note: Asterisks indicate a statistically significant difference between the two conditions; *p < .01, **p < .001

          
          

          

        

        두 조건에서 도출된 최종 결과물의 시각적 품질 차이는 그림 9에서 확인할 수 있다. PSD 시스템을 사용한 결과물 (A)은 수작업 결과물 (B)과 비교하여 동등하거나 더 높은 수준의 디테일과 완성도를 보여주었으며, 특히 초기 아이디어 탐색 단계에서 더 다양한 시도를 가능하게 했다. PSD 시스템이 생성한 결과물 (A)의 다층적이고 비선형적인 그래프 구조는 그림 10에서 더욱 상세하게 확인할 수 있다.

        
          
          

          Fig. 9. 
				
          

          
            Comparison of final rendered results
          
          

          

        

        
          
          

          Fig. 10. 
				
          

          
            Example of the graph structure for the circuit board material generated by the PSD system
          
          

          

        

        참가자들을 대상으로 한 심층 인터뷰 결과는 표 4에 요약되어 있다. 인터뷰 결과, 아티스트들은 PSD 시스템이 단순한 시간 단축에서 더 나아가, 초기 아이디어 탐색 과정을 가속하고 예상치 못한 결과물을 제안함으로써 창의적 영감을 주는 협업 파트너로서 기능할 수 있다는 점을 긍정적으로 평가하였다.

        
          Table 4. 
				
          

          
            Summary of key opinions from user in-depth interviews
          
          

        

        
          
            
              	Group
              	Key Opinions
            

          
          
            	Propsed System 
(PSD)
            	- "Could get a high quality draft so quickly that the idea sketching process was almost skipped."
- "It went beyond simply following prompts, suggesting unexpected and interesting node combinations that provided new inspiration."
- "The process of directly modifying and fine-tuning the generated graph was very intuitive and efficient."
          

          
            	Conventional Method 
(Manual)
            	- "It takes too much time to perfectly replicate the subtle textures of the reference image."
- "There's a lot of trial and error in the early stages, and the repetitive work feels tedious."
- "It's often daunting to figure out where to start when trying a completely new style."
          

        

        

      

    

    

  
    
      Ⅴ. 결론 및 향후 연구
      
        5-1 결론
        본 연구는 생성형 AI 기술을 전문 3D 콘텐츠 제작 워크플로우에 실질적으로 통합하기 위한 새로운 접근법으로 절차적 스타일 확산, PSD 프레임워크를 제안하고 구현하였다. 본 연구는 텍스트와 스타일 이미지로부터 전문 워크플로우와 직접 호환되는 절차적 PBR 재질 그래프를 생성하는 실용적인 프레임워크를 제시함으로써, 기존 생성 기술의 양대 갈래였던 고품질 정적 에셋 생성과 절차적 제어 사이의 실질적인 단절의 문제를 해결하고자 하였다.

        본 연구의 가장 큰 학술적 기여는 그래프 토큰 시퀀스를 직접 생성하는 확산 모델과 시각적 결과물을 검증하는 이미지 모델이 상호작용하는 협력적 제어 메커니즘을 제안하고 그 가능성을 확인했다는 점에 있다. 이는 MatFormer와 같은 기존의 역절차적 모델링 연구가 주로 구조적 타당성에만 집중했던 것과 달리, 본 연구는 생성될 그래프의 최종 렌더링 결과까지 고려하여 시각적 충실도를 극대화했다는 점에서 차별화된다. 또한, MeshGen을 비롯한 고품질 정적 에셋 생성 연구와 비교했을 때, 본 연구의 결과물은 아티스트가 언제든지 수정하고 제어할 수 있는 절차적 형태라는 점에서 실용적 우위를 가진다.

        정량적 평가에서는 제안 모델 PSD가 기존 베이스라인 모델에 비해 낮은 FID (18.52)와 높은 CLIP Score (0.89)를 달성하여 시각적 품질과 의미적 일치도 측면에서 우수성을 입증하였다. 정성적 평가에서는 전문 3D 아티스트들을 대상으로 수행한 실험 결과, 작업 시간 단축 (78%) 및 창의적 자유도에서 통계적으로 유의미한 향상을 나타냈다 (p < 0.01). 본 연구는 이와 같이 AI를 활용한 작업 절차의 자동화를 포함하여 아티스트의 3D 콘텐츠 제작에 있어 AI가 새로운 협업 도구로서 기능할 수 있는 패러다임을 제시한다.

      

      
        5-2 연구의 한계점 및 향후 연구 방향
        본 연구는 몇 가지 한계점을 가지며, 이는 향후 연구를 위한 중요한 방향을 제시한다. 첫째, 제안된 모델의 성능은 훈련에 사용된 합성 데이터셋의 품질과 다양성에 크게 의존한다. 그러므로 향후에는 더욱 정교하고 광범위한 절차적 그래프 생성 알고리즘을 개발하여 데이터셋의 질을 높일 필요가 있다. 둘째, 현재 제안된 PSD 모델은 재질 생성의 실험 수행에 국한되어 있으나, 이 프레임워크를 형상 (geometry)과 조명, 애니메이션 등 디지털콘텐츠의 다양한 유형의 절차적 에셋 생성으로 확장하는 연구가 가능하다. 마지막으로, 아티스트의 편집 과정을 보상 신호로 활용하는 강화학습을 도입하여, 시스템이 상호작용을 통해 특정 아티스트의 스타일과 선호를 학습하는 진정한 의미의 협업 에이전트로 발전시킬 수 있을 것으로 기대된다.
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Step 1: Automated Graph Generation
Randomly generate hundreds of thousands of complex
Substrate material graphs in Unreal Engine
using Python scripts.

i

Step 2: Graph to Token Sequence Conversion
Represent each generated graph as a unique sequence of
tokens, defining its nodes, connections, and parameters.

i

Step 3: High-Quality Image Rendering
Render a corresponding high-quality image for each graph
under a standardized lighting environment.

J

Final Output: Training Dataset
A large-scale dataset consisting of paired (Image, Graph
Token Sequence) data, ready for model training.
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Phase 1: Preparation

((Participant Recruitment )| Task Definition
Recruit 10 professional 3D artists  Assign a task: "Create a glowing.
with relevant industry cyberpunk-style circuit board
experience. material."

Phase 2: Task Execution (Within-subjects design)
Condition B:
Conventional Method

Participants perform the same

Condition A:
Proposed System

Participants perform the task
using the proposed PSD. task using Substance Designer
mework. (manual workflow).

Phase 3: Data Collection

Task Usability In-depth
| Performance ||  Survey Trustsurvey (| jnterview
Veasure | Administer | Administer Tl Conduct
completion PSSUQ  questionnaire. interviewson
time and final ~ questionnaire, userexperience
result quality. andareative

Phase 4: Comparative Analysis

Analyze & Compare Data

Statistically compare the collected data from Condition A and
Condition B to evaluate the proposed system’s effectiveness and
practical value.
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.

1 Algorithm 1:

2 Automated Generation of Procedural Graph and Image Dataset
3

4 Require: N (Size of the dataset to be generated),

5 NodePool (List of available nodes),

6 TexturePool (List of available textures)

7 Ensure: Dataset (A set of (Image, Graph Token Sequence) pairs)
8

9 Dataset « 0

10for 1 = 1 to N do

11 MaterialGraph « CreateNewMaterialAsset()
12 nun_nodes « RandomInt(5, 15)

13 node list « 0

14 //Step 1: Random Node Generation

15 for j = 1 to num_nodes do

16 node_type « RandomSelect (NodePool)

17 new_node « CreateNode(MaterialGraph, node_type)

18 if node_type is TextureNode then

19 SetTexture(new_node, RandomSelect(TexturePool))
20 else if node_type is ConstantNode then

21 SetValue(new_node, RandomFloat(.e, 1.0))

22 end if

23 node_list.add(new_node)

24 end for

25 //step 2: Random Node Connection
26 for each node in node_list do
27 for each output_pin in node.outputs do

28 candidate_nodes « FindNodesiithCompatibleInput

29 (output_pin)

30 if candidate_nodes is not empty then

31 target_node « RandomSelect(candidate_nodes)
32 target_pin « GetCompatibleInputPin

33 (target_node, output_pin)

34 ConnectPins(output_pin, target_pin)

35 end if

36 end for

37 end for

38 //-- Step 3: Save to Dataset

39 p « Cor 1alGraph)
40 RenderedImage « RenderInageFromGraph(MaterialGraph)

41 Dataset.add((RenderedImage, GraphTokens))

42end for

43return Dataset
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