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            Abstract
          
        

        
          현대 게임의 복잡성이 증가함에 따라, 품질 보증 인력에 의한 수작업 기반 테스트는 높은 비용과 제한적인 탐색 커버리지 문제가 있다. 이를 해결하기 위해 강화학습을 활용한 자동화된 게임 테스트 방식이 연구되고 있지만, 기존 강화학습 방식은 에이전트가 빠르게 최적 경로에 수렴하면서 새로운 탐험을 소홀히 하게 되는 탐험 정체(Exploration Stagnation) 문제가 발생한다. 따라서, 본 연구에서는 탐험 정체 시점에 탐험 전략을 일시적으로 조절하는 동적 탐험 조절 기법을 제안한다. 제안 기법은 최근 평균 리워드 변화율이 임곗값 이하일 경우, softmax 온도 또는 ε 값을 증가시키는 방식으로 동작한다. 본 논문에서는 제안한 방법을 softmax기반 CartPole과 ε-greedy Deep Q-Network(DQN) 기반 MsPacman 환경에서 평가하였으며, 도달하기 어려운 영역에 삽입된 버그에 대해 기존 방식 및 무작위 탐험보다 우수한 탐지 성능을 보였다.

        

        
          
            초록
          
        

        
          As modern games become increasingly complex, manual quality assurance testing grows more costly and struggles ensure comprehensive exploratory coverage. To address these challenges, reinforcement learning (RL)-based automated game testing has been explored. However, traditional RL methods often suffer from exploration stagnation, where agents prematurely converge to suboptimal paths and fail to investigate less-visited areas. To overcome this, we propose a novel Dynamic Exploration Adjustment Technique (DEAT), which adaptively adjusts exploration strategies when stagnation is detected. Specifically, DEAT increases the softmax temperature or ε-value if the recent average reward change rate falls below a pre-defined threshold. We evaluate the proposed method in two environments: a softmax-based CartPole and an ε-greedy Deep Q-Network-based Ms. Pac-Man. Experimental results demonstrate that DEAT achieves superior bug-detection performance in challenging and hard-to-reach areas, outperforming both baseline methods and random exploration.
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      Ⅰ. 서 론
      본 논문은 게임 테스트 자동화를 위한 강화학습 기반 탐색 전략 조절 기법을 제안한다. 특히, 학습 과정에서 에이전트가 탐험 정체(Exploration Stagnation)에 빠져 버그가 존재하는 영역에 도달하지 못하는 문제를 완화하고, 이를 통해 테스트 커버리지를 효과적으로 확장하는 것을 목표로 한다. 강화학습(Reinforcement Learning, RL)을 활용한 게임 테스트 자동화는 반복 학습 과정에서 에이전트의 정책이 초기 성공 경로에 빠르게 수렴하는 특성으로 인해, 새로운 상태 공간에 대한 탐험 기회가 제한되는 문제가 있다[1],[2]. 특히, 정적 탐험 전략을 사용하는 기존 강화학습 방법은 학습 초기에 높은 보상을 받을 수 있는 지역 최적 경로에 정체되어, 게임 후반의 동적 품질 저하를 발생하는 버그를 발견하기 어려울 수 있다[3]. 대표적인 기존 강화학습 기반 게임 테스트 자동화 기법으로 Tufano가 제안한 RL-based Load Testing for Games(RELINE) [4] 시스템이 있다. RELINE 시스템은 학습된 에이전트가 FPS(Frame Per Second) 하락하는 버그 지점을 식별할 수 있음을 보여주었다. 하지만 대부분의 동일한 상태의 버그를 발견하는데 정체되어, 동적으로 변하는 버그를 발견하기 위한 탐험 정체가 있는 근본적인 한계를 가지고 있다.

      따라서, 본 논문에서는 에이전트가 탐험할 수 있는 테스트 커버리지가 정체되는 문제를 해결하기 위해, 동적 탐험 전략 조절 기법의 새로운 강화학습 기반 게임 테스트 자동화 구조를 제안한다. 구체적으로, 평균 보상값 변화를 기반으로 에이전트 탐험 능력을 동적으로 조절하도록 학습되어, 정체된 시점에서 일시적으로 무작위성을 증가시켜 보다 넓은 상태 공간을 커버하도록 유도한다. 또한, 제안된 방법을 통해 기존 방식보다 도달하기 어려운 넓은 탐험 영역을 효과적으로 탐지할 수 있음을 softmax 기반 CartPole과 ε-greedy Deep Q-Network(DQN) 기반 MsPacman 환경에서 정량적으로 평가한다.

      본 논문의 구성은 2장에서 게임 테스트 자동화의 최근 연구 동향과 기존 강화학습 기반 테스트 기법의 한계점을 고찰하고, 탐험 능력 조절 기법에 대한 기술적 배경을 정리한다. 또한, 3장에서 본 논문에서 제안하는 동적 탐험 능력 조절 방식인 Boosting Exploration in Automated Game Testing(BEAGT)의 구조와 동작 원리를 설명하고, CartPole 및 MsPacman 환경에 적용한 버그 삽입 시나리오 및 실험 환경을 설명한다. 이후, 4장에서는 실제 실험을 통해 기존 방식 및 무작위 방식과의 비교를 실행하며, 제안 기법의 효과를 정량적으로 평가하고 고찰한다. 마지막으로 5장에서 본 연구의 결론을 정리하고 향후 연구 방향에 대해 논의한다.

    

    

  
    
      Ⅱ. 강화학습 게임 테스트와 탐험 전략
      
        2-1 게임 테스트 자동화 개요
        최근 게임 산업 규모가 빠르게 성장함에 따라[5] 게임 개발에 요구되는 자원과 시간이 점점 증가하고 있다[6]. 특히, 버그나 성능 저하와 같은 문제를 사전에 방지하기 위한 테스트 비용 또한 급증하는 추세이며[7], 품질 보증(Quality Assurance, QA)의 중요성도 커지고 있다. 기존 수작업 기반의 QA 방식은 인력 의존도, 보안 위험, 반복성 부족 등 다양한 한계점을 지니며, 많은 인력을 투입하더라도 모든 결함을 사전에 식별하기 어려운 것이 현실이다[8],[9]. 대표적인 사례로 대규모 QA 과정을 거쳤음에도 불구하고 '사이버펑크 2077'[10]은 출시 직후 수많은 버그와 성능 문제로 인해 큰 논란을 일으켰으며, 일시적으로 판매가 중단되기까지 했다. 이처럼 게임 환경의 복잡성이 증가함에 따라 전통적인 수작업 기반 또는 스크립트 기반의 테스트 방식은 탐험 범위의 제한성과 유지보수의 어려움으로 인해 한계를 드러내고 있으며[11], 이를 극복하기 위해 강화학습을 활용한 자동화 게임 테스트에 관한 연구가 활발히 진행되고 있다[12].

      

      
        2-2 강화학습 기반 게임 테스트 자동화
        강화학습은 에이전트가 환경과 상호작용을 하며 보상을 극대화하는 방향으로 학습하는 방법론이다. 일반적으로 환경(environment), 에이전트(agent), 보상 함수(reward), 정책(policy)으로 구성되며, 게임과 같은 복잡한 환경에서도 매우 자연스럽게 적용할 수 있다[13],[14]. 특히, 게임 테스트에 RL을 적용하면, 테스트 대상이 되는 게임을 강화학습 대상 환경으로 설정할 수 있다. 여기서 에이전트는 게임을 플레이하면서 버그를 발견하는 QA 인력과 같은 역할을 하게 되며, 게임 컨트롤과 같은 다양한 행동을 시도할 수 있다. 여기서 게임상에 있는 버그를 발견하게 되면 높은 점수를 받도록 보상 함수[4],[15]를 설계하면, 에이전트는 보상을 높이는 쪽으로(즉, 더 많은 게임의 버그를 발견하는 방향으로) 게임을 플레이하는 정책을 학습하게 된다.

        RL 기반 게임 자동화 테스트는 에이전트가 보상 함수에 따라 게임 환경을 자율적으로 탐험하며, 예기치 못한 버그나 성능 저하 지점을 식별할 수 있다는 점에서 높은 확장성과 유연성을 제공한다. 특히, Wuji[16]는 진화형 강화학습 알고리즘을 통해 온라인 전투 게임 내의 충돌 오류나 진행 불가 상태를 자동 탐지하는 시스템을 구현하였다. 또한, GBGallery[17]는 다양한 게임 테스트 벤치마크와 프레임워크를 통해 RL 기반 탐험 기법의 적용 가능성과 Wuji를 비롯한 다양한 알고리즘에 대해 일반화 성능을 비교 분석하였다.

        하지만, 기존 정적 탐험 기반 강화학습 게임 테스트 방식은 게임의 상태 공간이 지나치게 넓은 경우, 버그 위치를 탐험하지 못하여 보상이 정체될 수 있으며, 이는 정책 학습을 매우 느리게 만드는 문제가 있다. 따라서, 이를 극복하기 위해 강화학습의 탐험 전략을 조정하는 방법이 필요하다.

      

      
        2-3 탐험 전략 조절에 대한 기존 접근
        강화학습의 핵심 과제 중 하나는 탐사(Exploitation)와 탐험(Exploration)의 균형을 조절하는 것이다. 에이전트는 보상이 높은 행동을 반복 탐사함으로써 점차 안정적인 정책을 형성하게 되지만, 새로운 상태 공간에 대한 탐험 기회가 점점 줄어들게 되는 현상이 발생한다. 이 문제는 특히 보상의 분포가 불균형하거나 오류가 특정 상태에서 발생하는 불안정한 환경에서 더욱 심각하게 나타난다. 따라서, 이러한 문제를 완화하기 위해 다양한 확률 기반 탐험-탐색 균형 전략이 제안되었다. 대표적으로 ε-greedy[18]는 일정 확률로 무작위 행동을 수행해 새로운 정책에 대한 탐험을 유도하며, Boltzmann exploration[19]은 가치에 따라 확률적으로 행동을 선택하는 방식을 취한다. 또한, Entropy regularization[20]은 에이전트의 행동 다양성을 확보하기 위해 정책의 불확실성을 유지하는 방식이다. 하지만 이러한 학습 방법은 대부분 정적 파라미터를 기반으로 동작하기 때문에, 학습이 진행될수록 탐험 계수가 고정되거나 감소하게 되며, 이는 에이전트가 학습 초기에 습득한 경로에만 수렴하고, 새로운 상태로의 진입이 점점 차단되는 현상을 만들게 된다[21].

        탐험성을 강화하기 위한 또 다른 대표적 접근으로는 내재적 보상(intrinsic reward) 기반 설계가 있다. 이 범주에는 curiosity-driven exploration이나 prediction error 기반 보상 방식이 포함되며, 외부 보상이 주어지지 않는 환경에서도 자율적인 탐험을 가능하게 해준다. 예를 들어, Pathak et al.[22]은 에이전트가 스스로 예측한 결과와 실제 관측값 사이의 차이를 바탕으로 보상을 부여하는 구조를 제안함으로써, 복잡한 시각 환경에서도 새로운 상태에 진입하도록 유도하였다. 이러한 방식은 외부 보상이 희소하거나 정의되기 어려운 상황에서 유용하지만, 별도의 예측 모델이나 보상 모듈이 필요하다는 점, 그리고 실제 게임 테스트 상황처럼 외부 이벤트(예: 버그 발생)에 대한 직접적인 피드백이 부족할 수 있다는 한계를 지닌다.

        따라서, 강화학습 기반 게임 테스트 환경에서는 상태 공간 커버리지 확보와 비정상 상황 탐지를 위한 보다 실용적인 탐험 강화 전략이 필요하다. 이를 위해 최근에는 특정 상태에 도달하도록 RL 정책을 유도하거나, 성능 저하나 오류 발생 구간에 보상을 집중시키는 방식의 연구들도 진행되고 있으며, 이는 게임 테스트를 수작업 기반에서 학습 기반의 동적 자동화 프로세스로 전환하는 핵심 기술로 주목받고 있다.

        최근, RL 기법을 FPS 하락과 같은 성능 저하 지점 탐지에 적용한 RELINE 시스템이 제안되었다[4]. Tufano et al.은 게임 내 실시간 성능 로그를 기반으로 보상을 부여하는 RELINE 구조를 통해, 에이전트가 성능 저하 구간에 도달하도록 유도하도록 하였다. 특히, RELINE 시스템은 RL 기반 에이전트를 활용하여 게임 내의 성능 저하 구간(FPS 하락, 렌더링 지연, softlock 등)을 자동으로 식별하는 자동화 테스트 프레임워크이다. 이는 RL을 게임 테스트에 실질적으로 활용한 대표적 사례이지만 기술적 한계가 있다. 구체적으로, RELINE은 실시간 성능 측정 결과를 기반으로 보상을 부여하고, 에이전트는 반복 학습을 통해 해당 문제 구간에 도달하도록 학습된다. 이는 softmax 기반 확률적 정책과 DQN 기반 Q-value 예측 구조를 함께 사용하여 게임 시나리오 전반에서 효과적으로 성능 저하 구간을 탐지할 수 있도록 설계되었다. 하지만, 고정된 탐험 계수(softmax의 temperature 또는 DQN의 ε)를 사용하는 정적 탐험 전략에 기반하고 있는 한계가 있어, 학습 초반에는 일정 수준의 탐험을 보장하지만, 일정 에피소드 이후 정책이 특정 경로로 빠르게 수렴하게 되는 문제가 있다. 또한, 새로운 상태나 미탐험 영역으로의 접근이 거의 발생하지 않는 탐험 정체(exploration stagnation) 문제가 있다. 실제 RELINE의 실험에서 학습 및 테스트 환경이 동일하게 설정된 관계로 특정 성능 저하 지점에 대한 탐지는 성공적이었으나, 학습되지 않은 예외 상황이나 복잡한 환경 변화에 대한 일반화 성능은 명확히 검증되지 않은 한계가 있었다. 이는, RELINE이 강화학습을 게임 테스트에 성공적으로 적용한 초기 사례에 해당하지만, 정적 탐험 방식의 한계로 인해 테스트 커버리지 확대나 예외 상태 탐지 성능 측면에서는 한계를 갖게 되었다.

        따라서, 본 연구에서는 에이전트의 학습 진행 상황을 기반으로 탐험 계수를 동적으로 조절하는 기법을 제안한다. 특히 최근 평균 리워드 변화 폭이 일정 수준 이하로 정체되는 구간을 감지하고 탐험 계수(softmax의 temperature 또는 ε-greedy의 ε)를 일시적으로 증가시킴으로써, 정책 수렴 상태에서 벗어나 새로운 상태 공간으로의 탐험을 유도한다. 이러한 구조는 기존 정적 탐험 방식 및 RELINE 시스템과의 차별성을 가지며, 3장에서 비교 실험을 통해 더욱 넓은 상태 공간 탐험과 버그 탐지 성능의 우수성을 입증한다.

      

    

    

  
    
      Ⅲ. 동적 탐험 조절 기법과 실험 시나리오
      
        3-1 BEAGT: 성능 정체 기반 탐험 조절 아키텍처
        앞서 설명한 바와 같이, 기존 강화학습 기반 게임 테스트 방식은 일정 시간 이후 특정 경로에 수렴하여 새로운 상태 공간으로의 탐험이 제한되는 문제가 존재한다. 본 연구에서는 이러한 탐험 정체 현상을 완화하고 더 넓은 테스트 커버리지를 확보하기 위해, 최근 평균 리워드 변화 추이를 기반으로 탐험 성능을 동적으로 조절하는 Boosting Exploration in Automated Game Testing(BEAGT) 아키텍처를 제안한다. 제안하는 구조는 비디오 게임 내에서 상태 및 보상 정보를 실시간으로 수집하고, 이를 기반으로 학습된 정책이 다양한 게임 상황에서의 버그 발생 여부 또는 성능 저하 현상을 자동으로 탐지할 수 있도록 설계된다. 특히 학습이 정체되는 구간을 탐지할 수 있도록 Recent Reward 평가 모듈을 통해 일정 시간 동안의 평균 리워드를 기록하고, 해당 값이 일정 수준 이상 변화하지 않을 경우, Exploration Controller가 탐험 계수를 증가시켜 에이전트가 더욱 넓은 상태 공간을 탐험할 수 있도록 유도한다. 전체 아키텍처는 그림 1과 같이 구성된다. 게임 환경으로부터 입력된 상태 정보와 리워드 정보는 Reward Function에 의해 처리되며, 이 과정에서 추출된 리워드는 Recent Reward 모듈에 저장된다. Exploration Controller는 최근 리워드의 정체 여부를 판단하고, 필요한 경우 RL-model의 탐험 계수(control parameter)를 동적으로 수정 하여 탐험 전략을 수정한다. 이렇게 훈련된 모델은 게임 환경에 컨트롤 행동을 수행하고, 다시 리워드를 받는 방식으로 동작한다. 제안하는 아키텍처는 강화학습의 기본 구조를 바탕으로, 탐험 능력을 동적으로 조절할 수 있는 모듈을 덧붙여 구성하였다.

        
          
          

          Fig. 1. 
				
          

          
            Architecture of boosting exploration in automated game testing based on recent reward trends
          
          

          

        

        본 논문에서 제안한 탐험 성능 조절 기능은 일정 구간 동안 학습 성과(평균 리워드)의 변화 폭을 분석하여 작동되며, 전체 흐름은 그림 2에 제시되어 있다. 제안한 알고리즘은 최근 N 회의 성능 지표를 기록한 후, 첫 번째 값을 기준으로 이후 변화율을 계산한다. 모든 변화율이 사전 정의된 임곗값 이하일 경우, 에이전트의 탐험 계수를 증가시켜 일시적으로 무작위성을 높이고 새로운 상태 공간 탐험을 유도한다. 반대로 성능 변화가 충분히 클 경우에는 탐험 계수를 초깃값으로 복원하여, 안정적인 수렴을 유도한다. 이러한 조건 기반 조절 메커니즘은 탐험 능력과 안정성 사이의 균형을 자동으로 맞춰주며, 에이전트가 특정 경로에 정체되지 않고 넓은 테스트 커버리지를 확보하도록 돕는다. 본 실험에서 조절되는 탐험 계수는 게임 환경 정책 형태에 따라 softmax 기반에서는 온도(temperature), ε-greedy 기반에서는 ε로 설정된다.

        
          
          

          Fig. 2. 
				
          

          
            Adaptive control of exploration based on performance stagnation
          
          

          

        

      

      
        3-2 CartPole 환경에서의 BEAGT 적용 시나리오
        CartPole 환경은 수레에 세워진 막대가 쓰러지지 않도록 좌우로 움직이며 균형을 유지하는 게임이다. 상태는 막대의 각도 및 각속도, 수레의 위치 및 속도로 구성되며, 행동은 ‘왼쪽으로 이동’ 또는 ‘오른쪽으로 이동’의 이산적 선택지를 가진다.

        본 실험에서는 OpenAI Gym의 "CartPole-v0" 환경을 사용하되, 에피소드 최대 길이를 1,000스텝으로 조정하여 비교적 긴 시간 동안 탐험이 가능하도록 설정하였다. CartPole 환경에서는 일반적으로 수레가 막대를 얼마나 오랫동안 균형 있게 유지하는지를 기준으로 보상을 설계한다. 본 연구에서도 기존 연구와 동일하게, 막대가 쓰러지지 않는 동안 타임 스텝마다 +1의 보상을 부여하는 구조를 유지하였다. 강화학습 탐험 성능 평가를 목적으로 그림 3과 같이 파란색 구역을 통해서 학습하고, 빨간 구역을 통해 테스트를 진행할 수 있도록 인위적으로 버그를 삽입하는 시나리오로 설정하였다. 버그 조건은 수레가 특정 x 좌표에 도달했을 때 버그 카운트가 증가하도록 정의되며(BUG 1: -1.0 < x < -0.95, BUG 2: -0.55 < x < -0.50, BUG 3: +0.50 < x < +0.55, BUG 4: +0.95 < x < +1.0), 이 위치는 일반적인 학습 정책으로는 도달하기 쉽지 않은 영역으로 설정된다. 즉, 발견해야 할 버그는 학습을 통해 최적화된 균형 유지 행동만으로는 자연스럽게 발견하기 어려운 영역에 자리 잡고 있으며, 정적인 탐험 능력으로는 도달하지 못하는 상태로 설계된다. 따라서, 이러한 설계를 통해 에이전트가 학습 과정에서 얼마나 넓은 상태 공간을 실제로 탐험하고 있는지를 정량적으로 확인할 수 있도록 하였다. 또한, 일정한 성능 정체 구간을 탐지하기 위해 최근 5개의 에피소드 평균 보상이 3% 이내의 차이를 보일 경우, 탐험 온도를 일시적으로 증가시켜 탐험 능력을 보완하는 기법을 적용하였다. 이를 통해 에이전트가 보상에 안주하지 않고 탐험하지 않은 영역으로의 접근을 유도하도록 하였다. 버그 카운트의 증가 여부는 테스트 결과의 지표로 활용되며, 제안하는 탐험 전략 조절 기법이 적용된 모델과 적용되지 않은 모델 간의 차이를 비교 분석하는 데 사용된다.

        
          
          

          Fig. 3. 
				
          

          
            Training (blue) and test-only (red) bug regions in CartPole
          
          

          

        

      

      
        3-3 MsPacman 환경에서의 BEAGT 적용 시나리오
        MsPacman 환경은 시각 정보 기반의 복잡한 상태 공간을 가지며, 고전적인 아케이드 게임으로 강화학습 분야에서 다양하게 활용되고 있다. 게임 플레이어는 미로 형태의 맵을 탐험하며 점수를 획득하고 유령을 피하는 방식으로, 다양한 방향성과 장애물이 결합해 있어 탐험 전략의 다양성과 일반화 성능을 평가하기에 적합하다.

        본 실험에서는 “MsPacmanNoFrameskip-v4” 환경을 사용하며, 프레임 스킵 없이 스텝마다 화면을 처리하는 구조로 설정하였다. 해당 환경에서는 점수와 관련된 행동(예: 코인 수집, 유령 회피 등)에 대해 다양한 보상 구조가 가능하지만, 본 연구에서는 기존 비교 대상과의 테스트 일관성을 유지하기 위해, 코인을 수집할 때마다 +1의 보상을 부여하는 단순화된 보상 구조를 채택하였다. 버그 조건은 위치 기반으로 삽입하였다. 버그는 맵의 좌우 외곽에 있는 골목길에 설정되었으며, 리워드 구조상 탐험 성능이 충분하지 않으면 도달하기 어려운 경로로 설계되었다. 각 위치는 그림 4와 같이 빨간색 화살표 지점을 통해서 학습하고, 흰색 화살표 지점을 통해서 테스트를 진행하였다. 이와 같은 설정은 에이전트가 학습된 경로를 넘어 새로운 상태 공간으로의 탐험을 수행할 수 있는지를 평가하기 위한 구조이다. 특히 MsPacman의 특성상 골목 끝에 도달하면 반대편 골목으로 이동하기 때문에, 본 실험에서는 단순한 위치 도달이 아닌, 해당 위치에서 특정 방향을 바라보는 조건이 동시에 만족할 때만 버그로 판정되도록 구성하였다. 이를 통해 무작정 이동하는 것이 아니라, 명확한 목적성을 가지고 해당 상태에 도달했는지를 평가할 수 있도록 하였다. 또한, 학습이 일정 수준에서 정체되는 상황을 고려하여, 최근 10개의 평균 보상이 3% 이내의 차이를 보일 경우 탐험 온도(ε)를 일시적으로 증가시키는 메커니즘을 적용하였다. 이때 ε 값은 최소 0.01씩 증가하도록 하며, 최대 ε 값은 0.3으로 제한하여 지나치게 무작위적인 행동을 방지하였다. 이러한 조절은 에이전트가 보상 기반 정책에 안주하지 않고, 미탐험 영역으로의 접근을 유도하기 위한 목적을 가진다.

        
          
          

          Fig. 4. 
				
          

          
            Training (red) and test-only (white) bug regions in MsPacman
          
          

          

        

      

    

    

  
    
      Ⅳ. 실험 결과 및 고찰
      
        4-1 CartPole 실험 결과 및 고찰
        표 1은 CartPole 환경에서 각각 제안 방식(BEAGT), 기존 방식(RELINE), 무작위(random) 방식에 따른 버그 탐지 결과를 비교한 것이다. 각 방식은 동일한 환경과 조건에서 1,000회의 학습을 수행한 후, 학습이 완료된 정책을 고정한 상태로 1,000회의 테스트 에피소드를 10회 반복하여 결과를 수집하였다. 버그 도달 횟수에 따라 에이전트의 탐험 성능을 정량화하였으며, ‘0개’는 버그를 전혀 탐지하지 못한 경우, ‘1개~4개’는 탐지한 버그의 개수에 따라 집계하였다.

        
          Table 1. 
				
          

          
            Bug detection results in the CartPole environment
          
          

        

        
          
            
              	Method
              	0 Bugs
              	1 Bugs
              	2 Bugs
              	3 Bugs
              	4 Bugs
            

          
          
            	BEAGT
            	0
            	0
            	440.5
            	375.3
            	184.2
          

          
            	RELINE
            	0
            	123.1
            	445.2
            	346
            	85.7
          

          
            	Random
            	986.1
            	11.8
            	2.1
            	0
            	0
          

        

        

        기존 RELINE 방식은 softmax 기반의 정책을 사용하지만, 탐험 온도(temperature)를 고정된 값으로 설정한 구조로 설계되어 있다. 이에 따라 학습이 진행됨에 따라 정책은 점차 특정 행동 확률로 수렴하게 되고, 새로운 상태 공간으로의 접근 가능성은 감소하게 된다. 실제 실험에서도 기존 방식은 2개 또는 3개의 버그 탐지에서 대부분의 탐지 성능을 보였고, 4개를 모두 탐지한 경우는 평균적으로 85.7회로 제한적이었다. 반면 본 논문에서 제안한 방식은 동일한 정책 구조를 유지하면서도, 최근 5개 에피소드의 평균 보상이 3% 이내로 정체될 때 탐험 온도를 일시적으로 증가시키는 방식으로 동작한다. 이러한 동적 탐험 전략 조절 기법은 학습이 일정 경로로 수렴하는 상황에서도 일시적으로 탐험 범위를 넓히도록 유도함으로써, 미탐험 상태 공간에 대한 접근 가능성을 확보할 수 있게 한다. 그 결과, 4개 버그를 모두 탐지한 시도가 평균 184.2회로 기존 대비 2배 이상 증가하였다.

        이러한 차이는 reward function 설계의 구조적 차이에서 비롯된다. RELINE은 특정 상태에 도달하면 정적으로 보상을 부여하는 방식이지만, BEAGT는 보상 정체 상황을 기반으로 탐험성을 강화함으로써 더 유연하고 넓은 상태 공간 탐험을 유도할 수 있다. 또한, 그림 5에서 보이듯이 평균 리워드 수렴 곡선은 두 방식 모두 유사한 수준에서 수렴하고 있으며, 이는 BEAGT가 탐험 성능을 향상하면서도 전반적인 학습 안정성은 유지함을 의미한다.

        
          
          

          Fig. 5. 
				
          

          
            Comparison of average reward trends in the CartPole environment
          
          

          

        

        
          
          

          Fig. 6. 
				
          

          
            Comparison of bug detection rates in the CartPole environment
          
          

          

        

        즉, BEAGT는 단순한 무작위성 증가가 아닌 성능 정체 구간에서의 조건부 탐험 전략 조절을 통해 버그 탐지 성능, 탐험 커버리지, 정책 안정성의 균형을 동시에 달성한 방식으로, 기존 정적 탐험 구조 대비 명확한 정량적·정성적 우위를 입증하였다.

      

      
        4-2 MsPacman 실험 결과 및 고찰
        표 2는 MsPacman 환경에서 각각 제안 방식(BEAGT), 기존 방식(RELINE), 무작위(random) 방식에 따른 버그 탐지 결과를 비교한 것이다. MsPacman은 시각 정보 기반의 복잡한 맵 구조를 가지며, 버그는 리워드 구조상 도달이 어려운 좌우 외곽 골목에 자리 잡고 있다. 따라서 효과적인 탐험 전략이 없이는 해당 영역에 도달하기 어렵다.

        
          Table. 2. 
				
          

          
            Bug detection results in the MsPacman environment
          
          

        

        
          
            
              	Method
              	0 Bugs
              	1 Bugs
              	2 Bugs
            

          
          
            	BEAGT
            	296.7
            	492.7
            	200.6
          

          
            	RELINE
            	553.7
            	348.3
            	98
          

          
            	Random
            	978.3
            	20.7
            	1
          

        

        

        본 실험에서는 세 방식 모두 1,000회의 테스트 에피소드를 10회 실행한 결과를 기반으로 버그 탐지 성능을 정량적으로 비교하였다. 기존 방식은 원래 설계된 구조상 2,000회 학습 중 마지막 1,000회 데이터를 평가용으로 사용하는 방식이었으나, 이는 탐험 성능과 테스트 조건이 명확히 분리되지 않아 공정한 비교가 어려웠다. 따라서 본 연구에서는 비교의 일관성을 위해 기존 방식도 총 10,000회 학습 후, 학습이 완료된 정책을 고정한 상태에서 별도로 1,000회의 테스트 에피소드를 수행하도록 수정하였다. 또한 제안 방식에서는 ε 조절 메커니즘의 효과를 극대화하기 위해 일부 하이퍼파라미터(예: ε의 최솟값 등)를 기존과 다르게 조정하여 탐험 능력과 안정성 간의 균형을 강화하였다.

        기존 방식에서는 에이전트가 대부분 훈련된 경로에만 집중하여 외곽 골목까지 도달하는 경우가 적었으며, 이는 ε-greedy 정책이 초반 수렴 이후 탐험 능력을 유지하지 못하는 한계를 보여준다. 무작위(Random) 방식은 초기에는 넓은 상태 공간을 탐험하지만, 정책적 방향성이 전혀 없으므로 대부분의 시도에서 버그 위치에 도달하지 못하고, 오히려 아무런 버그도 탐지하지 못한 경우가 비율이 전체의 약 97.8%이다. 이는 무작위 방식이 탐험 커버리지는 넓을 수 있지만, 목적성 없는 행동으로 인해 실제 탐지 성과는 낮다는 점을 시사한다. 반면 제안한 방식은 ε 값을 정체 구간에서 일시적으로 상승시키는 탐험 온도 조절 기법을 통해, 평균적으로 1개 또는 2개의 버그를 탐지한 횟수가 기존 방식 대비 유의미하게 증가하였다. 이는 단순한 무작위 탐험과 달리, 전략적으로 강화된 탐험성이 실제 탐지 성능으로 이어졌음을 의미한다. 특히, random 방식과의 비교를 통해 단순 탐험성 확보만으로는 충분하지 않으며, 적절한 타이밍과 조건 하에서의 탐험성 조절이 효과적인 테스트 커버리지 확보에 핵심적임을 확인하였다.

        반면, 그림 7에서와 같이, 학습 과정에서의 평균 리워드 기록에서는 기존 방식(RELINE)이 제안 방식보다 다소 높은 값을 기록하였음을 알 수 있다. 이는 ε-greedy 구조의 정적인 정책이 학습 후반부로 갈수록 특정 경로에 빠르게 수렴하고, 안정적인 리워드 수집 경로를 지속적으로 반복 수행하게 되었기 때문으로 해석할 수 있다. 즉, 기존 방식은 게임 내에서 이미 보상이 잘 주어지는 루트를 반복적으로 학습하며 전체 평균 리워드를 끌어올렸으나, 이는 새로운 상태나 예외적인 경로에 대한 탐험 성능과는 반드시 비례하지 않는다. 실제로 버그 탐지율에 있어서는 제안 방식이 기존 방식보다 우수한 결과를 보였으며, 특히 미탐험 상태에 존재하는 버그를 더 자주 탐지하였다. 이는 정체된 학습 구간에서 ε 값을 일시적으로 증가시키는 방식이 평균 리워드 측에서는 다소 손해가 있더라도 수렴된 경로를 벗어나 새로운 상태 공간으로의 진입을 유도했기 때문이다. 반면, 기존 방식은 높은 리워드를 유지하되 탐험 범위가 제한되어 있어, 게임 전반의 리워드 수집 성능은 좋지만, 테스트 커버리지 측면에서는 부족함을 보였다.

        
          
          

          Fig. 7. 
				
          

          
            Comparison of average reward trends in the MsPacman environment
          
          

          

        

      

      
        4-3 제안 방법의 우수성에 대한 고찰
        본 논문에서 제안한 방법과 기존 연구와의 비교 결과를 통해 복잡한 게임 환경일수록 단순한 수렴 속도나 리워드 총합보다, 보상 설계와 탐험 구조가 더 중요한 성능 요소가 될 수 있음을 알 수 있다. 즉, 높은 평균 리워드는 탐험 성능의 대체 지표가 아니며, 버그 탐지나 상태 커버리지와 같은 목적에서는 의도적인 탐험 조절 기법이 더욱 효과적일 수 있다. CartPole 환경에서는 softmax 기반 정책에 온도 조절 기법을 도입하여 기존 방식 대비 버그 탐지율이 크게 향상되었으며, MsPacman 환경에서는 ε-greedy 기반 DQN 구조에서 ε 값을 동적으로 증가시키는 방식으로 복잡한 시각 환경에서도 높은 탐험 커버리지를 달성하였다.

        
          
          

          Fig. 8. 
				
          

          
            Comparison of bug detection rates in the MsPacman environment
          
          

          

        

        한편, 기존의 curiosity-driven exploration이나 intrinsic motivation 기반 기법들은 외부 보상이 희소하거나 없는 환경에서 자율적인 탐험을 유도하는 데 효과적이지만, 예측 오류 기반 보상의 간접성, 추가 모델 학습 필요성, 테스트 목적과의 직접적 연계 부족 등의 한계가 존재한다. 반면, 본 논문에서 제안한 방식은 에이전트의 실제 학습 성과에 따라 탐험 계수를 조절함으로써, 별도의 예측 모듈 없이도 실시간 탐험성 강화와 안정성 유지 간의 균형을 달성할 수 있다.

        또한, 기존 방법들은 학습 초기에는 탐험 범위를 보장하지만, 일정 에피소드 이후에는 정책이 특정 경로에 수렴하면서 탐험이 급격히 제한되는 문제가 있다. 본 연구는 이러한 한계에 주목하여, 학습 과정 중 실시간으로 탐험성의 회복을 유도하는 동적 조절 구조를 설계하였으며, 이는 정적인 탐험 전략과 차별되는 핵심적인 기여점이라 할 수 있다.

      

    

    

  
    
      Ⅴ. 결 론
      현대 게임 환경의 복잡성이 증가함에 따라, 강화학습 기반 자동화 테스트가 게임 QA 분야에서 중요한 대안으로 부상하고 있다. 그러나 기존 강화학습 기법은 반복 학습 과정에서 탐험 능력이 정체되는 문제가 있다. 이에 본 연구에서는 강화학습 기반 게임 테스트 환경에서 반복 학습으로 인한 탐험 정체 문제를 해결하기 위해, 최근 평균 보상 변화율을 기반으로 탐험 전략을 동적으로 조절하는 아키텍처를 제안하였다. 제안 기법은 학습이 정체된 상태를 감지하여, softmax 기반 정책에서는 온도를, ε-greedy 기반 정책에서는 탐험 계수(ε)를 일시적으로 증가시키는 방식으로 동작한다. CartPole(softmax 기반)과 MsPacman(ε-greedy DQN 기반) 환경에서의 실험 결과, 제안 기법은 기존 DQN 정책이나 무작위 탐험 방식에 비해 도달하기 어려운 영역에 삽입된 버그 탐지 성능이 우수함을 확인하였다. 그러나 MsPacman 환경 분석 결과, 버그 탐지율에서는 제안 기법이 DQN 대비 우위를 보였으나, 탐험 커버리지 측면에서는 DQN이 상대적으로 더 넓은 영역을 탐색하는 경향이 나타났다. 이는 제안 방식이 조건부로 탐험성을 강화하는 구조이기 때문에, 특정 목표 지점 탐지에는 효과적이나 상태 공간 전체를 균등하게 커버하는 데에는 한계가 있을 수 있음을 시사한다. 이러한 한계를 보완하기 위해, 향후 연구에서는 상태 기반 중요도(weighted state coverage)나 다중 탐험 계층(multi-phase exploration) 등 복합적인 탐험 조절 기법에 관한 추가 연구가 필요하다. 또한 본 연구의 실험은 상대적으로 단순한 강화학습 환경에 국한되었으므로, 상용화된 복잡한 게임 환경이나 대규모 3D 시뮬레이션 환경에서의 적용 가능성과 확장성을 실증적으로 검토할 필요가 있다. 아울러, 본 연구는 softmax 기반 정책과 DQN 기반 ε-greedy 구조에 집중하였으나, 향후에는 SAC(Soft Actor-Critic), PPO(Proximal Policy Optimization) 등 다양한 최신 정책 학습 기법에 대해서도 제안한 탐험 조절 아키텍처의 적용 가능성을 평가할 예정이다. 이를 통해 본 기법을 보다 보편화된 탐험 제어 프레임워크로 발전시킬 수 있을 것으로 기대한다.
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