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            Abstract
          
        

        
          전통적인 신약 개발은 새로운 약물을 시장에 출시하기까지 많은 시간과 막대한 비용이 소요되며, 높은 실패율로 인해 효율성이 낮다는 문제가 있다. 이러한 문제를 해결하기 위해 생성 모델을 활용한 혁신적인 접근법이 주목받고 있다. 본 연구에서는 트랜스포머 디코더 구조를 기반으로 화합물의 구조 정보를 문자열로 학습하여 새로운 화합물 구조를 생성하는 모델을 제안한다. 특히, 화합물에서 추출한 골격 구조(scaffold)를 임베딩하여 모델 입력에 포함함으로써, 결합 및 원자 정보와 골격 구조를 동시에 처리하였다. 벤치마크 데이터셋을 사용한 평가 결과, 골격 구조 임베딩을 적용한 모델이 데이터셋 별로 유효성 지표에서 0.964, 0.986의 우수한 성능을 보였다. 본 연구는 분자 생성 모델에 골격 구조 임베딩을 도입함으로써, 화학적 규칙을 준수하는 분자를 효과적으로 생성할 수 있는 방법을 제시하였으며, 신약 개발 분야에서 AI 기반 분자 설계의 효율성을 높이는 데 기여할 것으로 기대된다.

        

        
          
            초록
          
        

        
          Traditional drug development requires significant time and substantial costs in introducing a new drug to the market, and the high failure rates result in low efficiency. To address these challenges, innovative approaches utilizing generative models have garnered attention. In this study, we propose a model based on a transformer decoder architecture that learns structural information of compounds in string form to generate new compound structures. Specifically, by embedding scaffolds extracted from compounds into the model input, bond and atom information are simultaneously processed along with scaffold structures. Evaluation using benchmark datasets demonstrated that the model with scaffold embedding achieved superior performance in terms of validity metrics, recording 0.964 and 0.986 for each dataset. By introducing scaffold embedding into the molecule generation model, this study provides an effective way for generating molecules that adhere to chemical constraints, and is thus expected to contribute to improving the efficiency of artificial intelligence (AI)-based molecular design in the field of drug discovery.
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      Ⅰ. 서 론
      전통적인 신약 개발 과정은 연구개념 단계부터 임상 시험, 승인까지 평균 10~15년의 긴 시간과 수십억 달러의 비용이 소요되는 복잡한 과정이다[1]. 초기 단계에서의 합성 화합물 설계와 생물학적 활성 평가는 높은 비용과 시간을 요구한다. 또한, 수천가지의 후보 물질이 합성되더라도, 그 중 극히 일부만이 생물학적 활성이나 안전성을 확보하여 임상 시험 단계로 진입하게 된다[2]. 임상 시험 단계에서도 약물의 효능이나 안전성에 대한 문제가 발견되어 탈락하는 경우가 많아, 전체 개발 과정에서 실패하는 약물의 비율이 매우 높다. 이러한 높은 실패율은 신약 개발의 불확실성을 증가시키며, 개발 비용을 상승시키는 요인으로 작용한다. 전통적인 신약 개발 방식의 한계를 극복하기 위해서는 효율적이고 혁신적인 접근 방식과 기술의 도입이 필요하다.

      인공지능 (AI; artificial intelligence) 은 기존의 신약개발 방식의 한계를 극복할 수 있는 수단 중 하나로 부각되고 있다[3]. 신약개발과 구성 분자 연구는 기본적으로 원하는 특성 profile을 가진 분자 구조를 설계하는 원리를 바탕으로 한다[4]. 그러나 새로운 분자에 대한 화학적 탐색 공간은 매우 방대하여 어려운 과제로 존재한다. 잠재적인 약물 유사 분자의 수는 1023~1060 개로 추정되며, 지금까지 합성된 분자는 약 108 개에 불과하다[5]. AI는 방대한 화학공간의 탐색을 가속화하여 후보물질을 도출하는 데 드는 시간과 비용을 줄일 수 있다. 대량의 화학 데이터와 생물학적 데이터를 분석하여 유망한 후보물질을 빠르게 식별하고, 그 특성을 예측함으로써 시행착오를 줄일 수 있다. 이러한 AI의 장점을 활용하여, 분자 설계에 생성 모델을 활용하려는 연구가 활발하게 진행중이다[3]. 데이터의 패턴을 학습하여 새로운 데이터를 생성하는 능력을 바탕으로, 컴퓨터비전과 자연어처리와 같은 데이터 분포를 모델링하는데 큰 발전을 일으켰다.

      본 연구에서는 화합물의 구조적 정보를 텍스트 형태로 학습하여, 이를 기반으로 완전히 새로운 구조의 화합물을 생성하는 생성모델을 개발하였다. 제안된 모델은 트랜스포머(transformer) 기반의 디코더(decoder) 아키텍처를 채택하였으며, 입력 데이터를 모델에 적합한 형태로 전처리하는 과정을 거쳤다[6]. 구체적으로, 화합물로부터 골격 구조(scaffold) 정보를 추출하여 임베딩(embedding) 함으로써, 화합물의 세부 정보와 골격 구조 정보를 병렬적으로 처리하였다. 학습과정에서는 다음 토큰의 확률 분포와 실제 토큰 간의 손실(loss)을 최소화 하는 방식으로 진행되었으며, 이는 시퀀스-투-시퀀스(sequence-to-sequence) 학습 방법론을 따른다. 예측된 토큰은 이전에 생성된 토큰들에 기반한 예측 확률 분포의 결과이며, 이 과정을 반복함으로써 새로운 분자 구조를 생성한다. 본 논문은 2장에서 연구에 활용된 데이터셋과 전처리과정, 모델의 전반적인 구조와 학습과정에 대해 서술한다. 3장에서는 생성된 분자를 성능평가 지표를 통해 결과를 비교하고 4장에서는 결론을 서술하는 방식으로 진행한다.

    

    

  
    
      Ⅱ. 화합물의 골격구조 기반 새로운 분자 설계
      본 연구에서는 GuacaMol, MOSES (Molecular Sets) 총 두 가지 데이터셋을 활용하였으며 생성형 AI 모델을 통해 새로운 분자를 생성하고 이에 대해 성능을 평가하는 연구를 진행하였다[7],[8]. 분자 표기법은 SMILES (Simplified molecular-input line-entry system) 형태를 사용하였으며, 생성모델은 트랜스포머 모델의 디코더 구조를 활용하였다[9].

      
        2-1 데이터셋
        
          1) GuacaMol 데이터셋
          생성모델 학습을 위한 데이터로 벤치마크 데이터셋인 GuacaMol dataset을 활용하였다. GuacaMol은 ChEMBL 데이터베이스에서 추출된 1,591,378개의 분자를 포함하는 데이터셋이다[10]. 추출 과정은 크게 4개의 필터링 프로세스로 구성된다. salts를 제거하고, charge를 중화시키고, 100자 이상의 SMILES 문자열이 존재하는 분자는 제거하였다. 추가로 H, B, C, N, O, F, Si, P, S, Cl, Se, Br, and I 이외의 원소를 포함하는 분자를 제거하였다.

        

        
          2) MOSES 데이터셋
          MOSES는 Zinc 데이터베이스에서 추출된 약 190만개의 소분자 화합물로 구성되어있다[11]. 250~350 달톤 사이의 분자량, 회전가능한 결합수가 7 미만, 3.5보다 작은 XlogP로 필터링 되었다. 또한 C, N, S, O, F, Cl, Br, H 이외의 원자를 포함하는 분자를 제거하고, 양이온이나 음이온과 같은 전하를 가진 원자를 포함하는 분자를 제거하였다. 마지막으로 cycle이 8개 이상의 원자로 구성된 분자를 제거하였다.

        

        
          3) 전처리과정
          본 연구에서 벤치마크 데이터셋을 총 6단계의 전처리과정을 다음과 같이 수행하였다. 첫번째로, SMILES 문자열 표준화 진행 및 중복을 제거하였다. SMILES 문자열은 동일한 분자 구조를 다양한 방식으로 표현할 수 있기 때문에, 생성모델의 학습 효율성을 높이기 위해 SMILES 표준화 및 중복 제거가 필수적이다. RDKit을 활용하여 각 SMILES 문자열을 분자 객체로 변환하고, 표준화된 SMILES 문자열을 생성하였다[12]. 이 과정에서 분자의 구조를 표준화된 형태로 재구성하여 동일한 분자가 항상 동일한 SMILES 문자열로 매핑되도록 한다. 두번째로 각 SMILES 별로 scaffold를 추출하였다. scaffold란 화합물의 기본 골격을 의미하며, 이는 분자의 핵심 구조를 나타낸다. Bemis-Murcko scaffold는 가장 일반적으로 사용되는 scaffold 중 하나로, 분자의 ring과 결합을 포함한 핵심 골격을 추출한다. 분자가 단순한 선형 구조를 가지거나, 기본 골격을 형성할 수 없는 경우에는 scaffold를 추출하지 못하는데, 이러한 데이터는 제거하였다. 세번째로 어휘사전을 정의하였다. 어휘사전이란, 생성모델이 SMILES 문자열을 처리하고 생성하기 위해 사용하는 고유한 문자 집합을 의미한다. 본 연구에서는 SMILES 문자열을 구성하는 모든 고유 문자를 수집하고, 이를 순차적으로 인덱싱하여 고유한 토큰 집합을 형성하였다. 네번째로 정규표현식 패턴을 정의하고 토큰화를 진행하였다. 이는 SMILES 문자열을 의미있는 단위(token)으로 분리하는 과정이다. SMILES는 다양한 화학기호와 결합방식을 포함하고 있어, 이를 올바르게 토큰화하는 것이 모델의 성능에 직접적인 영향을 미친다. 자연어 처리과정에서 단어별로 토큰화를 진행하듯이, 사전에 정규 표현식 패턴을 정의하고 이를 기반으로 SMILES 문자열을 토큰화한다. 다섯번째로 special token을 추가하였다. 분자의 시작과 끝을 명확히 하기 위해 [SOS] (start-of-sequence)와 [EOS] (end-of-sequence) 토큰을 추가하여 모델이 분자 학습 및 생성의 시작과 끝을 인식할 수 있도록 설계하였다. 마지막으로 시퀀스의 길이를 일관되게 유지하도록 패딩토큰을 추가하였다. 학습에 사용되는 데이터를 정규표현패턴식을 통해 토큰화했을 때 가장 시퀀스 길이가 긴 데이터에 맞추어 패딩을 진행하였다. 패딩 토큰은 특별한 의미를 가지지 않으며, 시퀀스의 남은 부분을 채우기 위한 용도로 사용된다. 본 연구에서 사용된 데이터셋에 대한 통계는 표 1에 명시되어 있다. 데이터 전처리 과정은 그림 1에 나타나 있다.

          
            Table 1. 
				
            

            
              Statistics of data used in generative model
            
            

          

          
            
              
                	Dataset
                	Train
                	Validation
                	Test
                	Total
              

            
            
              	GuacaMol
              	1,260,532
              	78,762
              	236,374
              	1,575,668
            

            
              	MOSES
              	1,584,079
              	175,984
              	176,225
              	1,936,288
            

          

          

          
            
            

            Fig. 1. 
				
            

            
              Data preprocessing process
            
            

            

          

        

      

      
        2-2 모델 구조 및 워크플로우
        
          1) 모델 구조
          생성모델은 기본적인 트랜스포머 디코더 구조를 바탕으로 하며, 분자 생성에 특화된 모듈을 추가하여 SMILES 시퀀스를 효과적으로 생성하도록 설계하였다. 그림 2는 본 모델에서 사용된 생성모델의 전체 구조를 나타낸다. 모델은 임베딩 레이어와 다수의 디코더 블록으로 구성된다. 임베딩 레이어에서는 입력된 SMILES 시퀀스와 scaffold 정보를 모델 입력에 적합한 형태로 변환한다. 토큰 임베딩을 통해 각 토큰 인덱스를 고차원 벡터로 변환하고, 포지션 임베딩을 통해 순서정보를 추가한다. 이는 입력시퀀스의 문맥과 구조를 효과적으로 표현할 수 있도록 한다. scaffold 임베딩은 입력 시퀀스에 추가적인 구조적 정보를 제공하기 위해 사용된다. scaffold 정보를 벡터화하고, 평균을 낸후 이를 입력시퀀스의 임베딩과 결합하는 방식을 사용했다. 또한, 모델의 어텐션 메커니즘에서 scaffold 마스크를 활용하여 scaffold와 시퀀스 간의 상호작용을 제어하였다. scaffold 마스크는 어텐션 스코어 계산 시 scaffold 영역과 시퀀스 영역의 토큰 간 상호작용에 가중치를 부여하거나 차단하는 역할을 한다. 구체적으로, 마스크는 배치 크기와 시퀀스 길이에 맞춰 생성되며, scaffold 내부 및 시퀀스 내부에서는 어텐션이 자유롭게 이루어지도록 허용하지만, scaffold와 시퀀스 간의 불필요한 어텐션은 제한한다. 이를 통해 모델은 scaffold 정보에 대한 중요도를 조절할 수 있으며, 필요한 경우 scaffold에 더 집중하거나 시퀀스 자체에 집중할 수 있도록 유도할 수 있다. 디코더 블록은 멀티헤드 어텐션과 피드 포워드 신경망, 레이어 정규화 및 잔차 연결로 구성된다. 각 디코더 블록에서 멀티헤드 어텐션은 입력 시퀀스의 각 위치가 다른 위치와 맺는 관계를 다양한 표현 공간에서 병렬적으로 학습하도록 한다. 어텐션과 각 헤드별 수식, 멀티헤드 어텐션의 수식은 각각 (1)-(3)에 표현되어 있다.
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            Fig. 2. 
				
            

            
              Architecture of the generative model
            
            

            

          

          상단의 수식에서 공통적으로 Q는 쿼리, K는 키, V는 밸류를 나타낸다. 수식 (1)에서 dk는 키의 차원을 나타내며 softmax는 소프트맥스 활성화 함수를 의미한다. KT는 키의 전치행렬을 나타낸다. 수식 (2)에서 WiQ, WiK, WiV 는 각 헤드에 대한 학습 가능한 가중치 행렬을 나타내며 headi 는 i번째 어텐션 헤드를 의미한다. 수식 (3)에서 WO는 최종 출력으로 변환하기 위한 학습 가능한 가중치 행렬을 나타내며 h는 어텐션 헤드의 개수를 의미한다.

        

        
          2) 학습 과정
          생성모델의 학습과정은 그림 3에 시각화되어 있으며, 입력 시퀀스 데이터와 라벨 데이터의 처리를 중심으로 이루어진다. 입력 시퀀스 데이터는 고정된 길이의 시퀀스로 패딩처리가 완료된 상태이며, 이는 모델이 일관된 입력 길이를 유지하도록 한다. 라벨 데이터는 입력 시퀀스 데이터에서 첫 번째 토큰을 제거하고, 시퀀스의 끝에 패딩 토큰을 추가하여 생성된다. 이 과정은 모델이 다음 토큰을 예측하도록 학습시키기 위한 것으로, 시퀀스 내의 각 위치에서 다음에 올 토큰을 정답으로 설정한다. 즉 입력 시퀀스 x1,x2,x3,…,xn-1,xn 에 대해 라벨 데이터는 x2,x3,x4,…,xn,<pad> 로 구성된다. 모델은 입력 시퀀스를 처리하여 SMILES 토큰에 대한 로짓(logits) 값을 출력한다. 이 로짓은 모델의 최종 출력 레이어에서 계산되며, 각 위치에서 다음에 올 토큰에 대한 예측 점수를 나타낸다. 로짓의 차원은 어휘사전의 크기와 동일하여, 모델이 학습된 모든 토큰에 대한 예측을 수행할 수 있다.

          
            
            

            Fig. 3. 
				
            

            
              Training process of the generative model
            
            

            

          

          학습과정에서 모델은 출력된 로짓 값과 실제 라벨 데이터를 비교하여 손실값을 계산한다. 손실함수로는 focal loss를 사용하여 클래스 불균형 문제를 완화하고 어려운 샘플에 대한 학습을 강화하였다. focal loss는 기존의 교차 엔트로피 손실에 조정된 가중치를 부여하여 잘 분류되는 쉬운 샘플의 영향력을 감소시키고, 어려운 샘플에 더 큰 가중치를 부여한다. 분자 생성과 학습에서는 특정 토큰이나 패턴이 빈번하게 등장할 수 있는데, focal loss는 이러한 불균형을 완화시켜 균형잡힌 학습을 할 수 있게 한다. 수식은 (4)에 표현되어 있다.
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          pt 는 예측 확률 값이며 예측값과 실제 클래스간의 확률을 나타낸다. α는 가중치 값으로, 불균형한 소수 클래스에 더 큰 가중치를 줄 때 사용된다. γ는 초매개변수로, 잘 분류된 샘플에 대해 가중치를 줄이고, 잘못된 샘플에 대해 가중치를 높이는 역할을 한다.

          데이터셋별로 어휘사전 크기나 최대 시퀀스 길이가 다르기 때문에 각각 실험을 진행하였으며, 적용한 하이퍼파라미터는 표 2와 같다.

          
            Table 2. 
				
            

            
              Hyperparameters applied in the experiments
            
            

          

          
            
              
                	Hyperparameters
                	Value
              

              
                	GuacaMol
                	MOSES
              

            
            
              	Vocabulary size
              	96
              	28
            

            
              	Decoder block size
(Max sequence length)
              	102
              	56
            

            
              	Max scaffold length
              	102
              	50
            

            
              	Number of attention heads
              	8
            

            
              	Embedding dimension
              	512
            

            
              	Embedding dropout rate
              	0.1
            

            
              	Residual dropout rate
              	0.1
            

            
              	Attention dropout rate
              	0.1
            

            
              	Weight decay
              	0.1
            

            
              	Learning-rate
              	6e-4
            

            
              	Number of epochs
              	5
            

            
              	Optimizer
              	Adam
            

          

          

        

        
          3) 생성 과정
          생성모델로 SMILES 시퀀스를 생성하기 위해서는 초기토큰과 scaffold 조건을 사전에 정의해야한다. 생성과정은 시작토큰인 [SOS] 토큰과 반영하고자 하는 scaffold 조건을 모델의 입력으로 제공하는 것으로 시작한다. 모델은 입력된 시퀀스를 기반으로 다음에 올 토큰의 확률 분포를 예측하며, 이는 모델의 출력에 소프트맥스 함수를 적용하여 각 토큰에 대한 확률을 얻는다. 이 확률 분포에 따라 다음 토큰을 샘플링하며, 선택된 토큰은 현재 시퀀스에 추가된다. 확장된 시퀀스는 다시 모델의 입력으로 사용되어 다음 토큰 예측에 활용된다. 이러한 과정은 시퀀스 종료 토큰인 [EOS]가 생성되거나, 생성된 시퀀스의 길이가 사전의 정의된 최대 길이인 100에 도달할 때 까지 반복된다. 생성이 완료되면, 모델이 출력한 토큰 인덱스 시퀀스는 미리 정의된 어휘 사전을 통해 인덱스에서 토큰으로 변환되고, 이를 다시 결합하여 최종적인 SMILES 문자열을 얻는다.

        

      

    

    

  
    
      Ⅲ. 실험 및 결과
      
        3-1 모델 성능평가 지표
        본 연구에서 제안한 모델의 성능 평가는 기존의 회귀모델 및 분류 모델과는 차별화된 접근 방식을 채택하여, de novo 분자 설계 분야에서 널리 사용되는 표준 성능 지표를 기반으로 수행되었다. 평가에 사용된 주요 성능 지표는 유효성(validity), 고유성(uniqueness), 신규성(novelty) 으로 구성되었다. 각 지표는 모델의 생성 능력을 다각도로 평가하는 데 중요한 역할을 한다.

        유효성의 경우, 생성된 분자가 실제로 화학적으로 유효한지를 평가하는 지표로, RDKit 라이브러리를 기반으로 수행되었다. 본 연구에서는 총 10,000개의 분자를 생성하고, 이 중 화학적으로 유효한 구조를 가진 SMILES 문자열의 비율로 측정하였다. 수식 (5)에서는 생성된 분자들 중 유효한 화학 구조를 가진 문자열의 집합을 V 로 표기하였다. 고유성은 생성된 유효한 분자들 중 고유한 분자의 비율을 나타내며, 이는 모델이 다양한 분자를 생성할 수 있는지를 평가하는 지표이다. 고유성은 수식 (6)과 같이 계산되며, 고유한 분자 집합을 U 로 표기하였다. 고유성이 낮을 경우, 이는 모델이 반복적인 분자 생성을 수행하고 있음을 의미하며, 모델의 분포 학습 수준이 낮음을 시사한다. 신규성은 학습 데이터셋에 존재하지 않는 유효한 고유 생성 분자의 비율을 나타낸다. 이는 모델이 학습 데이터에 과적합되지 않고, 새로운 화합물을 창출하는 능력을 평가하는 지표이다. 수식 (7)에서는 학습 데이터셋에 없는 유효한 고유 생성 분자 집합을 T 로 표기하였다. 신규성이 낮다는 것은 모델이 학습 데이터셋에 과적합 되었음을 의미하며, 이는 모델이 새로운 분자를 표과적으로 생성하지 못하고 기존 데이터에만 의존하고 있음을 나타낸다.
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        3-2 모델별 성능 비교
        GuacaMol 데이터셋과 MOSES 데이터셋을 학습한 각각의 모델에 대해 성능평가를 실시하였으며 결과는 표 3과 같다. 모델은 scaffold 임베딩을 적용한 경우와 적용하지 않은 경우로 나누어 테스트 데이터를 적용하여 비교 분석하였다.

        
          Table 3. 
				
          

          
            Performance evaluation result by models
          
          

        

        
          
            
              	Dataset
              	Model
              	Validity
              	Uniqueness
              	Novelty
            

          
          
            	GuacaMol
            	Model with scaffold	embedding
            	0.964
            	0.957
            	1.0
          

          
            	Model without scaffold	embedding
            	0.663
            	0.975
            	1.0
          

          
            	MOSES
            	Model with scaffold	embedding
            	0.986
            	0.927
            	0.922
          

          
            	Model without scaffold embedding
            	0.819
            	0.912
            	0.983
          

        

        

        GuacaMol 데이터셋에서 scaffold 임베딩을 적용한 모델은 유효성 0.964, 고유성 0.957, 신규성 1.0의 성능을 보였다. 반면, scaffold 임베딩을 적용하지 않은 모델은 유효성 0.663, 고유성 0.975, 신규성 1.0을 기록하였다. scaffold 임베딩을 적용한 모델은 적용하지 않은 모델에 비해 유효성이 0.3 이상 높게 나타났다. 고유성 측면에서는 scaffold 임베딩을 적용하지 않은 모델이 약 0.018 높은 수치를 보였으나, 두 모델 모두 0.95 이상의 높은 수준의 고유성을 유지하였다. 신규성은 두 모델 모두 1.0로, 새로운 구조의 분자를 생성하는 데에 있어 차이가 존재하지 않았다.

        MOSES 데이터셋에서 scaffold 임베딩을 적용한 모델은 유효성 0.986, 고유성 0.927, 신규성 0.922의 성능을 나타냈다. scaffold 임베딩을 적용하지 않은 모델은 유효성 0.819, 0.912, 신규성 0.983을 기록하였다. 이 결과에서도 scaffold 임베딩을 적용한 모델이 유효성에서 0.167 높은 성능을 보였다. 고유성 측면에서는 scaffold 임베딩을 적용한 모델이 0.015 높은 수치를 기록하였다. 그러나 신규성에서는 scaffold 임베딩을 적용하지 않은 모델이 0.061 더 높은 수치를 기록하였다.

        scaffold 임베딩을 적용한 모델은 유효성과 고유성 측면에서 우수한 성능을 보였다. 유효성의 향상은 모델이 scaffold 정보를 활용하여 화학적 규칙을 보다 잘 준수하는 분자를 생성할 수 있게 되었기 때문으로 해석된다. 또한, scaffold 정보를 활용하는 것이 화학적으로 타당한 분자를 생성하는 능력을 향상시켰음을 시사한다. 고유성의 향상은 scaffold 임베딩이 다양한 구조의 분자를 생성하는 데 기여했음을 나타낸다. 반면, 신규성 측면에서 scaffold 임베딩을 적용하지 않은 모델이 더 높은 수치를 보이는 경우도 있는데, 이는 scaffold 없이 학습된 모델이 더 다양한 새로운 구조를 탐색할 가능성을 보유하기 때문이다. 그러나 실용적인 분자 설계에서는 화학적 유효성과 고유성이 더 중요하게 고려되는 경우가 많다. 또한, 유효한 분자의 집합이 적다면, 고유성과 신규성을 추론하는 과정에서 분자의 모수가 작아지므로, 값이 크게 도출되는 가능성이 존재할 수 있다.

      

      
        3-3 생성된 분자의 특성 평가
        생성된 분자의 실제 화학적 특성을 평가하기 위해 QED (quantitative estimate of drug-likeness) 점수와 합성가능성 점수를 계산하였다. QED 점수는 분자가 약물 후보가 될 가능성을 0에서 1 사이의 값으로 평가한다[13]. 합성 가능성 점수는 분자의 합성 난이도를 1에서 10 사이의 값으로 평가한다[14]. QED 점수가 높을수록 생성된 분자의 약물 유사성이 높음을 의미하며, 합성 가능성 점수가 낮을수록 분자의 합성이 더 용이함을 나타낸다. 그림 4는 각 데이터셋으로 학습한 모델이 생성한 분자들의 QED 점수와 합성 가능성 점수의 분포를 보여준다.

        
          
          

          Fig. 4. 
				
          

          
            Distribution of the quantitative estimate of drug-likeness (QED) and synthetic accessibility scores for generated molecules
          
          

          

        

        GuacaMol 데이터셋으로 학습한 모델이 생성한 분자의 QED 점수는 최소 0.10에서 최대 0.94까지 분포하였다. 또한 전체 분자의 약 62%가 QED 점수 0.6 이상을 기록하였고, 약 21%가 0.8 이상을 기록하였다. 생성된 분자의 합성 가능성 점수는 최소 1.17에서 최대 5.37까지 분포하였다. 전체 분자의 약 82%가 합성 가능성 점수 3 이하를 기록하였으며, 99%가 5 이하의 점수를 보였다.

        MOSES 데이터셋으로 학습한 모델이 생성한 분자의 QED 점수는 최소 0.25에서 최대 0.94까지 분포하였다. 약 97%의 분자가 QED 점수 0.6 이상을 기록하였고, 약 67%가 0.8 이상을 기록하였다. 합성 가능성 점수는 최소 1.31에서 최대 5.06까지 분포하였다. 약 96%의 분자가 합성 가능성 점수 3 이하를 기록하였으며, 모든 분자가 5 이하의 점수를 보였다.

      

    

    

  
    
      Ⅳ. 결 론
      신약 개발 과정은 많은 시간과 비용이 소요되며, 수많은 후보 물질 중 극히 일부만이 최종적으로 약물로 승인되는 높은 실패율을 보인다. 이러한 문제를 해결하기 위해 인공지능(AI)을 활용한 효율적이고 혁신적인 접근 방식이 필요하다. 특히, AI 기반의 생성 모델은 방대한 화학적 탐색 공간을 효과적으로 탐색하여 새로운 후보 물질을 설계하는 데 기여할 수 있다.

      본 연구에서는 트랜스포머 기반의 디코더 구조를 활용하여 새로운 화합물 구조를 생성하는 생성 모델을 제안하였다. 특히, 화합물로부터 추출한 scaffold 정보를 임베딩하여 모델 입력에 포함해서 활용함으로써, 화합물의 세부 정보와 골격 구조 정보를 병렬적으로 처리하는 방식을 진행하였다. 모델은 출력된 토큰의 확률 분포와 실제 토큰 간의 손실을 최소화하는 방식으로 학습하였다. 모델의 성능은 벤치마크 데이터셋을 활용하여 평가하였으며 유효성, 고유성, 신규성 지표를 사용하였다. 실험 결과, scaffold 임베딩을 적용한 모델은 scaffold를 활용하지 않은 모델에 비해 유효성 측면에서 우수한 성능을 보였다. 이러한 결과는 골격 구조 임베딩의 적용이 생성 모델의 성능 향상에 효과적임을 나타낸다. 특히, 유효성의 향상은 모델이 화학적 규칙을 준수하는 분자를 생성하는 능력이 향상되었음을 의미한다.

      본 연구를 통해 분자 생성 모델에 골격 구조 임베딩을 도입함으로써 신약 개발의 효율성과 혁신성을 높일 수 있는 가능성을 제시하였다. 향후 연구에서는 본 모델의 구조를 개선하고, 추가적인 화학적 특성이나 생물학적 활성 정보를 반영하여 생성되는 분자의 품질과 실용성을 높이는 방향으로 나아갈 수 있다. 또한, 생성된 분자의 약리학적 특성(pharmacological properties) 을 고려한 평가를 통해 모델의 실용적인 적용 가능성을 검증하는 연구가 필요하다. 더 나아가, 다양한 데이터셋과의 비교실험을 통해 모델의 범용성을 확인하고, 다른 생성 모델과의 통합이나 하이브리드 모델 개발을 통해 성능을 극대화할 수 있을 것이다.
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