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            Abstract
          
        

        
          스마트팜은 연중무휴로 작물을 재배할 수 있으며, 생육환경을 센싱하고 제어함으로써 농가의 생산량을 향상시킬 수 있다. 본 논문은 농가에서 가장 높은 소득원인 딸기를 4계절 재배할 수 있는 스마트팜과 스마트팜 생육환경 센서 데이터를 예측하는 딥러닝 모델을 소개한다. 제안하는 스마트팜은 생육환경 원격 제어 및 데이터를 수집하고 이를 기반으로 인공신경망, 순환신경망, 합성곱신경망의 대표적인 딥러닝 모델들을 비교 실험하여 시기별 생육환경을 예측한다. 실험 결과, 온도와 습도 센서는 LSTM 모델이, 이산화탄소 센서는 TCN 모델이 최적의 성능을 보여주었다. 따라서 딥러닝 모델을 통해 이상적인 딸기 생육환경을 조성할 수 있도록 기대된다.

        

        
          
            초록
          
        

        
          Smart farming, through sensing and controlling the growth environment, enables year-round crop cultivation, enhancing agricultural productivity. This paper introduces a smart farm specializing in year-round cultivation of strawberries, a highly profitable crop for farmers. It incorporates a deep learning model predicting sensor data for the smart farm's growth environment. The proposed smart farm facilitates remote environmental control and data collection. Representative deep learning models such as artificial neural networks, recurrent neural networks, and convolutional neural networks are experimentally compared in terms of their prediction performance for seasonal growth environments. Results indicate that the LSTM model excels with temperature and humidity sensors, whereas the TCN model performs best with carbon dioxide sensors. This suggests potential for creating an ideal strawberry growth environment through the application of deep learning models.
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      Ⅰ. 서 론 
      스마트팜이란 비닐하우스, 축사, 돈사, 과수원 등 운영에 정보기술을 접목하여 작물과 가축의 생육환경을 적정하게 유지·관리할 수 있는 농장을 의미한다[1]. 스마트팜을 농업 현장에 도입함으로써 작물 생육정보와 환경정보에 대한 데이터를 기반으로 최적 생육환경을 조성할 수 있고, 노동력·에너지 등을 종전보다 덜 투입하고도 농산물의 생산성 향상과 품질 제고를 실현할 수 있다[2].

      농촌진흥청에서는 스마트팜을 수준별로 모델화하여 기술의 단계적 개발과 실용화를 추진해가고 있다. 한국형 스마트팜 1세대 모델에서는 온실 내부에 각종 환경 센서 및 폐쇄 회로 텔레비전 등을 설치하여 온실 환경을 관찰하고, 설정된 환경을 원격으로 제어하여 농업작업의 편리성 향상을 목표로 한다. 한국형 스마트팜 2세대 모델에서는 온실 내부의 대기·토양 환경과 작물 스트레스를 실시간으로 관측하여 지능형 환경제어 알고리즘을 적용하여 환경을 제어하고, 빅데이터 분석을 통한 영농의 의사결정을 지원하는 서비스를 제공하여 최적 생육환경 제어를 통한 생산성과 품질 향상을 목표로 한다. 한국형 스마트팜 3세대 모델에서는 복합에너지 최적 제어기술을 적용하여 에너지 소비량을 줄이고, 로봇 및 지능형 농기계를 이용하여 농업작업을 자동화하고, 작물의 영양과 질병 감염 상태를 조기에 진단하고 처방하는 기술개발을 그 목표로 한다[3]. 또한 농산물 소득 조사 결과 생산된 50개 농산물의 소득 중 소득이 높은 작목은 촉성오이, 시설가지, 시설딸기 등 시설작목이었다[4].

      이러한 점에 착안하여 본 논문에서는 농가에서 가장 높은 소득이 보장되는 딸기를 1년 내내 최적 생육 환경 제어를 통한 생산성과 품질을 향상시킬 수 있는 스마트팜을 제안한다. 제안하는 스마트팜은 내부에 각종 환경 센서와 정보기술이 접목된 제어기가 설치되어 원격으로 딸기 생산이 극대화되는 조건으로 온도, 습도, 이산화탄소 등의 환경 조건이 제어되고, 실시간으로 생육환경 데이터가 수집된다. 수집된 생육환경 데이터를 기반으로 기계학습 및 딥러닝 예측 모델을 제안하고, 이를 통해 최적의 스마트팜 생육환경 제어를 위해 사용한다.

      본 논문의 구성은 다음과 같다. 2장에서는 스마트팜과 스마트팜 데이터를 활용한 다양한 연구를 살펴보고, 3장에서는 스마트팜과 환경 센서 데이터 및 제어 기술을 설명한다. 4장에서는 시기별 생육환경 값 예측 모델의 실험 결과 및 분석에 관하여 기술하고, 5장에서는 결론을 기술한다.

    

    

  
    
      Ⅱ. 관련 연구
      
        2-1 스마트팜 모델 제시 연구
        스마트팜 구성을 위한 연구로는 스마트팜 운영에 필요한 각종 기기를 클라우드 상에서 운영하는 클라우드 기반 스마트팜 기술과 ICT 기술과 빅데이터를 활용한 스마트팜 모델 연구[5]와 4차 산업의 기반 기술인 빅데이터, 인공지능, 클라우드 기술을 적용한 스마트팜 통합 플랫폼[6] 연구가 있다. 위와 같은 연구들은 신기술 기반의 스마트팜 모델을 제시하지만 실제 운영되는 스마트팜은 없다.

      

      
        2-2 스마트팜 운영 연구
        실제 스마트팜을 운영하면서 수행하는 연구로는 스마트팜 환경모니터링 및 원격제어[7]와 다중 센서를 이용한 스마트팜 특성 연구[8]가 있다. 두 연구 모두 스마트폰을 통해 환경정보를 모니터링하고 정해진 최적 생육 환경으로 제어가 가능하였지만, 데이터를 분석하고 예측 모델을 통해 최적의 생육환경 제어값을 도출하지는 않았다.

      

      
        2-3 예측 모델을 활용한 스마트팜 연구
        예측 모델을 활용한 스마트팜 연구로는 스마트 축사에서 축사의 환경데이터를 기반으로 학습된 딥러닝 예측 모델로 사료를 적정하게 공급할 수 있는 연구[9]와 스마트팜 토마토 환경 데이터를 기반으로 토마토 수확시간을 예측하는 딥러닝 모델 연구[10], 스마트팜 환경데이터 기반 파프리카 엽장과 엽폭을 예측하는 다중선형회귀 모델을 제시한 연구[11] 등이 있다.

      

      
        2-4 딸기 스마트팜 연구
        딸기와 관련된 스마트팜 연구로는 딸기의 수확 시기를 예측할 수 있도록 딸기 이미지를 기반으로 학습한 딥러닝 분류 모델 연구[12]와 딸기의 잎과 꽃 과실 이미지를 6단계의 생육 단계로 분류하고 이를 ResNet50 모델 기반으로 학습한 연구[13]가 있다.

        스마트팜 센서 및 생육환경 데이터를 기반으로 예측 모델을 활용한 연구는 다양한 작물에 적용되고 있지만 아직 딸기 작물에서는 연구가 부족하다. 특히 딸기 스마트팜과 관련해서는 딸기 작물 이미지를 중점으로 연구되고 있다.

        따라서, 본 논문에서는 4계절 딸기를 생육할 수 있는 스마트팜을 제안하고, 수집되는 생육환경 데이터를 기반으로 예측 모델을 연구하여, 시기별 최적의 딸기 생육환경을 제어할 수 있는 값을 도출하고자 한다.

      

    

    

  
    
      Ⅲ. 스마트팜
      
        3-1 스마트팜 구성
        본 논문에서 제시하는 4계절 딸기를 생육할 수 있는 스마트팜은 길이 11,554mm, 폭 2,286mm, 높이 2,216mm의 40피트 컨테이너를 토대로 구성된다. 스마트팜 내부는 그림 1과 같이 딸기를 키우는 생육실과 생육실에 설치된 생육환경 데이터를 수집하고 생육환경을 제어하고, 양액을 관리하는 제어실로 구성된다.

        
          
          

          Fig. 1. 
				
          

          
            Smartfarm internal configuration diagram
          
          

          

        

        4계절 딸기 생육을 위한 스마트팜은 그림 2와 같이 40피트 컨테이너 외부에 단열재와 홑강판을 설치하고, 바닥에는 단열재와 타일을 시공하여 여름철과 겨울철을 위한 단열을 보강한다.

        
          
          

          Fig. 2. 
				
          

          
            Smartfarm insulation work
          
          

          

        

        생육실에는 냉난방기, 칠러, 열선, 가습기, 제습기, 팬, 전열교환기, 이산환탄소 가스가 설치된다. 특히 냉난방기는 덕트를 통해서 생육실 전체로 골고루 냉난방이 전달된다.

        생육실 중앙에는 딸기를 생육할 수 있는 3층으로 구성된 5칸짜리 배지 프레임이 2줄로 설치되고, 1칸의 배지 프레임에는 토경 화분이 2개 설치된다. 배지 프레임에는 제어실의 양액기 파이프가 연결되고 각 칸마다 식물성장용 LED(Light Emitting Diode)가 설치된다. 배지 프레임 각 층에는 딸기 생육환경 데이터를 수집할 수 있는 센서가 설치된다. 그림 3은 생육실 구성을 보여준다.

        
          
          

          Fig. 3. 
				
          

          
            View of the growth room
          
          

          

        

        제어실에는 양액통과 양액기가 설치되어 생육실의 배지 프레임으로 연결된 파이프를 통해 양액이 관수된다. 또한 생육실에 설치된 센서 데이터를 수집하고 스마트팜 생육환경을 제어할 수 있는 서버가 설치된다.

      

      
        3-2 생육환경 제어
        생육실에 설치된 냉난방기, 칠러, 열선, 가습기, 제습기, 팬, 전열교환기, 이산환탄소 가스는 IoT(Internet of Things)기술이 접목된 제품을 사용하여 스마트폰 어플리케이션을 통해 스마트팜 생육환경 제어가 가능하다.

        그림 4와 같이 스마트폰 어플리케이션을 통해 스마트팜의 시간별, GPS(Global Positioning System)별, 생육환경 조건별 온도, 습도, 이산화탄소 농도, 식물성장용 LED 및 공기 순환을 제어할 수 있다.

        
          
          

          Fig. 4. 
				
          

          
            Smartphone application for controlling smart farm growth environment
            *Smartphone application content is only displayed in Korean.

          
          

          

        

        4계절 딸기 생육을 위한 스마트팜 생육환경 제어는 딸기 재배를 전문적으로 하는 담양농업기술센터 연구사님의 노하우를 기반으로 시기별, 시간별, 일출, 일몰 조건에 따라 제어값을 제어한다.

      

      
        3-3 생육환경 데이터 수집
        제어실의 생육환경 관리 서버는 생육환경 데이터를 수집할 수 있는 센서 정보를 실시간으로 수집할 수 있다. 생육환경 관리 서버와 센서는 RS485 유선통신 프로토콜을 통해 분단위로 데이터를 전송받는다.

        그림 5와 같이 생육환경 센서 데이터는 일시, 온도, 습도, 이산화탄소 농도, 광량, EC농도, pH농도가 수집되고, 센서 상태 모니터링을 위해 온도, 습도, 이산환탄소 농도, 조도, EC, pH 센서 상태가 전송된다.

        
          
          

          Fig. 5. 
				
          

          
            Smart farm growth environment data collection
          
          

          

        

      

    

    

  
    
      Ⅳ. 시기별 생육환경 값 예측 모델
      4계절 딸기 생육을 위한 스마트팜 생육환경 제어를 위해서 시기별 최적의 온도, 습도, 이산화탄소 농도 및 광량 조건으로 생육실을 제어하는 것이 중요하다. 이를 위해 본 장에서는 센서에서 수집되는 생육환경 데이터를 기반으로 시기별 생육환경 값을 정확히 예측하는 모델을 연구한다.

      
        4-1 생육환경 데이터셋 
        4계절 딸기 스마트팜의 시기별 생육환경 데이터는 분단위로 일시, 온도, 습도, 이산화탄소 농도, 광량, 양액 EC 및 pH 농도가 수집된다. 본 연구에서는 6월 20일 0시부터 11월 15일 23시 59분까지 207,360개의 6개 센싱 데이터를 수집하였다. 딸기 생육환경 관리를 하시는 담양농업기술센터 연구사님의 노하우를 반영하여 1분 단위 데이터에서 1시간 단위 데이터로 변경하고, 온도, 습도, 이산화탄소 농도 센서 데이터만을 사용하는 것으로 데이터 범위를 결정하였다. 최종적으로 전체 원본 데이터로부터 6월 20일 0시부터 11월 15일 23시까지 1시간 간격의 3,456개의 3개 센싱 데이터를 최종적으로 사용한다. 총 3,456개의 3개 센싱 데이터 중 일부는 센서 상태값에 따라 NaN(Not a Number)값이 포함되어 있어, 전처리를 위해 NaN값이 존재하는 데이터는 날짜를 확인하여 NaN값 이전 시간들의 센서 값의 평균값으로 대체하였다. 생육환경 데이터셋 통계는 표1과 같다. 시기별 생육환경 값 예측 모델 데이터셋으로 사용하기 위해 온도, 습도, 이산화탄소 농도를 0과 1사이로 정규화하여 사용한다.

        
          Table 1. 
				
          

          
            Dataset statistics
          
          

        

        
          
            
              	
              	Temperature
              	Humidity
              	CO2
            

          
          
            	Min
            	9.18
            	45.18
            	393.16
          

          
            	Max
            	33.91
            	93.40
            	2429.88
          

          
            	Average
            	21.58
            	75.13
            	698.13
          

        

        

      

      
        4-2 시기별 생육환경 값 예측 모델 
        센서에서 수집되는 생육환경 데이터를 기반으로 시기별 생육환경 값을 정확히 예측하는 모델 연구는 시계열 데이터 예측(Time Series Forecasting) 문제와 유사하다. 이 중 온도, 습도, 이산화탄소 농도의 시기별 값을 예측하는 문제는 단변량 시계열 예측 문제[14]와 동일하다.
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        식 (1)은 시계열 예측 문제를 일반적으로 정의하는 수식으로 여기서, y^는 예측하는 값이고, x와 y는 입력값, t는 시간, k는 윈도우 크기(window size)이고, si는 시간이 변해도 바뀌지 않는 값을 의미한다. 따라서 단변량 시계열 예측 문제는 t - k번째부터 t까지의 입력 값과 시간이 변해도 바뀌지 않는 값을 f라는 함수에 넣어서 얻어진 예측값이라고 정의할 수 있다. 시계열 데이터를 이용하여 단변량 시계열 예측 기초 모델을 구성할 수 있으며 식 (2)와 (3)과 같다.
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        여기서, zt는 잠재 벡터(latent vector)이다. 입력값을 인코더(encoder)를 통해서 잠재 벡터를 도출하고, 도출된 잠재 벡터를 디코더(decoder)를 통해 최종적인 예측을 한다. 이 때 gencoder에 들어갈 수 있는 다양한 딥러닝 모델들이 존재하고, gdecoder는 단순한 선형 함수부터 시퀀스 투 시퀀스(sequence to sequence)와 같은 딥러닝 모델 구조를 포함할 수 있다. 일반적으로 단변량 시계열 예측을 위한 딥러닝 모델은 시퀀스 투 시퀀스 구조가 아닐 경우 gencoder만 사용하게 된다. 그림 6은 단변량 시계열 예측을 위한 대표적인 딥러닝 모델을 3가지 타입으로 구분한 것이다. (a)는 인공 신경망(ANN: Artificial Neural Network), (b)는 순환 신경망(RNN: Recurrent Neural Network), (c)는 합성곱 신경망(Convolutional Neural Network)이다.

        
          
          

          Fig. 6. 
				
          

          
            Representative deep learning model for univariate time series prediction
          
          

          

        

        
          1) 인공 신경망 기반 단변량 시계열 예측
          인공 신경망[15] 기반의 단변량 시계열 예측 방법론은 그림7의 (a)와 같이 단순화시킬 수 있다. 뉴런(neuron)이란 딥러닝 모델을 이루는 노드(node)로 입력을 받아 가중치(weight)와 곱해지고, 편향(bias)을 더해주고 활성 함수(activation function)에 따라 연산된 값을 출력하는 구조이다.

          
            
              
                	
                  
                    
                      y
                      =
                      f
                      
                        
                          
                            
                              W
                            
                            
                              k
                            
                          
                          
                            
                              x
                            
                            
                              k
                            
                          
                          +
                          
                            
                              b
                            
                            
                              k
                            
                          
                        
                      
                    
                  
                
                	
                  (4) 
				
                
              

            

          

          식 (4)는 일반적인 인공 신경망 모델을 수식으로 표현한 것으로 y는 예측 값, Wk는 가중치, xk는 입력, bk는 편향, f는 활성 함수를 의미한다. 이것을 계속 쌓으면 다층 인공 신경망이 된다. 시계열 예측에서는 과거의 정보를 입력으로 가중치와 편향을 활성함수를 통한 연산된 값으로 예측값 y로 얻는다. 단순하고 짧은 기간의 데이터에서는 좋은 성능을 보이지만, 빅데이터에서는 좋은 성능을 보이지 않으며 완전 연결층(fully connected layer)를 사용하므로 파라미터수가 많은 단점을 가진다.

        

        
          2) 순환 신경망 기반 단변량 시계열 예측
          순환 신경망[16] 기반의 단변량 시계열 예측 방법론은 그림7의 (b)와 같이 단순화하여 표현될 수 있다. 순환 신경망이란 은닉층(hidden layer)을 순환(recurrent)하여 이전 상태의 은닉층의 출력값이 현재 상태의 은닉층의 입력으로 들어가 연산에 포함되는 구조를 의미한다. 순환 신경망의 출력을 수식으로 표현하면 다음과 같다.
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          여기서 yt는 현재 입력에 대한 출력을 나타내고, f는 활성함수, U는 입력에 대한 연결계수, xt는 현재 입력, v는 이전 은닉층에 대한 연결계수, ht-1은 이전 은닉층의 출력, bk는 편향을 의미한다. 시계열 예측 문제에서는 과거의 정보를 입력으로 메모리 상태(memory state)를 통해 과거의 정보를 기억할 수 있는 구조로 시계열 데이터에 가장 적합한 구조이다. 일반적인 순환 신경망 구조를 보완한 LSTM(Long Short-Term Memory)[17], GRU(Gated Recurrent Neural Networks)[18]와 같이 변형된 순환 신경망도 시계열 예측 연구에 사용된다. 하지만 윈도우 크기가 고정되어 있기 때문에 예측하는 지점에서 멀리 떨어진 시계열 값들에 대한 관계성이 잘 학습되지 않은 문제와 구조상 데이터를 순차적으로 처리해야 하므로 병렬화가 불가능하다는 약점을 가진다.

        

        
          3) 합성곱 신경망 기반 단변량 시계열 예측
          합성곱 신경망[19]은 이미지 분류(classification)에서 많이 사용되는 딥러닝 모델로, 컨벌루션 필터(convolution filter)와 풀링 필터(pooling filter)를 반복적으로 수행하면서 입력 이미지의 특징을 추출하는 구조이다. 시계열 데이터를 합성곱 신경망에 적용하기 위해서는 컨벌루션 필터를 과거의 데이터만 볼 수 있도록 인과적 컨벌루션(causal convolution) 설계가 필요하다.
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          여기서, htl은 입력에 대한 컨벌루션 출력값, 필터 가중치 W(l,τ)는 필터 가중치, A는 활성함수이다. 따라서 각 레이어를 지난 압축 정보는 잠재값 zt가 된다. 또한 더 큰 수용 필드(Receptive filed)를 가지면서도 계산량을 감소시키기 위해 확장 컨벌루션(Dilated convolution)을 사용한다. 일반적인 인과적 컨벌루션에서는 레이어를 깊게 쌓아도 큰 수용 필드를 만드는 것에 한계가 있다. 이는 먼 과거에 영향을 받는 시계열 데이터 특징을 얻는 것을 어렵게 만든다. 하지만 확장 컨벌루션을 사용하게되면 레이어가 깊어짐에 따라 수용 필드가 지수적으로 증가하여 먼 거리의 시계열 데이터 특징을 얻을 수 있다. 이와 같이 합성곱 신경망을 시계열 예측 문제 해결에 중점을 둔 모델을 시간적 합성곱 신경망(Temporal Convolution Neural Network)[20]이라고 한다.

        

      

      
        4-3 실험 및 결과 분석
        
          1) 실험
          센서에서 수집되는 생육환경 데이터를 기반으로 시기별 생육환경 값을 정확히 예측하는 모델을 연구하는 실험은 챕터 4-1의 생육환경 데이터셋에서 구축된 1시간 간격의 3,456개의 온도, 습도, 이산화탄소 농도 데이터셋을 사용한다. 기간은 2023년 6월 20일 0시부터 2023년 11월 15일 23시까지 총 148일간이다. 전체 데이터 3,456개 중 90%는 학습용 10%는 테스트용으로 사용하였다.

          시기별 생육환경 값 예측 모델을 위해서 단변량 시계열 예측에서 많이 활용되는 ANN, LSTM, GRU, TCN을 실험한다. 시기별 생육환경 값 예측을 위한 딥러닝 예측 모델들에 대한 입력값은 168시간으로 일주일에 해당되는 시간이고, 예측값은 6시간, 12시간, 24시간을 기준으로 비교 실험한다.

          표 2는 시기별 생육환경 값 예측을 위한 딥러닝 예측 모델별 하이퍼 파라미터를 정리한 내용이다. 인공 신경망은 3개의 은닉층을 각각 512, 128, 64개의 노드로 구성하였고, 순환 신경망인 LSTM과 GRU는 3개의 은닉층을 각각 64, 120, 100개의 노드로 구성하였다. 시간적 합성곱 신경망은 2n을 기준으로 1, 2, 4, 8의 확장 컨벌루션층을 쌓고, 컨벌루션 필터 크기는 3이다. 모든 딥러닝 예측 모델들의 배치 크기는 512이고 에폭은 10으로 학습하였고, 옵티마이저는 아담 옵티마이저를 사용하였다. 평가지표로는 평균 제곱 오차(MSE: Mean Squared Error)와 평균 절대 오차(MAE: Mean Absolute Error)를 사용하였다. 평균 제곱 오차는 식 (7)과 같이 실제 정답 값과 예측 값의 차이를 제곱한 뒤 평균을 구하는 것으로 값이 낮을수록 좋다. 평균 절대 오차는 식 (8)과 같이 실제 정답 값과 예측 값의 차이를 절댓값으로 변환한 뒤 합산하여 평균을 구한 것으로 값이 낮을수록 좋다.
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            Table 2. 
				
            

            
              Hyperparameters for each deep learning prediction model
            
            

          

          
            
              
                	
                	ANN
                	LSTM
                	GRU
                	TCN
              

            
            
              	num_hidden_layer
              	[512, 128, 64]
              	[64, 120, 100]
              	[64, 120, 100]
              	[1, 2, 4, 8]
            

            
              	input
              	168
            

            
              	output
              	[6, 12, 24]
            

            
              	epoch
              	10
            

            
              	batch_size
              	512
            

            
              	optimizer
              	adam
            

          

          

          두 평가지표 모두 직관적이고 시계열 예측 및 회귀 모델(regression model)을 평가할 때 주로 사용하는 평가지표이다.

        

        
          2) 실험 결과 분석
          표 3부터 표 5는 시기별 생육환경 값 예측을 위한 딥러닝 예측 모델별 실험 결과이다. 4계절 딸기 생육을 위한 스마트팜의 시기별 온도와 습도 값 예측은 LSTM 모델이 다른 딥러닝 예측 모델들보다 좋은 성능을 보였다. 시기별 이산화탄소 값 예측은 시간적 합성곱 신경망 모델이 다른 딥러닝 예측 모델들보다 우수한 성능을 보였다. 모든 결과는 6시간 예측 모델, 12시간 예측 모델, 24시간 예측 모델에서 동등한 결과를 보였다.

          
            Table 3. 
				
            

            
              Experiment results for each deep learning prediction model (temperature)
            
            

          

          
            
              
                	Time
                	ANN
                	LSTM
                	GRU
                	TCN
              

            
            
              	
              	MSE
              	MAE
              	MSE
              	MAE
              	MSE
              	MAE
              	MSE
              	MAE
            

            
              	6
              	0.0191
              	0.1114
              	
                0.0153
              
              	
                0.0917
              
              	0.0457
              	0.1777
              	0.0366
              	0.1577
            

            
              	12
              	0.0612
              	0.2072
              	
                0.0184
              
              	
                0.1025
              
              	0.0273
              	0.1326
              	0.0331
              	0.1436
            

            
              	24
              	0.0416
              	0.1725
              	
                0.0192
              
              	
                0.1045
              
              	0.0238
              	0.1212
              	0.0386
              	0.1578
            

          

          

          
            Table 4. 
				
            

            
              Experiment results for each deep learning prediction model (humidity)
            
            

          

          
            
              
                	Time
                	ANN
                	LSTM
                	GRU
                	TCN
              

            
            
              	
              	MSE
              	MAE
              	MSE
              	MAE
              	MSE
              	MAE
              	MSE
              	MAE
            

            
              	6
              	0.0152
              	0.0993
              	
                0.0151
              
              	
                0.0991
              
              	0.0191
              	0.1107
              	0.0173
              	0.1046
            

            
              	12
              	0.0201
              	0.1154
              	
                0.0146
              
              	
                0.0971
              
              	0.0162
              	0.1024
              	0.0180
              	0.1061
            

            
              	24
              	0.0148
              	0.0977
              	
                0.0145
              
              	
                0.0967
              
              	0.0148
              	0.0980
              	0.0190
              	0.1101
            

          

          

          
            Table 5. 
				
            

            
              Experiment results for each deep learning prediction model (CO2)
            
            

          

          
            
              
                	Time
                	ANN
                	LSTM
                	GRU
                	TCN
              

            
            
              	
              	MSE
              	MAE
              	MSE
              	MAE
              	MSE
              	MAE
              	MSE
              	MAE
            

            
              	6
              	0.0018
              	0.0345
              	0.0019
              	0.0349
              	0.0018
              	0.0330
              	
                0.0014
              
              	
                0.0307
              
            

            
              	12
              	0.0021
              	0.0366
              	0.0020
              	0.0353
              	0.0024
              	0.0378
              	
                0.0020
              
              	
                0.0363
              
            

            
              	24
              	0.0030
              	0.0430
              	0.0019
              	0.0353
              	0.0026
              	0.0394
              	
                0.0019
              
              	
                0.0350
              
            

          

          

          시기별 생육환경 값 예측을 위한 딥러닝 예측 모델별 실험 결과를 분석하면 표 1과 같이 온도 데이터는 9~33도의 범위 분포를 가지고, 습도 데이터는 0~100%의 범위 분포를 가진 반면 이산화탄소는 393~2429 농도 범위 분포를 가진다. 따라서 딥러닝 예측 모델에 데이터셋을 정규화하여 학습한다고 하여도 데이터 수 대비 데이터 분포 범위가 온도와 습도보다 상대적으로 큰 이산화탄소 농도 데이터의 경우 더 안좋은 데이터라고 할 수 있다. 온도와 습도 데이터는 상대적으로 좋은 데이터라고 보이기 때문에 전통적으로 시계열 데이터 예측에서 좋은 성능을 보이는 LSTM이 우세한 성능을 보였고, 이산화탄소 농도 데이터는 덜 좋은 데이터이기 때문에 시간적 합성곱 신경망 모델이 좋은 성능을 보인 것으로 분석할 수 있다.

          그림 7부터 그림 9까지는 4계절 딸기 생육을 위한 스마트팜 생육환경 데이터 중 테스트 데이터를 표 3부터 표 5에서 각각 온도, 습도, 이산화탄소 농도에서 우수한 성능을 보인 LSTM 모델과 시간적 합성곱 신경망 모델의 실제 테스트 결과를 보여준다. 좋은 시계열 예측 모델의 예측 결과처럼 온도와 습도 값에서 LSTM과 이산화탄소 농도 값에서 시간적 합성곱 신경망이 시기별 생육환경 값의 패턴 및 추세를 정확히 예측하는 것을 확인할 수 있다.

          
            
            

            Fig. 7. 
				
            

            
              Smart farm temperature prediction LSTM model test
            
            

            

          

          
            
            

            Fig. 8. 
				
            

            
              Smart farm humidity prediction LSTM model test
            
            

            

          

          
            
            

            Fig. 9. 
				
            

            
              Smart farm CO2 prediction TCN model test
            
            

            

          

        

      

    

    

  
    
      Ⅴ. 결 론 
      최근 우리나라 농촌은 이상기후현상, 고령화, 출산률, 식량자급률 개선 등의 문제로 스마트팜이 주목받고 있다. 스마트팜은 작물을 1년 365일 키울 수 있기 때문에, 생육환경 센싱 및 제어를 완벽히 관리할 수 있다면 농가의 생산량 및 소득 증대로 이어질 수 있다. 본 논문에서는 농가에서 가장 선호하고 높은 소득을 주는 딸기를 4계절 생육할 수 있는 스마트팜을 고안하고, 스마트팜에서 딸기를 생육하면서 얻은 생육환경 데이터셋을 기반으로 딥러닝 기반 예측 모델을 통해 각각의 생육환경 지표를 정확히 예측할 수 있는 딥러닝 예측 모델을 제안한다.

      4계절 딸기 생육을 위한 스마트팜에서 온도와 습도 값을 6시간, 12시간, 24시간 예측에서 LSTM 모델이 가장 성능이 좋았으며, 이산화탄소 값에서는 6시간, 12시간, 24시간 예측에서 시간적 합성곱 신경망 모델이 가장 우수하였다. 이를 토대로 시계열 특성이 잘 반영되는 데이터에는 LSTM 모델이, 시계열 특성이 덜 좋은 데이터에서는 시간적 합성곱 신경망 모델이 좋은 성능을 보인다는 것을 확인할 수 있었다.

      제안하는 4계절 딸기 생육을 위한 스마트팜에서 딸기 생육을 위한 온도, 습도, 이산화탄소 값을 시기별, 시간별 정확히 예측할 수 있는 LSTM 모델과 시간적 합성곱 신경망 모델을 통해 자동으로 제어할 수 있는 시스템을 구축할 것으로 기대된다. 또한 생육환경 데이터 외에 딸기 생육 데이터를 딸기 이미지 데이터를 추가로 확보하여 더 진보된 4계절 딸기 생육을 위한 스마트팜 연구가 필요할 것으로 보인다.
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