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            Abstract
          
        

        
          감마선은 인체에 매우 위험하며 천연 또는 인공 물질에 포함되어 있다. 감마선량을 지속적으로 측정하여, 일정 공간 내 방사성 물질 방출의 이상 여부를 확인할 수 있다. 일부 날씨 관련 정보는 공간 내 감마선량과 상호 상관 관계가 있으며, 감마선량 예측에 사용되는 데이터세트는 감마선 측정값과 날씨 데이터의 다변량 데이터 모델을 구성하는 것이 필요하다. VAR(Vector Auto Regression) 모델은 일변량 자기 회귀 모델을 다변량 시계열 데이터로 확장하여, 다변량 시계열의 상호 의존성을 분석하기 위해 가장 널리 사용되는 확률적 프로세스 모델 중 하나이며 시계열의 동작을 설명하고 예측하는 데 유용하다. 본 논문에서는 공공데이터인 감마선량과 날씨 데이터를 활용하고, VAR 다변량 데이터 모델을 통해 기상 변화에 따른 공간 감마선량의 이상 상황 예측이 가능함을 확인하였다.

        

        
          
            초록
          
        

        
          Gamma rays are very dangerous to the human body and are contained in natural or artificial substances. The gamma dose can be continuously measured to determine whether there is an abnormality in the release of radioactive material in a certain space. Some weather-related information is correlated with gamma doses in space, and the dataset used to predict gamma doses requires that a multivariate data model be constructed with gamma ray measurements and multivariate amounts of weather data. The Vector Auto Regression (VAR) model extends the univariate auto regression model to multivariate time series data, making it one of the most widely used probabilistic process models for analyzing the interdependence of multivariate time series, and is useful for explaining and predicting the behavior of time series. In this paper, we use the public data gamma dose and weather data, and confirmed that it is possible to predict anomalies of spatial gamma doses according to weather changes through the VAR multivariate data model.
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      Ⅰ. 서 론
      감마선은 활성화된 에너지 상태의 원자핵이 더 낮은 상태 또는 지상 상태로 이동하거나, 입자가 전멸될 때 생성되는 전자파이다. 인체나 살아있는 유기체가 오랫동안 노출되면 세포가 파괴되고 DNA의 변형을 유발할 수 있다. 세계보건기구 IARC(International Agency for Research on Cancer)가 지정한 그룹 1 발암물질이다[1].

      감마선의 위험으로 인해 다양한 연구가 수행되고 있다. 이전에는 감마선의 인공 암종에 미치는 영향에 관한 연구가 수행되었지만, 최근에는 대표적인 천연 감마선인 라돈의 건강 효과에 관한 연구도 진행되고 있다[2]. 이처럼 감마선은 인공 및 천연 소재 모두에서 위험하므로 공간 감마선량 분석이 다양한 장소에서 수행되고 있다[3].

      공간 감마선량과 기상 데이터는 대표적인 시계열 데이터에 대한 문제로 볼 수 있으며, 감마선량과 기상 데이터 간의 상관관계에 관한 연구를 통해, 감마선량은 일부 기상 데이터와 상관관계가 나타나고 있다[4].

      시계열 데이터의 경우 LSTM 모델이 다른 기계 학습 모델보다 더 나은 성능을 보이는 경향이 있음을 나타낸다[5][6]. 그러나 LSTM 머신 러닝 모델의 주요 단점은 높은 계산 용량이 필요하므로 예측 프로세스의 실행 시간이 매우 오래 걸린다. 시계열 데이터의 예측 프로세스의 실행 시간을 줄이기 위해서, 자기 회귀(Auto Regressive)나 HMM(Hidden Markov Model)을 사용한 모델이 더 낮은 평균 제곱 오차로 나은 예측 정확도를 달성했음을 보여주고 있다[7].

      본 논문에서는 공공데이터 포털(data.go.kr)에서 제공하는, 원자력발전소의 실시간 주변 방사선량과 실시간 기상정보 데이터를 활용하여 주기성 배제, 정규화 등의 전처리를 수행하고, 단변량 데이터로부터 ARIMA(Auto Regressive Integrated Moving Average) 모델을 구성하여 모델의 성능을 확인하고, VAR(Vector Auto Regression) 모델을 사용, 다변량 시계열 데이터로 확장하여, 다변량 시계열의 상호 의존성을 분석하였다. 이를 통해, VAR 다변량 시계열 데이터 예측 모델을 통해 기상 변화에 따른 공간 감마선량의 이상 상황 예측이 가능함을 보인다.

      논문의 구성은 2장에서는 관련 연구로 ARIMA 모델, VAR 모델 그리고 이상 상황 예측 방법에 대해 살펴보고, 3장에서는 데이터 전처리 방법에 관해 설명한다. 4장에서는 단변량 데이터를 통해 모델을 구성하고 성능을 확인하는 과정 그리고 다변량 데이터를 통해 이상 상황 예측이 가능함을 보이고, 5장에서 결론을 맺는다.

    

    

  
    
      Ⅱ. 관련 연구
      
        2-1 ARIMA 모델
        ARIMA 모델은 시계열 데이터에 대해, 자기 회귀, 통합 및 이동 평균을 이용하여 예측이 이루어지며, 여러 연구를 통해 단기간 데이터에 대해 불확실성 시계열 데이터를 예측하는 데 우수한 성능을 보였다[8][9]. ARIMA 모델은 식 1형태의 모형으로 표현한다. 자기회귀모형의 차수 p, 차분의 정도 d, 이동평균모형의 차수 q 일 때, ϕ(B)는 차수가 p인 B의 다항식이고, θ(B)는 차수가 q인 B의 다항식으로 각각 식 2, 식 3으로 정의된다.
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        2-2 VAR(Vector Auto Regression) 모델
        ARIMA 분석 결과를 다변량으로 일반화하기 위해, 자기회귀 다변량 확장 모델인 벡터자기회귀(VAR) 모델을 사용하여, 다변량 시계열 데이터로부터 상관 패턴을 추출, 선형관계를 통해 단변량 자기회귀(AR) 모델을 확장한다[10]. 각 입력 시리즈에 대해 회귀를 수행하여 자기회귀 효과를 확인하고, 서로 다른 변수 간의 회귀를 수행하여 교차 지연효과를 확인한다.

        시계열 상관관계가 있는 다변량 시스템에서 VAR 모델을 사용하여 시스템을 모델링하고 잔차의 독립성 확인을 통해 VAR 모형의 적합도를 판단 할 수 있다.

        벡터자기회귀(VAR) 모형은 관심 있는 변수 시스템 간의 관계를 이해하기 위해 개발되었으며, 상호 간에 인과관계가 있는 k개의 시계열로 구성된 벡터 Zt가 p 시차인 자기회귀모형으로 구성된 다변량 시계열 모형을 VAR(p) 형이라고 하며 식 4와 같이 정의된다[11].
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        여기서 Zt는 k×1 시계열 벡터이며, δ는 k×1 상수 벡터, Φi(i = 1,2,⋯,p)는 k×k의 계수행렬, ϵt는 k×1의 백색잡음 과정의 벡터다. 또한 Eϵt=0k×1, Εϵtϵt'=Εk×k 는 양정치 행렬이고 Εϵtϵs'=0k×k, t≠s이다.

        VAR(p) 모형의 시차 p는 일반적으로 AIC (Akaike’s information criterion) 통계치가 최소가 되는 값을 선택한다. 본 연구의 자료 분석에서 사용된 AIC는 식 5와 같이 정의된다.
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        여기서 r은 추정해야 할 모수의 수, n은 관찰치 수, 그리고 Σ^는 Σ의 최우 추정량이다.

        ARIMA의 다변량 확장 모델인 VAR 모델(식 4)을 사용하여, 시계열 데이터로부터 상관관계 패턴을 추출하고, VAR에 의해 학습된 정보는 특정 지표(metric)가 임계값을 초과할 때 경고를 표시하는 임계값 메커니즘을 구축하는 데 사용된다.

      

      
        2-3 이상 상황 식별(Hoteling T2)
        호텔링의 T2 통계량 [12][13] 을 사용한 이 단계 관리도(phase II control chart)는 연속형 다변량 품질 특성치의 평균벡터를 온라인 모니터링할 때 자주 사용된다[14]. 이 관리도는 시점에 따라 관측된 통계량의 값으로부터 평균벡터의 변화 여부를 검정할 수 있도록 하는데, 관리한계선 내에서 통계량의 값이 관측되면 관리상태 즉 평균벡터의 변화가 없다고 판단하고, 관리한계선 밖에서 관측될 때는 그 시점에서 평균벡터 변화의 신호 즉 이상 신호가 발생했다고 해석한다.

        p변량 데이터 XT=x1,x2,⋯,xp는 관리상태 아래에서 평균벡터가 μ=μ1,μ2,⋯,μpT이고, 공분산 행렬이 Σ = (σij)p×p인 다변량 정규분포를 따른다고 가정한다. 일반적으로 μ와 Σ는 미지의 값이므로 관리상태 아래의 m개의 데이터 XiT=x1i,x2i,⋯,xpi,i=1,⋯,m로 부터 μ^=X¯=1/mΣi=1mXi와 Σ^=S=1/m-1Σi=1mXi-X¯Xi-X¯T로 추정된다. 이를 바탕으로 새로운 관측치 YT=y1,y2,⋯,yp로부터 평균벡터의 변화를 온라인 모니터링하기 위한 호텔링의 T2 관리 통계량은 다음과 같이 정의되고 관리상태 아래에서 이 통계량은 자유도가 p이고 유의 수준이 알파α인 F 분포를 따르게 된다(식 6).
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        따라서, 위 통계량으로부터 다변량 관측치를 모니터링하기 위해 관리 상한선(upper control limit, UCL)을 식 7로 두고 평균벡터의 변화 여부를 판단하게 된다.
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      Ⅲ. 데이터 전처리
      
        3-1 실험 데이터 세트
        본 논문에서 이용한 데이터세트는 한국수력원자력(주) 원자력발전소의 실시간 주변 방사선량과 실시간 기상정보 공공데이터이다[15][16].

        기상관측 데이터와 공간 감마 선량률 간의 상관관계를 파악하기 위하여, 2016년 10월부터 2020년 10월까지의 데이터를 사용하였다. 이 기간에 1시간 평균 공간 감마 선량 데이터, 1시간 평균 기상 측정 데이터를 (35,424 데이터)가 이용되었다. 실험에 사용된 데이터 리스트의 단위는 표 1과 같고 데이터 리스트와 합계(total)를 구하여 그림 1에 표시하였다.

        
          Table. 1. 
				
          

          
            Unit of Data List for Experiment
          
          

        

        
          
            
              	Data
              	Unit
            

          
          
            	Ground Temperature
            	℃
          

          
            	Ground Humidity
            	%
          

          
            	Rainfall
            	Mm
          

          
            	Atmospheric Pressure
            	hPa
          

        

        

        
          
          

          Fig. 1. 
				
          

          
            Data List for Experiment(Temp., Humidity, Rainfall, Atmospheric Pressure)
          
          

          

        

        이 데이터를 활용하여, 벡터자기회귀 기반 이상 상황(anomaly)을 예측하기 위해서 주기성 배제, 정규화 등의 전처리를 수행한다.

      

      
        3-2 데이터 정규화
        ARIMA를 사용하여 단변량 이상 상황 존재를 감지하기 위해 다섯 개의 변인(감마선량, 온도, 습도, 강우, 기압)의 합계(total)를 사용한다. 시계열 데이터에서 장기간의 주기성을 배제하고 정상성(stationarity)을 나타내도록, 훈련데이터에서 계산된 월간평균을 제거한 후 자기상관(autocorrelation)을 구하여 그림 2와 같이 정상성을 나타내는 시계열 데이터로 변환하였다.

        
          
          

          Fig. 2. 
				
          

          
            Plot of Autocorrelation for Stationarity
          
          

          

        

      

    

    

  
    
      Ⅳ. 벡터자기회귀 이상 상황 예측
      
        4-1 단변량 감마선량 이상 상황 예측
        준비된 훈련데이터로부터 최적의 단변량 모델을 구하기 위해서는, AIC(Akaike’s information criterion)를 최소화하는 것이 필요하다. 학습 결과 AIC를 최소로 하는 시차 p는 7로 시계열 데이터에서 시차 7을 사용하여 자기회귀에 사용하도록 하였다(그림 3).

        
          
          

          Fig. 3. 
				
          

          
            Minimized AIC and Best Order of ARIMA
          
          

          

        

        구해진 단변량 모델은 자기상관(correlogram) 정도가 없는 정규 잔차를 생성하는 것으로 판단된다. Q-Q 플롯도 직선의 형태로 잔차의 정규성을 따르는 것으로 보인다(그림 4).

        
          
          

          Fig. 4. 
				
          

          
            Performance of Univariate Model by Correlogram
          
          

          

        

        그림 5는 단변량 훈련데이터에 대하여 ARIMA 학습에 따른 예측값과 90% 신뢰구간(alpha=0.1)을 나타낸 것이다.

        
          
          

          Fig. 5. 
				
          

          
            Plot of Train Fitted Values
          
          

          

        

        그림 6은 훈련데이터를 통해 구한 단변량 모델을 테스트 테이터에 적용하여, ARIMA 학습에 따른 예측값과 90% 신뢰구간(alpha=0.1)을 나타낸 것이다.

        
          
          

          Fig. 6. 
				
          

          
            Plot of Test Fitted Values
          
          

          

        

        ARIMA 예측을 통해, 잔차가 90% 신뢰구간을 벗어나는 경우와 그 잔차의 크기를 통해 이상 상황을 판단할 수 있다. 그림 7은 훈련데이터로부터 구한 잔차로, 상한(5%)과 하한(5%)의 범위를 넘는 경우 그리고 그 잔차의 크기가 큰 경우가 이상 상황으로 볼 수 있다.

        
          
          

          Fig. 7. 
				
          

          
            Plot of Test Residuals Analysis
          
          

          

        

      

      
        4-2 다변량 감마선량 이상 상황 예측
        ARIMA 분석 결과를 다변량으로 일반화하기 위해, 벡터자기회귀(VAR) 모델을 사용하여, 다변량 시계열 데이터로부터 상관 패턴을 추출, 선형관계를 통해 단변량 자기회귀(AR) 모델을 확장한다.

        최적의 다변량 모델을 구하기 위해서는, AIC를 최소화하는 것이 필요하다. 학습 결과 AIC를 최소로 하는 시차 p는 4로 시계열 데이터에서 시차 4를 사용하여 자기회귀에 사용하였다(그림 8).

        
          
          

          Fig. 8. 
				
          

          
            Minimized AIC and Best Order of VAR
          
          

          

        

        2017년 1월부터 2020년 2월까지의 훈련 테이터에 대해 최적 다변량 모델(VAR)로부터 잔차(residual)를 구한 다음, 호텔링 T2값과 UCL을 구하여 그림 9에 나타내었다. UCL 이상 표시되는 호텔링 T2값을 통해 이상 상황(anomaly)으로 판정할 수 있다.

        
          
          

          Fig. 9. 
				
          

          
            T2 plus UCL on Training Data
          
          

          

        

        그림 9에서 훈련데이터에 대해 T2값과 UCL을 구하여 이상 상황(anomaly)으로 예측하는 것이 가능해 짐에 따라 테스트 테이터에 대해 적용한다. 2020년 3월부터 2020년 10월까지의 테스트 테이터와 이전 훈련데이터를 통해 생성한 모델로부터의 테스트 테이터의 예측값과의 차이인 잔차(residual)를 구한 다음, 호텔링 T2값과 UCL을 구하여 그림 10에 나타내었다. 그림10을 통해 UCL 이상 표시되는 호텔링 T2값이 이상 상황(anomaly)으로 판정할 수 있다.

        
          
          

          Fig. 10. 
				
          

          
            T2 plus UCL on Training Data
          
          

          

        

      

    

    

  
    
      Ⅴ. 결 론
      실시간 주변 방사선량과 실시간 기상정보 공공데이터를 토대로 감마선량의 이상 상황을 예측하기 위하여 ARIMA(Auto-regressive Integrated Moving Average) 모델을 사용하였다. ARIMA 모델은 시계열분석에서 널리 사용되고 있으며, 자동회귀이동평균 모델을 일반화한, 자동회귀누적이동평균 모델로 시계열 데이터를 더 잘 이해하거나 미래 지점을 예상하기에 적합하다.

      ARIMA를 이용하여 단변량(univariate) 이상 탐지 접근 방식 사용하여, 데이터세트를 훈련 세트와 테스트 세트로 구분하였고 장기 주기성을 제거한 다음, AIC(Akaike Information Criterion) 기준을 통해 최적합 모델을 선택하였으며, 테스트 세트에 적용하여 신뢰구간을 벗어난 잔차를 통해 이상 상황 식별이 가능함을 보였다. 이어서, 모든 계열의 상호 작용을 고려한, 벡터자기회귀(VAR) 모델을 사용하여 다변량 분석(multivariate)에 적용하여, VAR 잔차를 통해 임계값을 넘는 이상 상황인 경우 경고를 하는 시스템 제작이 가능함을 확인하였다.

      이번 연구를 통해 적절한 데이터 선택과 단변량 이상 탐지를 기반으로 다변량 이상 탐지가 가능함을 제시하였고, 이 기술을 활용하여 공공데이터와 기상 데이터를 토대로 감마선량의 이상 상황 예측 가능성을 더욱 높일 수 있음을 확인하였다.
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