
		
			[image: Cover image]
		

	
    
      
        
          	
          	
        

        
          	
        

        
          	
            [ Article ]
          
        

        
          	Journal of Digital Contents Society - Vol. 23, No. 4, pp.707-716
        

        
          	ISSN: 1598-2009			
					(Print)
				2287-738X			
					(Online)
				
        

        
          	Print  publication date  30 Apr 2022

        

        
          	Received  04 Mar 2022
Revised  04 Apr 2022
Accepted  07 Apr 2022

        

        
          	
            DCS_2022_v23n4_707

            DOI: 
            https://doi.org/10.9728/dcs.2022.23.4.707
          
        

        
          	
            정성 정보를 활용한 주가 급락 예측 연구
          
        

        
          	
            Jisoo Jeong1 ; Cheongwon Kim2, *


          
        

        
          	1Master, Department of Software Convergence, Sejong University, Seoul 05006, Korea

        

        
          	
        

        
          	2Professor, Department of Software, Sejong University, Seoul 05006, Korea

        

        
          	
        

        
          	
            A study on stock price crack prediction using qualitative information
          
        

        
          	
            정지수1 ; 김청원2, *


          
        

        
          	
        

        
          	1세종대학교 소프트웨어융합학과 석사

        

        
          	
        

        
          	2세종대학교 소프트웨어학과 교수

        

        
          	
            Correspondence to: *Cheongwon Kim Tel: +82-2-3408-3795 E-mail:  wikim@sejong.ac.kr
          
        

        
          	
Copyright ⓒ 2022 The Digital Contents Society

This is an Open Access article distributed under the terms of the Creative Commons Attribution Non-CommercialLicense(http://creativecommons.org/licenses/by-nc/3.0/) which permits unrestricted non-commercial use, distribution, and reproduction in any medium, provided the original work is properly cited. 

        

        
          	
            

            

          
        

      

      
        
          	
          	
        

      

      
        
          
            Abstract
          
        

        
          주가 예측을 하기 위해서 실시간으로 시세가 변동하는 주식 시장의 정형 정보만으로는 다양한 요소들과 관련이 있기 때문에 예측하기가 매우 어렵다. 특히 주가 급락의 경우에는 급작스러운 사건의 발생으로 예측하기가 더욱 난해한 분야이다. 우리는 이를 해결하기 위한 방법으로 주가 급락 예측에 정성 정보를 활용하는 방법을 제안한다. 우리는 주가 급락과 관련된 다양한 종류의 공시 문서를 분석하였으며 공시 내용의 텍스트 특징을 추출하였다. 추출한 공시 문서의 텍스트 특징을 기반으로 공시 내용의 긍정, 부정, 중립에 대한 학습 데이터를 만들었다. 그런 다음 금융 도메인을 사전 학습한 주가 급락 모델을 만들었고, 모델 간 비교 분석을 위해 다른 머신러닝 알고리즘을 사용하였다. 급등 모델도 구축함으로써 각각의 성능을 실험 결과로써 제시하였고, 주가 급락이 급등보다 예측 가능성이 있음을 증명하였다. 결과적으로 주가가 공시 문서의 영향을 받음으로써 향후 주가 급락 예측에 도움이 될 수 있음을 확인하였다.

        

        
          
            초록
          
        

        
          Predicting stock price fluctuations only with fixed information, which is a general price in the stock market, is a very difficult method because it is related to various factors related to companies. To solve this, we propose a method that incorporates qualitative information in stock price crack prediction. We analyzed various types of disclosure documents which are associated with such events and extracted text-based features from them. We then utilized the disclosure-related features in forecasting stock price fluctuations. After creating a Down model to classify disclouse documents, we used other machine learning algorithms to compare and analyze them. We also created a Up model to compare whether the disclosure document is more affected by stock price crack. Various experiments have proven that our approach can increase the predictability of stock price crack.
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      Ⅰ. 서 론
      주가 예측 연구는 최근에도 지속적으로 연구가 진행되는 분야이다. 일반적으로 미래 예측을 하기 위한 방법은 과거 사실을 기반으로 미래를 예측하는 방법이다. 과거 사실로 활용될 수 있는 데이터는 정형 데이터와 정성 데이터의 두 가지로 분류된다. 정형 데이터는 회귀 모델을 주로 사용하는 예측 방법이다. 그러나 미래의 추세를 파악하는 좋은 방법이지만, 언제 갑자기 변동할지 예측하기가 어렵다. 왜냐하면 정형 데이터는 있는 그대로의 정보만을 담고 있기 때문이다. 반면 정성 데이터는 정형 데이터보다 더 많은 정보를 담고 있지만 분석하기가 어렵다는 단점이 있다. 주가 시세는 시장 동향, 세계 이벤트 및 보다 적절하게 기업의 특정 이벤트에 의해 영향을 받을 수 있기 때문이다. 따라서 이 문제를 해결하는 가장 좋은 방법은 정성 정보를 활용하는 것이다.

      정성 정보는 정형 정보에 비해 분석이 어렵지만 정보의 종류도 다양하기 때문에 더 많은 정보를 담고 있다. 정성 정보에는 다양한 유형이 있다. SNS는 이슈에 민감하고 정보의 신뢰성이 불확실하다. 뉴스는 이미 일어난 일이라 정보 전달이 느리다. 증권 분석가(Analyst)들이 작성한 분석 보고서는 기업들의 반발로 투자의견에 대해 안 좋은 의견을 쓰기 어렵다. 그러나 공시는 다른 정성 정보에 비해 가장 빠르고 주가에 영향을 미칠 수 있는 공시 문서를 통해 제공한다. 특히, 부정적인 공시는 투자자의 반응을 일으켜 회사의 주가를 급락시킬 수 있다[1].

      주가 급락에 대한 연구는 지속적으로 진행되어 왔으나 그 연구의 수가 많지 않다. 그러나 다양한 연구의 결과를 통해 주가 급락 예측 연구에 있어 공시는 중요한 정보로써 활용할 수 있음을 증명하였다. 선행 연구에 의하면 기업의 악재가 주가 급락의 원인이 될 수 있다[2]. 주가 급락에 대한 선행 연구들은 다양한 관점에서 주가 급락의 원인에 대해 분석하고자 하였다[3]. 정보의 불투명성(Information opacity)이 기업의 은폐성에 의해 주가 급락의 원인이 될 수 있다[4]. 또한, 기업의 경영자는 주가 시장에 제공할 수 있는 정보의 양을 조정할 수 있기 때문에[5], 주가에 부정적인 정보를 숨기기 쉬운 상황적 요인이 될 수 있다[6]. 기업에 관련된 정보가 시장에 참여하는 투자자들에게 투명하게 전달되지 않을 때 기업들의 주가의 급락(crash) 위험을 증가시킨다는 연구들이 지속적으로 연구되고 있다[7].

      공시에 의해 주가 급락 그리고 급등에 영향을 끼칠 수 있으며 이러한 데이터 유형은 정성적인 정보로써 분류된다. 해외의 공시 문서 관련 연구에서는 재무정보뿐만 아니라 텍스트 데이터를 분석하여 예측률을 높이는 연구들이 진행되고 있다. 한 연구에 따르면, 정성 정보에는 기업 문서에 신용 위험에 대한 가치 있는 정보가 포함되어 있다는 강력한 증거가 있음을 입증하였다[8]. 다른 연구로는 미국에서 기업 파산 데이터베이스를 구축한 후 공개 문서의 텍스트 내용이 기업 파산을 예측한다는 것을 발견하였다[9]. 이 연구에 따르면 공시 내용을 활용하려면 텍스트 데이터에서 정보를 추출하고 활용하기 위한 보다 효과적인 알고리즘의 필요성이 그 어느 때보다 높아졌다. 또 다른 연구에서는 NLP(Natural Language Processing) tool를 사용하여 재정적으로 텍스트 데이터 기반의 많은 특징을 통합한 경우, 예측 정확도가 약 10% 이상 향상되었다[10]. 해외에서 공시 정보 관련 주가 예측 연구는 다양하나 국내의 주가 예측 연구에서 공시 정보의 텍스트 데이터를 활용한 예측 연구는 저조한 편이다. 정성 정보는 분석하기 어려운 데이터로써 국내에서도 연구의 진행 필요성을 느꼈고, 비정형 데이터로써 분석할 수 있는 방법은 선행 연구들을 참고하여 진행한다. 추후 정형 비정형 금융 데이터들을 활용한 핀테크 주가 예측 연구로써 활용할 수 있는 연구로 진행하기 위해 공시 문서를 분석한다. 따라서 본 연구에서는 국내의 공시 정보를 활용한 주가 예측 연구가 많지 않음을 인지하고 이를 활용하기 위해 공시를 정성 정보로써 활용한 연구를 진행하였다.

      본 연구의 구성은 다음과 같다. 제 Ⅰ장 서론을 시작으로 제 Ⅱ장에서 연구 진행에 필요한 선행 연구를 조사한다. 그리고 제 Ⅲ장에서 주가가 급락한 기업과 밀접한 관련이 있는 공시 문서를 분석한다. 그런 다음 분석된 공시 문서를 수집하여 텍스트 특징을 추출한 후 금융 도메인으로 사전 훈련된 언어 모델(Language Model)을 통해 미세 조정(Fine-tuning)된 분류 모델을 생성한다. 제 Ⅳ장에서는 모델의 성능을 검증하기 위해 실험을 거쳐 결과를 분석한다. 제 Ⅴ장은 분석 결과를 요약하고 한계점과 향후 연구 방향성을 논의한다.

    

    

  
    
      Ⅱ. 관련 연구
      
        2-1 문서 표현을 위한 언어 모델
        언어 모델은 단어 시퀀스(Sequence)에 확률을 할당하는 모델이다. 언어 모델은 가장 간단한 Unigram에서 시작되는데, 이전 단어를 기반으로 다음 단어의 확률을 계산하는 N-gram, Word2vec 등 워드 임베딩(Word Embedding)과 인공신경망을 이용한 다양한 연구가 언어 모델로 진행되어 왔다[11]. 문장 및 문서를 표현하기 위한 언어 모델로서 Word2vec의 확장판인 Doc2vec이 있다[12]. Doc2vec는 DM(Distributed Memory)과 DBOW(Distributed Bag of Words)로 분류된다. 문장이나 문서에 해당하는 문서 벡터와 단어 벡터를 나누어 표현한 모델이다. 언어 모델은 Doc2vec 이후로 계속 발전해왔다. 최근에는 어텐션 메커니즘(Attention Mechanism)[13]을 이용한 Transformer 모델 기반으로 발전하고 있다[14]. 특히 GPT(Generative Pre-trained Transformer)와[15] BERT(Bidirectional Encoder Representations from Transformers)는 NLP 작업에 대해서 높은 성능을 보여준다[16]. GPT는 Transformer 모델의 디코더(Decoder) 구조만을 사용하는 모델로, 문장 생성 및 챗봇(Chatbot)에 적합한 언어 모델이다. BERT는 Transformer 모델의 인코더(Encoder) 구조만을 사용하는 모델로, 텍스트 분류 및 QA(Question Answering) 시스템에 적합한 언어 모델이다. BERT는 최근 연구에서 가장 많이 사용되는 언어 모델로 다양한 분야의 NLP 작업에 적용해 높은 성능을 입증했다.

        BERT는 사전 훈련(Pre-trained)을 지원하는 언어 모델 중 하나로, 더 많은 양의 데이터를 학습한 RoBERTa[17], 구조를 개선한 ALBERT 등 다양한 유형의 BERT가 존재한다[18]. 그러나 사전 훈련된 다양한 모델이 일반 도메인 말뭉치(Corpus)를 기반으로 훈련되었으므로 도메인 특화 말뭉치를 학습해야 한다[19]. LagalBERT는 일반 도메인 말뭉치와 법률 도메인 말뭉치에서 사전 훈련된 모델을 비교하고 분석했다[20]. 그 결과, 법률 도메인 말뭉치을 학습한 모델이 성능이 더 좋게 측정되었다. 금융 분야에서는 금융 도메인을 사전 학습한 첫 모델인 FinBERT를 구축한 후 실제 Task에 적용하기 위해 감성 분석 연구를 진행했다[21]. 금융 도메인을 적용한 모델은 최근에 연구가 지속적으로 진행되면서 다양한 연구에 활용되고 있다[22].

      

      
        2-2 정성 정보를 활용한 주가 예측
        정성 정보는 구조화되지 않은 데이터로써 통계에 초점을 둔 정형 정보에 비해 자연 언어에 의한 서술로 표현되는 범주형 데이터로써 다양한 연구가 진행되어 왔다. 정성 데이터를 활용한 연구는 SNS, 뉴스, 증권 보고서, 공시 문서 등 텍스트 데이터로서 다양한 방식으로 진행되어 왔다. 뉴스를 활용한 주가 예측 연구 경우, 뉴스가 발생하면 소셜미디어를 통해 쉽게 데이터에 접근할 수 있는 경제 분야 뉴스 데이터를 활용했다. 뉴스, 증권 보고서 등의 문서를 기반으로 Word2vec, Doc2vec 언어 모델이 사용되었으며 예측에는 LR(Logistic Regression), RF(Random Forest), 그리고 SVM(Support Vector Machine) 등의 알고리즘이 사용되었다[23]. 또한, 증시 흐름을 예측하기 위해 Financial Market News에 기반 한 BERT 모델을 이용한 연구가 수행되었다[24]. 최근에는 Online Financial Texts를 기반으로 BERT 모델을 통해 2개의 label로 Key Entity Detection Approach을 분석하는 연구가 진행되었다[25].

        공시의 경우, 이전부터 정기보고서인 10-K, 10-Q, 8-K 보고서를 바탕으로 다양한 연구가 진행되어 왔다. 10-K를 이용한 연구로는 연차 보고서인 10-K를 3 개의 label로 분류하는 연구가 진행되었다[26]. 또 다른 연구에서는 11,827개의 미국 공기업기반으로 구성된 종합적인 파산 데이터베이스를 구축하고 딥러닝 모델을 통해 공시의 텍스트를 이용한 파산 예측에서 우수한 예측 성능을 산출한다는 것을 보여주었다[9]. 10-Q를 기반으로는 분기별 보고서를 활용한 연구를 실시하였으며, DNN 모델을 이용한 주가 예측 연구를 수행하였다[27]. 정성 정보를 통해 장기적 수익을 예측한 연구는 NLP Tool을 활용해 공시 텍스트 데이터에서 수익과 관련된 특성을 추출하였다[28]. 주가 예측에서 정성 정보의 효과를 강조하는 연구는 8-K에서 텍스트 데이터만 추출하고 다양한 벡터 표현을 통해 주가와 관련된 단어를 분석했다[10]. 공시 보고서에 시계열 분석을 적용한 연구로, 8-K 보고서 기반 GRU 모델을 통해 기업에서 발생할 수 있는 사건을 예측하는 연구가 진행됐다[29]. 또한 BERT 모델과 LSTM 모델을 이용한 재무심리 분석 연구가 수행되었다[30]. 최근에는, 금융 도메인을 학습한 FinBERT 모델이 주가 예측 문제를 감성 분석 방식으로 해결하고자 하였다[22]. 이처럼 해외에서는 공시를 활용한 주가 예측으로 다양한 연구가 진행되어왔으나 국내는 비교적 저조하게 진행되었으며 본 연구에서는 국내의 공시를 기반으로 주가 예측 연구를 진행하였다.

      

    

    

  
    
      Ⅲ. 연구 방법
      
        3-1 데이터
        본 연구에 활용될 자료로는 국내의 DART(Data Analysis Research and Transfer System)가 제공하는 공시 문서와 정형 정보로 구성된 주가 데이터를 약 2년간 수집한 후 활용하였다. 분석 대상의 공시 문서의 종류를 파악하였다. 국내 공시 종류는 주요 카테고리로써 크게 10가지로 구성되어 있고 수많은 서브 카테고리로 구성되어 있다. 주가 급락 관련 공시를 수집하기 위해 정형 정보로 된 주가 시세 데이터를 활용했다. 사전에 수집한 주가 시세 데이터는 2019년 1월 2일부터 2020년 9월 25일까지 1,404개 기업의 주가 데이터이다. 회사명, 시가, 고가, 저가, 금일 종가, 전날 종가, 날짜, 등락률 등의 정보로 구성되어 있다. 주가 시세 데이터는 기간별로 금일 종가와 현재 종가 기반으로 등락률 계산식을 통해 분석하였다. 등락률 계산식은 등락률 = (해당 날 종가 - 전날 종가) / 전날 종가로 계산하였다.

        국내의 공시 종류는 table 1에서 보이는 것과 같이 총 10가지의 공시 종류가 존재하며 코드별로 분류되어 있다. 각각의 코드 의미는 다음과 같다. A는 정기공시, B는 주요사항보고, C는 발행공시, D는 지분공시, E는 기타공시, F는 외부감사관련, G는 펀드공시, H는 자산유동화, I는 거래소공시, 그리고 J는 공정위공시를 의미한다. 각각 A~J 까지 주요 카테고리와 세분화된 서브 카테고리별로 코드 뒤에 숫자로 표기되며 공시 문서들이 구분된다.

        
          Table 1. 
				
          

          
            Main and sub categories of disclosure
          
          

        

        
          
            
              	Type
              	Main-category
              	Sub-category
            

          
          
            	A
            	5
            	17
          

          
            	B
            	3
            	449
          

          
            	C
            	11
            	184
          

          
            	D
            	4
            	15
          

          
            	E
            	9
            	34
          

          
            	F
            	5
            	6
          

          
            	G
            	3
            	13
          

          
            	H
            	6
            	36
          

          
            	I
            	6
            	830
          

          
            	J
            	5
            	200
          

        

        

      

      
        3-2 자료 분석
        본 연구에 데이터를 활용하기 위해 주가 급락에 사용된 공시 문서의 주요 카테고리를 주가 데이터 기반으로 분석하였다. 주가 급락 기간은 10일, 20일, 30일, 40일, 50일로 정의하였다. 기간별로 등락률을 계산한 후 가장 많이 급락한 기업 10개를 각각 추출하였다. 그런 다음 기간별로 공시 문서 발생 빈도를 측정하였다. 공시 문서의 빈도는 한 달 단위로 발생한 공시 문서를 기준으로 분석하였고, 결과적으로 2개의 공시 종류가 발생 빈도가 높았다.

        table 2에서 나온 분석 결과, 우리는 월평균 빈도수가 가장 높게 나온 두 주요 카테고리의 공시 문서를 주가 급락에서 가장 중요하다고 정의했다. 두 가지 주요 카테고리인 공시 문서를 바탕으로 급락하는 종목을 분석했다. 그러나 기존 선행 연구에서도 확실하게 정의한 경우가 없었으며 사람이 직접 확인해도 분류하기가 어려웠기에 우선 제목으로 분류할 수 있는 공시 문서와 그렇지 않은 공시 문서를 나누었다. 제목으로 분류하기 어려운 공시 문서들은 내용 분류로 나누었고, 분석을 위해 2년 간 발생한 공시 문서별로 사용된 긍정 단어와 부정 단어를 수작업으로 추출했다. 그 결과 긍정 단어는 59개, 부정 단어는 99개가 추출됐다. table 3은 공시별로 추출된 예시로써, 중립의 단어는 모호한 경우가 많아 긍정과 부정 위주로 판단한 후 추출하였다.

        
          Table 2. 
				
          

          
            Average monthly frequency for each period of disclosure
          
          

        

        
          
            
              	Type
              	10 day
              	20 day
              	30 day
              	40 day
              	50 day
              	Average
            

          
          
            	A
            	0.39
            	0.40
            	0.42
            	0.39
            	0.41
            	0.40
          

          
            	B
            	
              1.98
            
            	
              2.12
            
            	
              2.30
            
            	
              2.02
            
            	
              2.17
            
            	
              2.12
            
          

          
            	C
            	0.15
            	0.21
            	0.13
            	0.15
            	0.14
            	0.16
          

          
            	D
            	0.91
            	1.05
            	0.92
            	0.97
            	0.86
            	0.94
          

          
            	E
            	0.42
            	0.43
            	0.45
            	0.37
            	0.44
            	0.42
          

          
            	F
            	0.01
            	0.01
            	0.00
            	0.01
            	0.00
            	0.01
          

          
            	G
            	0.00
            	0.00
            	0.00
            	0.00
            	0.00
            	0.00
          

          
            	H
            	0.00
            	0.00
            	0.00
            	0.00
            	0.00
            	0.00
          

          
            	I
            	
              1.79
            
            	
              1.94
            
            	
              2.06
            
            	
              1.83
            
            	
              1.97
            
            	
              1.92
            
          

          
            	J
            	0.00
            	0.00
            	0.00
            	0.08
            	0.00
            	0.02
          

        

        

        
          Table 3. 
				
          

          
            Sentiment words extract example
          
          

        

        
          
            
              	Code
              	Pos word
              	Neg word
            

          
          
            	I001094
            	improvement, Reduced operating loss
            	sales decrease, loss increase
          

          
            	I001114
            	sales increase, loss reduction
            	sales decrease, revenue decline
          

          
            	I001164
            	change of disclosure, no penalty
            	non-disclosure, unspecified
          

        

        

        첫 번째 단계로 각 공시 서브 카테고리별로 자주 등장한 긍정, 부정 단어를 정리하였고, 이를 기반으로 공시 서브 카테고리로 각각 추출 가능한 공시 문서는 해당 서브 카테고리에 따라 긍정 단어의 수가 많으면 긍정, 부정 단어의 수가 많으면 부정으로 분류하였다. 두 번째 단계는 내용 분류로도 분류하기가 어렵고, 긍정, 부정 단어를 추출하기 어려운 경우이다. 따라서 추출한 긍정 단어 전체의 수인 59개, 부정 단어 전체의 수인 99개를 활용하였고, 몇 가지 실험한 결과 긍정과 부정 점수의 기준점을 0.5에서 0.75로 정의하였다. table 4에서처럼 0.75로 정의한 후 0.5에 비해 높은 예측률이 나왔고, 이를 기반으로 학습 데이터의 labeling으로써 활용하였다.

        
          Table 4. 
				
          

          
            Experiment 30 companies example
          
          

        

        
          
            
              	Type
disclosure
              	Up company
              	Down company
            

            
              	count
              	%
              	count
              	%
            

          
          
            	B document
            	10
            	33
            	16
            	53
          

          
            	I document
            	8
            	27
            	23
            	77
          

        

        

        긍정 부정 단어의 수가 서로 달라 정규화 방법으로 간단하게 부정 단어의 수에 비율을 맞추어 0.6을 곱하여 계산하였다. 그러나 이러한 대상의 공시 서브 카테고리 경우, 중립적인 공시의 비중이 크다고 판단하여 긍정 단어와 부정 단어의 수를 계산한 후 0.75를 넘지 못하면 중립으로 분류하였다. 각각의 감성 지수 방식은 계산식 (1)에 따라 Up, Down, Stay로 정의하였다. P.word는 긍정 단어의 수, N.word는 부정 단어의 수를 의미한다.
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        그런 다음, 학습 데이터 구축을 위해서 기업 1,404개의 2016년 1월 1일부터 2018년 12월 31일까지 3년간 두 가지 공시 주요 카테고리 내 한해서만 수집하였다. 수집한 공시 문서들을 기반으로 모델에 사용하기 위해 데이터셋(Dataset)을 table 5와 같이 구성하였다.

        
          Table 5. 
				
          

          
            Train dataset
          
          

        

        
          
            
              	
              	Train dataset
              	Test dataset
            

            
              	Model
              	Target
              	Stay
              	Target
              	Stay
(+Non-target)
            

          
          
            	Up 
            	4000
            	30000
            	494
            	2696
(+744)
          

          
            	Down 
            	5400
            	30000
            	744
            	2696
(+494)
          

        

        

        학습 데이터 구성 과정은 다음과 같다. table 5에서 Target은 각각의 모델의 예측 대상 label을 의미하며 Test 데이터의 Non-target은 반대되는 label을 의미한다. 급등을 의미하는 Up 모델에서는 주가 상승을 의미하는 Up, 주가 정상을 의미하는 Stay를 label로써 정의하였고, 이에 해당하는 공시 문서를 학습 데이터로써 사용하였다. 급락인 Down 모델에서는 주가 하락을 의미하는 Down, 주가 정상을 의미하는 Stay를 label로써 정의하였다. 학습을 위해 약 90%의 학습을 위한 Train 데이터로, 약 10%의 검증을 위한 Test 데이터로 분류하였다. 실질적 모델 검증을 위해 Test 데이터에서 추가된 데이터의 수는 각각의 모델에서 예측 대상인 각각의 label과 그 외 예측과 반대 label로 구성하였다.

      

      
        3-3 제안 모델
        BERT 모델은 Transformer의 인코더만을 사용한 언어 모델이다. 모델의 입력으로 토큰나이저를 사용해서 데이터 변환을 해야 한다. 이 과정에서 스페셜 토큰(Special Token)인 [CLS]는 모든 입력 문장의 시작을 의미하며, 문장의 첫 단어부터 끝 단어까지 토큰화 과정을 거친 입력 문장의 토큰들(Tokens)이다. 문장의 끝을 의미하는 것으로 다른 스페셜 토큰인 [SEP]으로 구분한다. 입력 토큰의 길이는 최대 512까지 제한되므로 스페셜 토큰을 제외한 510 토큰을 선행 연구에서 제안한 방법을 통해 전처리 과정을 진행한다. 연구에 의하면 Truncate method의 head와 tail을 경험적 방법으로 비율을 맞춘 것이 가장 성능에 좋았으며 본 연구에서는 head 50%, tail 50%의 비율로 조정한 후 문서의 입력 토큰 길이를 조정하였다[31].

        BERT 모델은 Pre-trained 모델도 지원하며 BERT 모델의 다른 모델인 ALBERT 모델도 BERT 모델과 같은 구조를 가지며 좀 더 모델의 경량화를 통해 성능 개선을 한 후속 모델이다. BERT 모델의 후속인 만큼 마찬가지로 Pre-trained 모델을 지원하며 이러한 사전 학습된 모델은 Transformer 모델의 단점인 오랜 기간의 학습, 대용량의 학습 데이터 등을 사전에 학습함으로써 사용자는 학습된 모델을 통해 저장된 가중치를 불러와서 사용할 수 있다. 특정 분야에 관련된 Task를 진행하기 위해서는 일반적인 범용 도메인만을 사용하면 구축한 모델의 성능이 낮아질 수 있다.

        
          Table 6. 
				
          

          
            Preprocess document tokens method
          
          

        

        
          
            
              	Type
              	Method
              	Input Token
            

          
          
            	Summary
            	textrank
            	Summarize the content of the document into three sentences
          

          
            	Truncate
            	head-only
            	keep the first 510 tokens
          

          
            	tail-only
            	keep the last 510 tokens
          

          
            	head+tail
            	Empirically select the first 255 and the last 255 tokens
          

        

        

        
          
          

          Fig. 1. 
				
          

          
            Pre-trained model processing example
          
          

          

        

        일반적인 범용 데이터의 단어와 전문적인 단어가 서로 동일할 경우 다른 의미로 사용될 경우를 비롯하여 특정 분야에 관련된 용어들은 일반적인 범용 데이터의 단어들과 범주가 다르기 때문이다. 모델 또한 특정 분야의 Task를 학습하기 위해서는 일반적인 범용 데이터보다 금융 도메인을 사용한 경우가 더 성능이 뛰어남이 선행 연구에서 증명되었다. 일반적인 범용 데이터와 금융 도메인을 같이 사용한 경우가 최근 연구에서는 가장 성능이 높게 나와 본 연구에서도 범용 데이터와 금융 도메인을 사전 학습한 언어 모델을 사용한다. 사전 학습 모델들은 기본적으로 범용적인 데이터셋을 활용해서 제공하나 이러한 사전 학습 모델은 특정 도메인에서 성능이 낮게 나올 수 있기에 연구 목적에 맞는 도메인 특화한 사전 학습 모델이 필요하다. 특정 도메인인 금융에 맞는 Pre-trained ALBERT 모델을 통해 문서인 공시 내용을 토큰나이저를 통해 768 차원으로 임베딩된 값을 추출할 수 있다.

        Pre-trained 모델은 이렇게 쉽게 임베딩된 값을 추출할 수 있지만, BERT의 장점은 이러한 사전 학습된 모델에서 Task에 맞는 레이어(Layer)를 추가함으로써 목적에 맞게 사용할 수 있다는 점이다.

        분류 모델을 구축할 때 분류 레이어(Classifier layer)를 추가함으로써 분류할 label의 수에 맞게 output node를 지정한 후, label에 대한 확률값을 Softmax 함수를 통해 추출한 후, 입력한 공시 문서의 label을 예측한다. figure 2는 Pre-trained 모델의 입력과 출력 과정에 대해 간단히 표현했으며, figure 3은 Fine-tuning 모델의 입력과 출력 과정에 대한 그림이다. 2가지 과정에 의해 사전 학습된 모델의 가중치를 불러온 후, 공시 문서로 구성된 학습 데이터를 통해 Fine-tuning 하여 이진 분류로써 학습한다.

        
          
          

          Fig. 2. 
				
          

          
            Fine-tuning model processing example
          
          

          

        

        
          
          

          Fig. 3. 
				
          

          
            Various model training and performance evaluation structures
          
          

          

        

        본 연구에서는 기업의 공시 문서들을 기반으로 figure 2와 figure 3의 과정을 거쳐 학습한 후 최종적으로 발생한 공시가 주가 급락에 영향을 끼칠 수 있는지 아닌지에 대한 분류 모델을 구축함으로써 주가 급락 예측 연구의 발전에 도움을 되는 것을 목표로 한다.

      

    

    

  
    
      Ⅳ. 실험 및 결과 분석
      
        4-1 모델 검증 방법
        본 연구에서 제안한 모델의 성능 검증을 위해 학습 데이터의 Train 데이터를 사전 학습된 모델을 미세 조정하여 학습한 후 Test 데이터를 통해 모델의 성능을 검증한다. 연구에서 제안된 언어 모델은 금융 도메인을 사전 학습한 ALBERT 모델을 사용한다. 금융 도메인 기반 ALBERT는 KB국민은행 AI 연구원들이 공유하는 KB-ALBERT 모델이다[32]. 모델의 구조는 BERT 구조를 따르는 ALBERT이다. 공시 문서의 텍스트 데이터를 입력으로 단어 임베딩 및 포지션 임베딩으로 변환한 후 Attention 가중치가 조정된다. 출력값으로 Softmax 함수에 의해 각각의 label에 대한 확률값으로 출력된다.

        분류 모델은 실험에 사용하기 위해 고안되었고, 미세 조정을 통해 학습하였다. 우리가 제안한 모델은 ALBERT 모델에 분류기 레이어가 추가된 모델이며, Softmax 함수의 출력값에 의해 2개의 레이블로 분류된다. 훈련에 사용된 매개 변수는 문장 길이 512, epoch 5, learning rate는 5e-5였으며 optimizer는 AdamW를 사용하였다.

        모델은 2개로 급등, 급락에 대해 영향을 끼치는 공시 문서를 분류할 것이며 각각의 모델명은 "Up model"을 급등 모델로, "Down model"을 급락 모델로 정의하였다. 추출한 학습 데이터를 기반으로 학습하여 모델 구축하며 모델의 성능 검증을 위해 Test 데이터를 입력으로써 사용한다. 모델의 성능을 평가하기 위해서 평가 지표로써 오차 행렬(Confusion Matrix)을 사용한다. 오차 행렬은 모델의 실제, 예측의 값을 다음과 같은 지표에 의해 평가한다. 평가 지표는 table 7와 같다.

        
          Table 7. 
				
          

          
            Confusion matrix table
          
          

        

        
          
            
              	
              	
              	Predicted
            

            
              	
              	
              	Positive
              	Negative
            

          
          
            	Actual
            	Positive
            	True Positive
            	False Negative
          

          
            	Negative
            	False Positive
            	True Negative
          

        

        

        모델 성능은 TP(True Positive), TN(True Negative), FP(False Positive), FN(False Negative)으로 진행하였다. 우리는 이와 같은 4가지 평가 지표인 TP, TN, FP, FN을 학습한 2개의 급등, 급락 모델에서 Test 데이터를 입력으로써 사용한 후 결과를 출력하였다. 데이터 불균형 문제로 인해 나머지 3가지 지표인 Precision, Recall, F1-score를 측정하였다. 4가지 지표는 TP, TN, FP, FN에서의 값을 활용해서 계산한다. Accuracy는 정확도로써 전체 예측한 것 중에 올바른 예측을 얼마나 했는지를 지표로 구하는 것을 의미한다. 그러나 Accuracy는 데이터가 균형하다면 사용할 수 있으나 label 데이터가 불균형하다면 해당 지표로 정확한 측정을 하기가 어렵다. 실제로 긍정적인 것만 예측을 잘하고 부정적인 것은 예측을 잘하지 못할 경우도 발생할 수 있기에 나머지 3가지 지표 또한 확인해야 할 필요가 있다. Precision는 정밀도로써 모델이 True라고 분류한 것 중에서 실제 True인 것의 비율을 의미한다. Recall은 재현율로써 모델이 실제 True인 것 중에서 모델이 True라고 예측한 것의 비율을 의미한다. F1-score는 주로 데이터 불균형 분류 문제에서의 평가척도로 사용된다. 위의 2가지 평가 지표를 활용해 조화 평균을 구한 후 평가척도로써 활용한다. 모델의 평가 기준은 분류 모델의 성능 평가 지수인 TP, TN, FP, FN 4가지 값과 4가지 값을 분류 성능 평가 지표의 계산식을 통해 다음 Acurracy, Precision, Recall, F1-score를 제시한다. 각각에 대한 계산식은 (2) 와 같다.
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        제시한 성능 지표를 통해 금융 도메인에 특화된 KB-ALBERT와 모델 간 성능 비교 분석을 위해 기존에 사용된 문서 표현이 가능한 언어 모델 Doc2vec을 사용한다. Doc2vec을 사용한 분류기 경우, 분류 성능이 높은 3가지의 분류 알고리즘인 SVM, RF, LR를 사용한다. 또 다른 한 가지 비교 분석 방안으로, 기존의 BERT 모델 또한 성능 비교 분석을 위해 사용함으로써 금융 도메인을 사용한 경우와 비교하여 결과에 대해 논의한다. 비교할 모델은 기존 BERT 모델의 복잡성의 일부 레이어를 제거함으로써 간소화한 Distributed BERT를 선정하였다[33]. Distributed BERT는 기존 BERT와 마찬가지로 한글도 지원하나, 한글 맞춤형으로 학습한 사전 학습 모델이 아니기에 효율성이 떨어진다. 따라서 국내에서 제공하는 한글 맞춤 데이터 사전 학습 모델인 Distributed KoBERT 모델을 사용한다[34]. Distributed KoBERT는 ALBERT 모델과 같이 기존 BERT 모델의 복잡성을 제거함으로써 비교 대상으로써 더 적합하다고 판단하였고, KB-ALBERT와 동일한 파라미터로 Fine-tuning 해서 사용한다. Doc2vec 모델을 사용한 경우의 파라미터는 KB-ALBERT와 Distributed KoBERT와 동일한 임베딩인 768 벡터 사이즈(Vector Size)를 사용했으며 훈련 횟수(Epoch) 또한 5로 설정하였다. 그런 다음 2개의 Doc2vec 알고리즘 중에서 가장 높은 성능을 보인 DM 알고리즘을 사용하였다. 모델 간 검증에는 주가 급락에만 관련 있는 Down model을 기반으로 진행하였다. 데이터가 불균형한 문제로써 F1-score가 가장 높은 모델을 선정한 후 추가로 선정한 모델을 기반으로 긍정 공시와 중립/부정 공시를 분류한 학습 데이터를 통해 주가 급등과 관련 있는 Up model을 구축한 후, 모델 간 비교 분석을 통해 연구의 방향성인 주가 예측에 급락이 급등보다 예측할 가능성이 있는지에 대해 결과를 논의한다.

      

      
        4-2 검증 결과
        금융 도메인에 특화된 KB-ALBERT와 일반 도메인 데이터를 사용한 Distributed KoBERT, 그리고 Doc2vec기반 3가지 분류 모델을 각각 동일하게 학습한 후 구축한 주가 급락 모델의 결과는 table 8와 같다. 결과적으로 금융 도메인에 특화된 KB-ALBERT와 가장 높은 결과가 나왔으며 큰 차이는 없으나 그다음으로 Distributed KoBERT 모델이 높은 성능을 보였고, 문서 표현 언어 모델 중 하나인 Doc2vec기반 분류 모델들이 비교적 낮은 성능으로 나왔다. 앞서 설명한 것처럼 데이터 불균형으로 인해 F1-score를 기준으로 성능을 측정해야 하여 모델 간 성능 비교 분석을 통해 금융 도메인에 특화된 KB-ALBERT 모델이 주가 영향을 끼치는 급락 공시 분류 모델에 가장 적합한 것을 확인할 수 있었다.

        
          Table 8. 
				
          

          
            Performance comparison between models
          
          

        

        
          
            
              	Model
              	Accuracy
              	Precision
              	Recall
              	F1-score
            

          
          
            	Doc2vec (SVM)
            	0.84
            	0.90
            	0.59
            	0.60
          

          
            	Doc2vec (RF)
            	0.78
            	0.54
            	0.51
            	0.50
          

          
            	Doc2vec (LR)
            	0.85
            	0.80
            	0.66
            	0.69
          

          
            	Distil-KoBERT 
            	0.93
            	0.88
            	0.87
            	0.87
          

          
            	
              KB-ALBERT 
            
            	
              0.93
            
            	
              0.90
            
            	
              0.87
            
            	
              0.88
            
          

        

        

        다음으로 가장 높게 나온 KB-ALBERT 모델로 주가 영향을 끼치는 급등 공시 분류 모델을 학습한 후 구축함으로써 기존 급락 모델과 서로 간 비교 분석을 하였다. table 9는 주가 급등과 급락 모델 간 분류 성능 지표이다.

        
          Table 9. 
				
          

          
            Up and Down model performance evaluation
          
          

        

        
          
            
              	
              	
              	Precision
              	Recall
              	F1-score
            

          
          
            	Up model
            	Up
            	0.68
            	0.69
            	0.68
          

          
            	Stay/Down
            	0.96
            	0.95
            	0.95
          

          
            	Down model
            	Down
            	
              0.84
            
            	
              0.77
            
            	
              0.80
            
          

          
            	Stay/Up
            	0.95
            	0.97
            	0.96
          

        

        

        2개의 급등, 급락 모델은 각각 0.93, 0.94의 높은 Accuracy가 측정되었으나, 급등, 급락의 모델 성능 평가는 아래와 같으며 결과적으로 급락 모델의 성능이 급등 모델보다 높다는 것을 확인하였다. 분류 지표상 2개의 모델은 정상과 각각의 반대 경우에는 높은 정확도를 보였고, 각각의 예측 대상의 경우 급락 모델이 급등 모델에 비해 높은 정확도를 보였다. 공시 문서의 대부분 경우가 정상에 해당하는 Stay 경우가 많아야 하므로 분류 성능의 결과는 높다고 볼 수 있다. 다음으로는 4가지 값 TP, TN, FP, FN을 통해 실제로는 전체 공시에서 어느 정도가 맞고 틀림을 예측하였는지에 대해 아래 table 10과 table 11에 급등, 급락 모델의 4가지 값을 제시함으로써 실질적인 분류 정확도를 측정하였다.

        
          Table 10. 
				
          

          
            Up model Confusion matrix result
          
          

        

        
          
            
              	
              	
              	Predicted
            

            
              	
              	
              	Up
              	Stay/Down
            

          
          
            	Actual
            	Up
            	341 (69.03%)
            	153
          

          
            	Stay/Down
            	164
            	3297 (95.23%)
          

        

        

        
          Table 11. 
				
          

          
            Down model Confusion matrix result
          
          

        

        
          
            
              	
              	
              	Predicted
            

            
              	
              	
              	Down
              	Stay/Up
            

          
          
            	Actual
            	Down
            	572 (76.88%)
            	172
          

          
            	Stay/Up
            	109
            	3081 (96.58%)
          

        

        

        주가 급등 모델의 경우 급등을 맞춘 경우는 594개 중 341개를 맞춤으로써 69.03%의 예측률을 보였다. 반대되는 정상/급락의 경우 3,461개 중 3,297개인 95.23%를 맞춤으로써 높은 정확도를 보였다. 주가 급락 모델의 경우 급락을 맞춘 경우는 744개 중 572개를 맞춤으로써 76.88%의 예측률을 보였다. 반대되는 정상/급등의 경우 3,190개 중 3,081개의 96.58%를 맞춤으로써 2가지 모델 모두 정상에 해당하는 Stay에 대해 높은 결과가 나옴으로써 정상적인 결과가 나왔다. 결과적으로 주가 급락 모델의 경우 76.88%를 맞추었고, 본 연구에서 해결하고자 하는 주가 영향을 끼치는 급락 공시를 급등 보다 더 효과적으로 분류함으로써 주가 급락 예측에 관련해서는 공시가 실제 주가 예측 연구에 도움이 될 것을 입증하였다.

      

    

    

  
    
      Ⅴ. 결 론
      본 연구에서는 주가 급락 예측의 어려움을 해결하기 위해서 정성 정보를 활용한 주가 급락 예측 연구를 진행하였다. 주가 급락과 관련된 기업들을 기간별로 선정한 후 정성 데이터인 공시의 10가지 종류의 빈도수에 대해 월별로 측정하였다. 측정한 결과를 바탕으로 2가지 종류의 공시 문서를 수집한 후 주가에 영향을 미치는 공시를 분석하기 위해 긍정, 부정 단어를 추출한 후 이를 급락 예측 모델을 학습하기 위한 데이터로써 활용하였다. 급락만이 아닌 급등 모델 또한 구축하였고, 테스트 데이터를 입력으로써 사용하여 비교 분석을 진행하였다. 결과적으로 공시를 활용한 주가 예측에 있어 주가 급락의 경우가 성능이 더 좋다는 것을 확인하였다. 연구 진행에 있어 국내 선행 연구에서 국내의 공시에 대한 분석 연구와 이에 대한 예측 연구가 적어 국내 연구가 더 많이 필요할 것으로 판단된다. 기반이 되는 선행 연구가 적어 이론, 실증에 있어 다소 어려움이 있었다. 본 연구를 진행하면서 가장 효율적으로 판단되는 방법을 진행함으로써 국내 공시 또한 주가 예측 연구에 있어 잠재적인 가능성이 있음을 입증하였다. 연구에 있어 주가 영향을 미치는 공시를 분류하기 위한 모델은 구축하였으나, 실제 주가의 변동은 실시간으로 변동되기에 예측 방안에 대해 개선점이 필요하다. 예측 방안을 개선하기 위해 기업별로 공시가 발생한 후 며칠 간격으로 주가 급등, 급락에 영향을 주는지에 대한 향후 연구 방향성이 필요하다. 또한 공시가 발생하지 않지만, 주가 급등, 급락한 경우가 존재하다. 이와 같은 문제점을 해결하기 위해 향후 연구에서는 정성 데이터만이 아닌 정량 데이터도 함께 사용함으로써 실시간 변동에 맞추어서 주가 급등락을 예측할 수 있는 연구를 진행할 예정이다.
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