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            Abstract
          
        

        
          음악 데이터를 활용한 다양한 딥러닝 활용 연구가 활발하게 진행되고 있지만, 음악의 퀄리티를 값으로 정량화하여 완성도를 평가하는 시스템은 연구되지 않고 있다. 그 이유로는 음악 전문가가 음악적 요소를 고려하여 평가한 정량화된 점수 데이터셋이 없으며, 평가한 점수 자체가 개인의 주관적 판단의 차이를 기반으로 하기 때문이다. 이런 문제점을 극복하기 위해, 본 논문에서는 실제 음원에 대하여 음악적 퀄리티를 평가하는 11가지 기준에 따라 4명의 음악 전문가별로 매긴 점수 정보를 레이블 데이터로 활용하여 정량화된 퀄리티 점수를 예측하는 새로운 딥러닝 분류 시스템을 제안한다. 연구 과정에서 전문가별 점수 데이터 전체를 하나의 데이터셋으로 구성했을 때, 뚜렷한 성능 향상을 확인했다. 전문가의 주관적 판단 과정을 딥러닝 모델로 시뮬레이션 화할 수 있다는 가능성을 제시하며, 70% 정도의 분류 정확도 성능을 확인했다.

        

        
          
            초록
          
        

        
          Research on the use of various deep learning using music data is being actively conducted, but a system for evaluating the completeness by quantifying the quality of music as a value has not been studied. The reason is that there is no score dataset which evaluated by the music expert who considers the musical elements, and the evaluation score itself is based on differences in individual subjective decision. To overcome this problem, this paper proposes a new deep learning classification system that predicts quantified quality scores by utilizing score information as label data for each of the four music experts according to 11 criteria for evaluating musical quality about actual sound sources. In the course of the study, the clear performance improvement was confirmed when the entire expert score data was composed into one dataset. It suggested the possibility of simulating expert’s decision process by using deep learning model and confirmed classification accuracy performance of about 70%.
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      Ⅰ. 서 론
      어떤 음악의 완성도를 측정하기 위해서는 다양한 음악적 요소들을 평가하게 된다. 이때, 음악적 요소는 하나의 평가 기준이 될 수 있고, 완성도에 따라 정량화된 수치를 부여할 수 있다. 이렇게 평가 기준별로 측정한 수치를 일정 범위를 가지는 점수 체계 형태로 표현하고, 평가 기준에 따라 음악의 완성도를 평가하는 과정을 전문가 대신에 인공지능 모델로 대체함으로써 새로운 형태의 음악 퀄리티 측정 시스템으로 구축할 수 있다.

      그러나, 이러한 시스템을 만들기 위해서는 음악의 완성도를 평가하는 과정과 함께 적절한 음악 데이터와 평가 점수 데이터가 필요하다. 이러한 문제점을 해결하기 위해 미발매된 데모곡 음원과 함께, 국내외에서 활동하는 4명의 작곡전문가별로 실제 곡 퀄리티 분석을 통해 11가지 음악 평가 기준에 따라 점수를 매긴 새로운 형식의 데이터를 활용했다. 완성도를 평가하는 과정은 분류 형태의 모델을 활용함으로써 모델이 자체적으로 점수 레이블 데이터를 통해 전문가의 주관적인 판단으로 매겨진 점수 분포가 비슷한 음악 데이터들 사이의 특징 정보를 학습하여 점수 분류를 통해 퀄리티를 예측하도록 구성했다. 또한, 연구 과정에서 전문가마다 주관적인 판단으로 매긴 점수 데이터를 하나의 데이터셋으로 구성하여 사용함으로써 가시적인 분류 성능 향상을 확인할 수 있었다. 본 연구에서는 위와 같은 일련의 과정을 통해 전문가의 음악적 판단 과정이 반영된 정량화된 음원 퀄리티 측정 딥러닝 시스템을 제안한다.

      본 논문의 구성은 다음과 같다. 먼저, 2장에서는 오디오 데이터를 활용한 전반적인 인공지능 기반 분류 모델 관련 연구에 관하여 서술한다. 3장에서는 제안하는 퀄리티 점수 분류 시스템에 대한 전체적인 구조와 함께 사용한 모델에 대한 설명을 제시한다. 4장에서는 데이터셋 및 전처리 과정, 데이터 증강 기법을 활용한 추가 데이터 생성 방식 등과 같은 설명과 함께, 여러 형식의 분류 모델별 테스트 결과와 전문가 포함 인원별 테스트 결과를 제시한다. 또한, 인공지능 모델들을 활용한 전반적인 평가 기준별 퀄리티 점수 분류 성능과 전문가 인원 추가에 따른 주관적인 판단 과정의 시뮬레이션 화에 관한 분석을 서술한다. 마지막 5장에서는 전체적인 연구 과정에 대한 요약과 함께 새로운 향후 연구 내용에 대해서 제시한다.

    

    

  
    
      Ⅱ. 관련연구
      오디오 관련 연구에서 대표적으로 사용되는 인공지능 분류 모델의 종류는 크게 머신러닝과 딥러닝 분야로 나눌 수 있다. 머신러닝 분야에서는 주로 의사결정 트리 기반 모델과 SVM(support vector machine) 모델 등이 활용된다. 딥러닝 분야에서는 이미지 처리 분야에서 주로 사용되는 CNN(convolutional neural network) 기반의 모델 등이 활용된다. 위에서 제시한 모델들은 환경음 분류, 음악 장르 분류, 감정 분류 등의 오디오 분야에서 활발히 활용되고 있다.

      의사결정 트리를 활용한 음악 관련 연구에서 Glaucia M. Bressan et al.은 raw audio에서 다양한 변환 과정을 통해 추출한 audio feature들을 하나의 feature vector로 표현하고, 의사결정 트리 생성 알고리즘인 CART와 C4.5 방식에 따라 음악 장르 분류를 수행했다[1]. Yan Zhang et al.은 의사결정 트리를 base 모델로 활용하는 random forest 모델을 기반으로 6개의 클래스를 분류하는 환경음 분류 모델을 제시했다[2]. 의사결정 트리를 활용한 오디오 분류의 특징은 raw audio signal에서 변환을 통해 time domain, frequency domain과 관련된 다양한 종류의 feature를 추출하고, 이것을 의사결정 트리의 attribute로써 활용한다.

      SVM을 활용한 음악 관련 연구에서 Glaucia M. Bressan R. Thiruvengatanadhan은 MFCC 데이터를 활용하여 SVM 모델을 통한 음악 장르 분류와 함께, 커널 함수 종류에 따른 성능 차이 결과를 제시했다[3]. Yong Li et al.은 raw audio signal에서 얻은 다양한 audio feature 조합을 활용하여 SVM 모델을 통한 7가지 카테고리로 구성된 환경음 분류 결과를 제시했다[4]. 또한, 의사결정 트리, naive bayes, k-nearest neighbor 분류기와의 성능 비교를 통해 SVM에서 가장 높은 성능이 측정된다는 점을 제시했다. 이처럼, SVM은 적합한 결정 경계를 찾는 커널 함수와 결정 경계 조정과 관련한 파라미터를 활용하여, 고차원의 형태로 표현되는 audio feature를 이용한 분류 과정에서 의사결정 트리 모델과 비교하여 대체로 좀 더 높은 성능이 나타난다.

      딥러닝 기반의 분류 모델도 음악 관련 연구에서 활발히 활용되고 있으며, 머신러닝 기반의 모델들과 비교하여 성능적인 차이가 발생한다. Hareesh Bahuleyan은 audio set 데이터를 활용한 음악 장르 분류 연구에서 SVM, 의사결정 트리와 같은 머신러닝 기반 모델과 CNN 기반의 모델 간에 분류 정확도 테스트를 진행했을 때, CNN 기반 모델에서 가장 높은 성능이 측정된다는 결과를 제시했으며, 모델의 입력으로 mel-spectrogram 데이터를 사용했다[5]. Kamalesh Palanisamy et al.은 음악 연구 분야에서의 대표적인 3가지 데이터셋으로부터 얻은 mel-spectrogram 데이터를 사용하여 ResNet, DenseNet, Inception과 같은 CNN 기반 모델을 활용한 음악 장르 분류 결과를 제시했다[6]-[9]. 이처럼, audio feature를 이미지 데이터와 같이 형식으로 활용하여 CNN 기반 분류 적용 시에 좋은 분류 성능이 확인됐다.

      본 연구에서는 위와 같은 오디오 관련 연구를 기반으로 머신러닝 분야의 SVM 모델과 딥러닝 분야의 CNN 기반 모델을 분류 모델로 선정했으며, 오디오 관련 연구에서 자주 활용되는 mel-spectrogram feature를 입력 데이터로 사용했다. 기존의 연구와는 다른 전문가의 주관적 지식과 판단을 기반으로 매긴 정량적 음원 퀄리티 점수에 관한 분류에 대하여, 두 분야의 대표적인 형태의 분류 모델을 활용한 성능 비교 및 분석을 통해 본 연구에 적합한 모델을 찾는 것을 목표로 한다.

    

    

  
    
      Ⅲ. 음원 퀄리티 측정 분류 시스템 제안
      
        3-1 분류 시스템 설명
        Figure 1은 본 연구에서 제안하는 음원 퀄리티 측정 분류 시스템에 대한 순서도로 다음과 같은 단계로 구성된다. 먼저, 서로 다른 재생 길이로 이뤄진 데모곡 모음에 대해서 데이터의 길이를 맞추기 위해 전처리 과정을 적용하여, 음원별로 추출된 30초 구간의 음원 데이터셋을 생성한다. 추출된 음원 signal에 대해서는 STFT(short time fourier transform)와 mel-filter bank를 적용하여 mel-spectrogram을 얻고 입력 데이터로써 활용한다. 레이블 데이터에 해당하는 전문가의 음악적 완성도 평가 점수에 대해서는 개수에 따른 클래스 불균형이 발생하지 않도록 전처리 과정을 통해 ‘1/2/3/4’과 같은 형식으로 기존의 10단계 점수 범위 체계를 4단계로 축약하고, 차등적 속성을 가지는 4개 클래스 형식의 레이블 데이터로 구성하여 target 데이터셋으로써 활용한다. 두 번째, 11가지 평가 항목별로 독립적인 클래스 분류 모델을 설정하고, 전처리를 적용한 입력 및 target 데이터셋을 적용한다. 분류 모델은 평가 항목마다 입력 데이터와 대응되는 전문가들의 음악적 점수 판정 과정이 반영된 레이블 분포를 학습하여, 결과적으로 전문가의 평가 기준에 부합하는 음원 퀄리티 클래스 예측을 목표로 한다. 분류 모델은 대략 60% 이상의 테스트 accuracy 성능이 측정될 수 있도록 학습한다. 그다음, 학습이 완료된 11가지 평가 항목별 분류기들을 사용하여 임의의 곡에서 얻은 mel-spectrogram을 입력 데이터로 적용했을 때, 음원 퀄리티 분류기마다 예측 결과로 출력되는 총 11개의 prediction을 얻는다. 이때, 분류 모델들의 prediction은 음악적 완성도가 반영된 차등적인 형태이므로, 4개 클래스와 순차적으로 대응되는 ‘25/50/75/100’와 같은 100점을 기준으로 산정된 정량화된 값으로 변환한다. 마지막으로, 사용자의 목적에 따라 평가 기준별로 가중치를 설정하고, 가중치와 정량화 값에 대해서 전체 단위에서 가중평균 방식을 적용하여 음원 퀄리티 점수 정량화 변환 과정을 활용한 100점으로 환산된 하나의 최종 음원 퀄리티 점수를 출력한다.

        
          
          

          Fig. 1. 
				
          

          
            The flow chart of the overall classification system
          
          

          

        

        결과적으로, 하나의 분류기는 특정 음악적 요소에 관한 전문가의 평가 과정을 대체할 수 있으며, 출력된 최종 퀄리티 점수는 특정 음악의 종합적인 완성도 수준을 정량화된 수치로 표현할 수 있다. 위에서 제시한 일련의 과정을 하나의 시스템으로 구축하여 음악 전문가들의 주관적인 판단을 통한 평가 과정을 인공지능 모델을 통해 시뮬레이션하여 표현할 수 있다. 그러므로, 해당 시스템에서는 평가 기준별 분류기가 점수대별로 나타나는 음악의 특징 정보와 전문가의 평가 점수를 학습하여 분류 성능을 높이는 것이 핵심이다. 본 연구에서는 평가 기준별 분류기를 머신러닝과 딥러닝와 같은 2가지 분야의 모델로 구분하여 비교를 수행했다.

      

      
        3-2 모델 관련 설명
        머신러닝 기반의 분류 모델을 활용한 경우에는 다수의 점수 클래스 종류 중 하나의 클래스를 분류할 수 있는 multi-class 분류 방식 기반의 ensemble 모델을 적용했다. 관련 모델 중에서 분류기마다 특정 클래스 하나만을 분류할 수 있도록 구성하고, 전체 클래스 개수만큼의 분류기를 생성하여 가장 높은 확률로 판단된 1개의 클래스를 출력하는 OneVsRestClassifier를 분류 모델로 사용했다. 해당 모델에서는 분류기를 구성하는 base 모델이 필요하며, 본 연구에서는 고차원의 데이터 형식으로 표현되는 mel-spectrogram을 입력 데이터로 사용할 수 있도록 머신러닝 기반의 SVM 모델을 활용했다. 모델은 대표적인 파이썬 기반의 머신러닝 라이브러리인 scikit-learn에서 제공하는 코드를 활용했다[10]. Base model로 사용한 SVM 모델은 사용자가 조절할 수 있는 하이퍼 파라미터값에 분류 성능에 편차가 발생할 수 있다. 그러므로, 고차원의 입력 데이터에 대하여 decision boundary를 생성할 수 있도록 rbf 커널 함수를 적용했으며, support vector 형성에 영향을 미치는 C와 gamma 파라미터값을 조절하여 최적의 분류 성능을 낼 수 있도록 구성했다.

        SVM 이외에도 머신러닝 기반의 ensemble 분류 모델 중에서 의사결정 트리를 base-model로 활용하는 random forest를 학습 모델로 적용했다. Random forest는 전체 학습 데이터셋에 대해서 중복을 허락하여 임의의 데이터를 샘플링하는 bootstrap 방식을 기반으로 하는 다수의 의사결정 트리를 생성하여, 트리별로 예측한 값 중에서 가장 높은 빈도를 가지는 하나의 값을 선택하는 모델이다. Random forest 모델에 대해서도 mel-spectrogram을 입력 데이터로 활용했으며, 하이퍼 파라미터를 조정하여 학습을 진행했다. 모델은 scikit-learn에서 제공하는 코드를 활용했다[10].

        딥러닝 기반의 분류 모델을 활용한 경우에는 CNN 기반의 분류 모델을 적용했다. 모델의 입력 데이터로 사용하는 mel-spectrogram 데이터는 2차원 데이터 형태로 표현되며, 해당 데이터를 하나의 이미지 형태 데이터로 사용할 수 있으므로 CNN 기반의 분류 모델을 적용할 수 있다. 해당 연구에서는 대표적인 CNN 기반 모델 중, skip connection 방식을 활용하는 residual learning 기반의 ResNet 모델을 선정했으며, layer가 가장 적은 ResNet-18을 학습 모델로 활용했다. 학습 과정에서는 ResNet-18 모델의 base 구조만을 사용하여 새롭게 학습시켰다. 또한, 새로운 입출력 데이터의 형식에 맞게 입력층에서 1 channel 형태의 mel-spectrogram을 입력 데이터를 사용할 수 있도록 수정하고, 출력층에서는 softmax 함수를 통해 4개의 평가 점수 클래스를 분류할 수 있도록 출력 노드 형식을 변경했다. 모델은 딥러닝 라이브러리인 PyTorch에서 제공하는 코드를 활용했다[11].

      

    

    

  
    
      Ⅳ. 실험 및 결과 분석
      
        4-1 실험 데이터셋
        음원에 대한 퀄리티 평가 점수 레이블 데이터셋은 실제 4명의 음악 전문가별로 11가지 평가 기준마다 1점부터 10점까지 10단계 형식으로 점수를 부여했다. 11개의 평가 기준 및 항목은 table 1에 해당하며, 크게 음향, 편곡, 보컬과 같은 3가지 항목으로 구성된다. 첫째, 음향 항목은 음원에서 소리의 크기, 배치 등의 적합성을 1번부터 5번까지의 평가 기준으로 구분하여 평가했다. 둘째, 편곡 항목은 음의 화성, 멜로디의 전개 등 곡의 연주적인 측면에서의 완성도를 6번부터 10번까지의 평가 기준으로 구분하여 평가했다. 마지막으로, 보컬 항목은 음원에서 가수의 발성과 노래에 대한 보컬 파트의 전체적인 조화 정도를 11번 항목의 평가 기준으로 구분하여 평가했다. 결과적으로, 위와 같은 3가지 항목을 통해 음원의 전반적인 음악적 완성도를 평가했다. 구체적인 평가 기준별 세부 음악 평가 요소 항목은 table 2와 같다.

        
          Table 1. 
				
          

          
            Music evaluation standard table
          
          

        

        
          
            
              	Order
              	Evaluation Contents
            

          
          
            	1
            	Is the level balance of each track harmonious?
          

          
            	2
            	Are frequencies properly distributed?
          

          
            	3
            	Is the vocal mix well done?
          

          
            	4
            	Is the mastered sound source loud enough?
          

          
            	5
            	Is the instrument properly placed in the space?
          

          
            	6
            	Is the voicing of the instrument playing the harmony good?
          

          
            	7
            	Does harmony have a good feeling?
          

          
            	8
            	Is the song played well?
          

          
            	9
            	Is the dynamic of the composition of the song well reflected?
          

          
            	10
            	Is the melody line appropriate for the song?
          

          
            	11
            	Does the vocalist handle the song well?
          

        

        

        
          Table 2. 
				
          

          
            Major detailed music evaluation elements
          
          

        

        
          
            
              	Order
              	Key Evaluation Factors
            

          
          
            	1
            	Balance between drum tracks
Balance between kick and bass
Balance between musical instruments
          

          
            	2
            	Mix between kick and bass
Frequency distribution of all musical instruments
          

          
            	3
            	Recording status of the vocalist
Naturalness of the vocal tune
          

          
            	4
            	Loudness evaluation
Dynamic range evaluation
          

          
            	5
            	Panning evaluation
Whether spatial FX is properly used
          

          
            	6
            	Voice evaluation
          

          
            	7
            	Discord evaluation
Code composition and progress evaluation
          

          
            	8
            	Beat and velocity evaluation
          

          
            	9
            	Chorus completeness evaluation
          

          
            	10
            	Melody line progress evaluation
          

          
            	11
            	Vocalization and vocal tone evaluation
          

        

        

        전문가들의 음원 퀄리티에 대한 점수 레이블링은 먼저 10단계 형식의 점수를 ‘매우 나쁨/나쁨/보통/좋음/매우 좋음’과 같은 5구간의 척도로 구분한다. 그다음, 평가 기준별로 table 2의 항목을 기반으로 전문가 개인의 분석과 판단을 종합적으로 고려하여 척도 구간을 선정하고, 구간에 속한 세부 점수를 산정했다. 이외에도, 하나의 곡에 대한 4명의 전문가별 평가 점수는 평균과 비교하여 1점 이내의 오차를 가지도록 편차를 조정하고, 4개의 평가 점수에 대한 전문가 간 교차검증을 통해 신뢰성을 높여 학습이 원활하게 진행될 수 있도록 했다.

        시스템에서 사용한 데이터는 데모곡 음원 모음으로 총 498개의 미발매된 곡에 해당하며 힙합, 댄스 등 여러 장르로 구성되어 있다. 음원의 길이는 가장 짧은 곡이 29초이고, 가장 긴 곡은 6분 18초에 해당하며 곡마다 재생 길이는 모두 다르다. 원본 음원 형식은 wav 또는 mp3 형식의 44,100Hz, stereo 타입을 가지며, 샘플링 및 전처리 과정에서 mono 타입으로 변환했다. 입력 데이터는 음원 모음에 대하여 전처리 과정을 적용한 audio feature인 mel-spectrogram을 사용했으며, 전체 입력 데이터와 레이블 데이터의 개수는 퀄리티 평가를 진행한 4명의 전문가 포함 인원에 따라 (498 * n) 개의 형태로 구성된다.

      

      
        4-2 데이터셋 전처리
        음원 데이터 전처리 과정에서 데이터셋을 구성하는 498개의 곡은 재생 길이가 모두 다르므로, 인공지능 모델의 입력 데이터 형태로 변환 시에 데이터 크기가 모두 다른 가변 길이 입력 문제가 발생했다. 입력 데이터의 크기가 서로 다른 경우에는 학습 과정이 원활히 진행되지 않을 수 있으며, 가장 긴 곡과 짧은 곡의 재생 시간이 5분 이상 차이가 나므로, 일반적인 패딩을 추가하는 방식은 적용할 수 없었다. 위와 같은 문제점을 해결하기 위해, 아래와 같은 방식을 적용하여 가변 길이 입력 문제를 해결했다.

        Audio 관련 딥러닝 연구에서 한 음악에 대하여 특정 하이라이트 구간을 추출하는 music thumbnailing 분야가 존재한다. 추출한 하이라이트는 해당 곡의 주요 멜로디가 축약되어 표현된 구간이며, 일반적으로 곡의 후렴구 부분에 해당한다. 그러므로, 반복적인 멜로디로 구성되는 음악의 특성상, 전반적인 주요 맥락 정보를 축약된 크기로 표현할 수 있는 음원의 하이라이트 구간을 새로운 데이터로 활용했다. Yu-Siang Huang et al.은 attention 메커니즘 기반의 신경망 모델을 활용하여 pop 음악 데이터로부터 후렴구인 chorus를 하이라이트 구간으로 추출하는 방식을 제시했다[12]. 본 연구에서는 해당 논문에서 제공한 pre-trained 모델을 활용하여 음원 데이터셋으로부터 충분한 멜로디 정보를 담아내기 위해 30초 길이로 하이라이트 구간을 추출했다[13]. 하이라이트 구간에 해당하는 waveform에 대해서는 fourier transform을 기반으로 하는 변환인 STFT와 128개의 mel-filter bank를 적용하여 곡당 (1, 128, 1292) 크기의 mel-spectrogram을 추출했다. 결과적으로, (1, 128, 1292) 크기로 이뤄진 (498 * n) 개의 mel-spectrogram 데이터가 모델의 입력 데이터셋으로 구성된다.

        전처리 이전 원본 음원 퀄리티 평가 점수 레이블 데이터셋은 데이터 분석 과정에서 전문가에 상관없이 대부분 점수 데이터가 80% 이상의 비율로 6점 이상에 분포하는 클래스 불균형 문제가 발생했다. 위와 같은 문제점을 해결하기 위해, 데이터 개수가 부족하고 유사한 음악적 평가를 가지는 근접한 점수 클래스끼리 묶어 클래스 종류를 줄이는 방식을 적용했다. 해당 연구에서는 기존의 10개로 구성된 점수 클래스를 1부터 4까지 형식의 차등적 클래스 레이블 형식으로 변환했으며, 평가 기준별로 4개의 클래스에 가능한 한 서로 균등한 비율로 데이터가 분배될 수 있도록 조정했다. 결과적으로, 평가 기준별로 기존의 10단계 형식의 점수 클래스에서 4단계의 클래스 레이블로 변환하는 전처리 과정을 적용했다.

        추가로, 테스트 과정에서 전문가별 데이터셋으로 평가 기준별 분류 모델 학습을 진행했을 때, 전문가 1명의 주관적인 판단으로 매긴 평가 점수 데이터로는 전체적으로 분류 성능이 낮았다. 연구 과정에서 위와 같은 문제점을 해결하기 위해, 전문가 개별로 모델을 구성하는 대신에 n명의 전문가별 입력 및 레이블 데이터를 하나로 합친 합산 형태의 데이터셋을 구성하여 평가 기준별 분류 모델의 데이터로 활용했다.

      

      
        4-3 증강 데이터 생성 및 추가
        기존의 데모곡 음원 데이터는 총 498개가 존재하는데, 데이터셋 규모를 추가로 늘리기 위해 데이터 증강 기법을 적용했다. Zohaib Mushtaq et al.은 CNN 기반 모델을 적용하는 환경음 분류 과정에서 데이터셋에 증강 기법을 활용하는 방식을 제시했다[14]. 그러므로, 해당 논문에서 제시된 여러 기법 중에서 원본 음원의 샘플링된 데이터에 랜덤한 수치의 0.05 비율만큼 값을 더하는 잡음을 추가하는 방식을 적용했다. 위와 같은 데이터 증강 기법을 통해 데이터셋 규모를 확장할 수 있으며, 학습된 분류 모델의 좀 더 일반화된 성능을 기대할 수 있다. 레이블 데이터는 기존의 음원마다 매겨진 평가 기준별 점수 클래스를 활용했다.

        본 연구에서는 원본 음원으로부터 구성된 데이터셋과 데이터 증강으로 생성된 데이터셋을 함께 포함하는 형태에 대해서도 여러 분류 모델에 대한 테스트 과정을 진행했으며, ResNet-18 모델에 대해서는 검증 데이터셋을 활용하여 학습 과정 동안에서 과적합 여부 등을 확인했다.

      

      
        4-4 실험 환경 및 세팅
        전체 데이터셋은 전문가 포함 인원에 따라 총 (498 * n) 개 데이터로 구성되며, 7:3의 비율로 학습 데이터셋과 테스트 데이터셋을 분리했다. 증강 데이터를 추가한 데이터셋은 전문가 포함 인원에 따라 총 (996 * n) 개 데이터로 구성되며, 6:2:2의 비율로 학습, 검증, 테스트 데이터셋 형식으로 분리했다. 머신러닝 기반의 OneVsRestClassifier 모델은 base-model로 SVM을 적용했고, 최적의 분류 성능을 측정할 수 있도록 C와 gamma 파라미터를 조정하며 학습을 진행했다. Random forest 모델은 결정 트리의 개수, 트리의 깊이 등과 같은 파라미터를 조정하여 학습을 수행했다. 딥러닝 기반의 ResNet-18 분류 모델은 증강 데이터 추가 여부에 따라 학습 epoch에 차이가 존재하며, batch size와 learning rate의 파라미터값은 각각 2와 0.0001로 적용했다. Loss function과 optimizer은 cross-entropy loss와 adam optimizer을 적용했다. 분류 모델 성능 평가 지표로는 accuracy와 AUC(area under the roc curve)를 선정했으며, AUC 수치는 multi-class 형식에서 각 클래스에 포함된 데이터 개수에 따른 가중평균을 적용한 ‘weighted’ 형태의 OVR 방식을 사용했다. 평가 기준별로 생성된 테스트 데이터셋은 학습이 완료된 분류 모델에 적용하여 성능을 측정했다.

      

      
        4-5 분류 모델별 테스트 결과
        Table 3은 4명의 전문가 전체로 구성된 데이터셋으로 학습한 SVM 기반 분류기, random forest, ResNet-18 모델들의 test accuracy를 table 1 평가 기준 순서별로 측정한 것이다. 전체 데이터셋은 총 1,992개의 데이터로 구성되고, 1개의 데이터는 어떤 곡에서 얻은 mel-spectrogram에 해당하며, target에 해당하는 전처리된 4단계 클래스 레이블이 존재한다. 이때, 같은 곡에 대해서도 전문가에 따라 서로 다른 평가 점수를 매길 수 있으므로, 각 데이터를 특정 전문가 개인의 의견이 반영된 하나의 독립된 데이터로써 사용될 수 있다.

        
          Table 3. 
				
          

          
            Comparison of test performance by model
          
          

        

        
          
            
              	Order
              	SVM classifier
test accuracy
              	Random forest
test accuracy
              	ResNet-18
test accuracy
            

          
          
            	1
            	0.48662
            	0.52341
            	0.51170
          

          
            	2
            	0.52341
            	0.55351
            	0.56020
          

          
            	3
            	0.65551
            	0.66555
            	0.67056
          

          
            	4
            	0.53344
            	0.53846
            	0.53846
          

          
            	5
            	0.61872
            	0.66220
            	0.64046
          

          
            	6
            	0.58193
            	0.60367
            	0.58695
          

          
            	7
            	0.66555
            	0.64381
            	0.68227
          

          
            	8
            	0.66555
            	0.67056
            	0.65551
          

          
            	9
            	0.59364
            	0.62541
            	0.61872
          

          
            	10
            	0.66387
            	0.69732
            	0.70234
          

          
            	11
            	0.68561
            	0.69565
            	0.69565
          

        

        

        전체적으로 평가 기준 종류에 따라 accuracy 성능 차이가 나타났다. 머신러닝과 딥러닝 모델 비교 측면에서는 ResNet-18 모델이 평가 기준에 상관없이 SVM 기반 분류기보다 높은 성능이 나타났지만, random forest 모델과의 비교에서는 평가 기준에 따라 성능 차이가 발생했다. 2가지 머신러닝 모델 비교 측면에서는 SVM 기반 분류기보다는 random forest 모델에서 좀 더 높은 성능이 측정됐다. SVM 기반 분류기와 random forest 모델에서는 사용자가 설정하는 하이퍼 파라미터 수치 조정에 따라 성능적 편차가 발생했다. 결론적으로, mel-spectrogram을 입력 데이터로 활용한 전문가 평가 점수 예측 분류 과정에서는 같은 평가 기준 조건이라도 SVM 기반 분류기, ResNet-18 모델, random forest 모델 모두에서 성능적 편차가 나타날 수 있다는 점을 확인했다. 또한, 인공지능 기반의 분류 모델이 어느 정도 전문가의 평가 점수에 따른 음악적 완성도와 관련한 특징 정보를 입력 데이터로부터 학습할 수 있다는 점이 나타났다.

        모델에 상관없이 평가 기준별로 분류 성능은 모두 다르며 서로 간의 큰 유사성은 발견되지 않았지만, 대체로 6번부터 10번까지에 해당하는 편곡 파트와 관련된 평가 기준에서의 모델 분류 성능이 공통으로 비교적 높게 측정된 것을 확인했다.

      

      
        4-6 전문가 포함 인원별 분류 테스트 결과
        Table 4와 5는 전문가 포함 인원별 데이터셋 구성 및 개수 변화에 따른 평가 기준별 학습된 ResNet-18 모델의 test accuracy와 AUC 성능 수치를 비교한 결과이다. 데이터셋은 전문가마다 전체 498개의 음원에 대해서 평가 기준별로 점수를 매긴 점수 레이블 데이터와 mel-spectrogram 데이터이며, 전문가 포함 인원이 늘어날수록 두 데이터 개수는 (498 * n) 개의 형태로 비례하여 늘어난다. 전체적인 테스트 결과, 평가 기준에 상관없이 전문가 인원이 늘어날수록 test accuracy와 AUC 수치가 상승하면서 분류 성능이 향상되는 결과가 나타났다. 다른 전문가 인원이 평가한 데이터가 새롭게 포함되면서 하나의 음원에 대해서 다른 주관적인 관점으로 평가된 새로운 학습 데이터가 추가되는 효과를 가진다.

        
          Table 4. 
				
          

          
            Comparison of accuracy test performance by expert personnel
          
          

        

        
          
            
              	Order
              	Two experts
test accuracy
              	Three experts
test accuracy
              	Four experts
test accuracy
            

          
          
            	1
            	0.40802
            	0.49220
            	0.51170
          

          
            	2
            	0.40802
            	0.54788
            	0.56020
          

          
            	3
            	0.50167
            	0.62138
            	0.67056
          

          
            	4
            	0.46822
            	0.48552
            	0.53846
          

          
            	5
            	0.58193
            	0.59465
            	0.64046
          

          
            	6
            	0.42809
            	0.55902
            	0.58695
          

          
            	7
            	0.50501
            	0.63474
            	0.68227
          

          
            	8
            	0.56856
            	0.63474
            	0.65551
          

          
            	9
            	0.49163
            	0.61469
            	0.61872
          

          
            	10
            	0.54180
            	0.61024
            	0.70234
          

          
            	11
            	0.54849
            	0.68151
            	0.69565
          

        

        

        
          Table 5. 
				
          

          
            Comparison of AUC test performance by expert personnel
          
          

        

        
          
            
              	Order
              	Two experts
AUC
              	Three experts
AUC
              	Four experts
AUC
            

          
          
            	1
            	0.64793
            	0.74620
            	0.79625
          

          
            	2
            	0.66041
            	0.80807
            	0.81807
          

          
            	3
            	0.73530
            	0.82189
            	0.87450
          

          
            	4
            	0.70211
            	0.76654
            	0.79932
          

          
            	5
            	0.79646
            	0.83089
            	0.87569
          

          
            	6
            	0.72605
            	0.81236
            	0.85976
          

          
            	7
            	0.77713
            	0.84478
            	0.87286
          

          
            	8
            	0.78207
            	0.85123
            	0.88699
          

          
            	9
            	0.74110
            	0.82475
            	0.83842
          

          
            	10
            	0.74971
            	0.83929
            	0.90507
          

          
            	11
            	0.77298
            	0.85849
            	0.89310
          

        

        

        위의 결과는 단순히 학습 데이터가 개수가 증가하며, 모델 성능도 비례하여 상승하는 형태로 볼 수 있다. 하지만, 다른 측면에서는 전문가 개인의 주관적인 판단으로만 구성된 데이터셋으로는 분류 모델이 평가 기준별 판단에 필요한 feature를 제대로 학습하지 못한 상황에 해당하며, 여러 명의 전문가가 판단한 레이블 데이터셋이 학습 데이터로 추가되고 분류 성능이 상승하며, 점수 판단 과정에 있어서 객관성이 갖춰지는 과정으로도 볼 수 있다. 결론적으로, 하나의 대상에 대한 여러 주관적인 판단의 결과를 함께 학습함으로써 실제적인 판단 과정을 딥러닝 시스템으로 시뮬레이션 화하는 가능성을 제시할 수 있다. 또한, 위와 같이 새로운 데이터 추가에 따른 모델 재학습 및 성능 향상 측면에서는 CNN과 같은 딥러닝 기반의 분류 모델 선택이 좀 더 효과적일 것으로 판단된다.

        테스트 결과, 음원 퀄리티 분석에서 가장 중요한 평가 기준별 분류 모델이 전문가들의 판단 과정을 학습하여 유의미한 수준의 점수 분류 성능을 나타내는 점을 확인했다. 결론적으로, 11개의 분류 모델별로 출력된 예측값들을 활용하여 다음 과정인 음원 퀄리티 점수 정량화를 적용하게 되면, 다양한 음악적 평가 요소가 고려된 새로운 음원에 대한 종합적인 음악적 완성도를 점수 형태로 정량화할 수 있다.

      

      
        4-7 증강 데이터 활용 분류 테스트 결과
        Figure 2는 증강 데이터를 추가한 데이터셋에 대해서 ResNet-18 분류 모델 학습 과정에서 학습 데이터셋과 검증 데이터셋을 활용하여, epoch에 따라 loss 값의 변화를 측정한 예시에 해당한다. 예시에 포함된 8번 평가 기준 모델의 학습 결과 이외에, 나머지 10가지 평가 기준별 분류 모델에서도 figure 2와 유사한 결과가 나타났다. 분류 모델에 따라 차이는 있지만, 대부분 학습 초중반에는 검증 데이터셋에 대한 loss가 빠르게 감소하며, 대략 10 epoch 이후의 구간부터는 loss 하락 폭이 작다. 즉, 해당 구간부터 분류 모델의 학습 데이터셋에 대한 과적합이 조금씩 확인되므로, 15 epoch 정도까지만 학습을 진행하여 최적의 분류 성능을 산출할 수 있도록 조정했다.

        
          
          

          Fig. 2. 
				
          

          
            Train and validation dataset loss graph example
          
          

          

        

        Table 6은 table 3에 사용된 데이터에 증강 데이터가 새롭게 추가된 데이터셋으로 학습한 SVM 기반 분류기, random forest, ResNet-18 모델들의 test accuracy를 table 1 평가 기준 순서별로 측정한 것이다. 전체 데이터셋은 총 3,984개의 데이터로 구성되며, 데이터를 6:2:2 비율로 나누어 각각 학습, 검증, 테스트 데이터셋으로 활용했다.

        
          Table 6. 
				
          

          
            Comparison of test performance by augmented data utilization model
          
          

        

        
          
            
              	Order
              	SVM classifier
test accuracy
              	Random forest
test accuracy
              	ResNet-18
test accuracy
            

          
          
            	1
            	0.59222
            	0.55834
            	0.61101
          

          
            	2
            	0.63613
            	0.63111
            	0.65244
          

          
            	3
            	0.72396
            	0.71267
            	0.72145
          

          
            	4
            	0.58343
            	0.57214
            	0.61229
          

          
            	5
            	0.68506
            	0.68005
            	0.70388
          

          
            	6
            	0.65244
            	0.62233
            	0.66373
          

          
            	7
            	0.73525
            	0.70765
            	0.74905
          

          
            	8
            	0.73776
            	0.73400
            	0.72145
          

          
            	9
            	0.65370
            	0.63362
            	0.66624
          

          
            	10
            	0.72396
            	0.70138
            	0.71769
          

          
            	11
            	0.74905
            	0.73776
            	0.74153
          

        

        

        전체적으로, 평가 기준과 분류 모델 종류에 따라 테스트 데이터셋에 대한 accuracy 성능이 다르게 나타났다. 2가지 머신러닝 기반 모델 분류 성능 비교 측면에서는 random forest 모델보다 SVM 기반 분류기에서 전반적으로 더 높은 성능이 측정됐다. 머신러닝과 딥러닝 기반 모델 분류 성능 비교 측면에서는 평가 기준별로 차이가 있지만, ResNet-18 모델을 사용한 형태에서 대체로 더 높은 성능이 측정됐다.

        증강 데이터 활용 측면에서는 새롭게 확보한 데이터가 데이터셋에 추가되면서, table 3과 비교하여 평가 기준과 분류 모델 종류에 상관없이 전반적으로 분류 성능이 향상됐다. 분류 성능이 향상된 이유로는 학습 과정에 사용될 수 있는 학습 데이터 개수가 늘어나면서, 분류 모델이 증강된 새로운 데이터로부터 더 다양한 정보를 학습할 수 있는 것으로 판단된다. 결과적으로, 데이터 증강 기법을 통한 데이터 확보가 점수 분류 모델의 성능 향상에 유의미하다는 점을 확인했다.

      

    

    

  
    
      Ⅴ. 결 론
      본 논문에서는 실제 음원에 대한 음악적 평가 기준에 따른 정량화된 퀄리티 점수를 예측하는 새로운 인공지능 모델 기반 분류 시스템을 제안했다. 이를 위해, 음악 데이터에 대한 변환 과정을 통해 audio feature를 추출했으며, 점수 레이블 데이터 전처리 과정을 적용해서 데이터 불균형 문제를 해결했다. 점수 분류 모델로는 머신러닝 기반의 SVM 모델과 random forest 모델, 딥러닝 기반의 CNN 모델을 사용했다.

      측정 결과, 평가 기준에 따라 분류 성능 차이가 발생했으며, 전체적으로 대략 60에서 70% 사이의 정확도가 측정됐다. 모델별 테스트 결과에서는 3가지의 분류 모델에서 평가 기준별로 최적의 성능을 나타내는 모델이 조금씩 다를 수 있다는 점을 확인했다. 전문가 포함 인원별 테스트 결과에서는 새로운 인원이 추가됨에 따라 분류 성능이 비례하여 상승하는 결과를 확인했다. 이를 통해, 전문가 개인은 명확하지 않은 주관적인 판단을 내릴 수 있지만, 여러 전문가의 평가 정보가 계속해서 추가됨으로써 판단 과정에서 객관성이 형성될 수 있다는 새로운 가능성을 결과를 통해 확인했다. 또한, 데이터 증강 기법을 적용한 실험에서는 새로운 추가 데이터 확보를 통해 평가 기준별 퀄리티 점수 분류 모델의 성능을 향상할 수 있다는 여지를 확인했다.

      마지막으로, 전문가 개인이 가진 음악적 견해를 바탕으로 내린 평가 기준별 퀄리티 점수 데이터 자체는 주관성을 가지고 있다. 그렇지만, 해당 연구에서는 현재까지는 거의 연구되지 않은 전문가의 주관적인 판단을 대변하는 새로운 형태의 레이블 데이터를 활용한 딥러닝 분류 과정을 통해 의미 있는 결과를 확인했다. 결론적으로, 본 논문에서는 제시된 일련의 과정들을 통해 전문가들의 주관적인 음악적 판단 과정을 인공지능 모델로 표현할 수 있다는 가능성을 제시했다.

      향후 연구에서는 타 전문가들의 평가 항목별 점수 데이터를 추가로 확보하고, 음악 데이터로부터 음악적 요소를 잘 반영할 수 있는 audio feature를 추출하여 평가 기준마다 분류 모델의 데이터셋으로 활용한다. 그다음, 다양한 인공지능 기반 분류 모델을 적용하여 개선된 분류 성능 결과를 얻어내고자 한다. 위와 같은 과정을 통해, 기존보다 더욱 정교한 퀄리티 측정 분류 시스템을 구축할 수 있을 것이다.
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