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            Abstract
          
        

        
          3D 형상 특징 학습은 산업계와 학계에 중요한 역할을 한다. 최근 객체 검출 및 객체 분할과 같은 특징 이해 작업이 크게 발전하고 있다. PointCNN은 3D 데이터베이스 기반 객체 분류를 위한 우수한 신경망 중 하나이다. 본 논문은 F-PointNet과 PointCNN 융합 아키텍처를 기반으로 포인트 클라우드에 대한 객체 검출 알고리즘을 설계했다. 먼저 2D 이미지 객체 검출 모델을 사용하여 객체 2D 영역을 추출하고 포인트 클라우드 데이터에 매핑하여 객체의 후보 영역을 얻는다. 그다음 PointCNN 알고리즘에 의해 후보 영역의 3D 타겟 마스크가 예측된다. 마지막으로 마스크를 사용하여 3D 객체를 검출한다. PointCNN에서 추출한 마스크가 원래 F-PointNet 보다 3D 객체를 인식하기 쉽다는 것은 많은 실험을 통해 증명되었다.

        

        
          
            초록
          
        

        
          3D shape feature learning plays an important role in both industry and academia. Recently, feature understanding tasks such as object detection and object segmentation have been greatly developed. PointCNN is one of the excellent neural networks used for 3D object database classification. We designed a point cloud target detection algorithm based on the hybrid architecture of F-PointNet and PointCNN. First, the two-dimensional target detection model of the image is used to extract the two-dimensional area of the target and map it to the point cloud data to obtain the candidate area of the target. Then the 3D target mask of the candidate area is predicted by the PointCNN algorithm. Finally, the mask is used to detect the 3D target. We conducted experiments to prove that the mask extracted by PointCNN is easier to recognize 3D objects than the original F-PointNet.
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      Ⅰ. 서 론
      최근 객체 검출 및 객체 분할과 같은 2D 이미지 이해 작업이 크게 발전했다[1]. 자율 주행 기술의 발달로 자율 주행 환경에서 차량, 보행자, 자전거 등을 검출하는 3D 객체 검출도 점점 더 중요해지고 있다[2]. 하지만 이미지 기반의 3D 객체 검출은 정확도가 낮아 실용성이 낮다. 최근에는 이미지와 라이다를 융향하여 3D 객체를 검출하는 다양한 방법이 소개되고 있으며 정확도도 높아졌다. 이미지와 라이다의 장점을 결합하여 융합함으로써 3D 객체 검출의 정확도를 향상시킬 수 있지만 융합 방법에 따라 정보 분실을 방지하는 성능이 차이난다. 이는 3D 객체 검출 정확도를 향상하는 열쇠이다.

      RGB(Red, Green, Blue) 영상과 레이저 포인트 클라우드 융합 데이터를 기반으로 하는 3D 객체 검출 방법은 주로 다시점 융합 검출 프레임워크와 PointNet 융합 검출 프레임워크가 있다. Chen이 제안한 MV3D(Multi-View 3D) 검출 네트워크는 전형적인 다시점 융합 검출 구조이다[3]. 이는 레이저 포인트 클라우드 데이터의 정면도와 조감도를 이용하여 3차원 포인트 클라우드 정보를 표현하고, RGB 영상과 융합하여 3차원 경계를 예측한다. 그러나 이 아키텍처는 원본 포인트 클라우드 데이터가 아닌 뷰로 변환된 포인트 클라우드 데이터를 사용하므로 정보 손실이 심하다. Qi 등이 제안한 F-PointNets(Frustum PointNets)은 전형적인 PointNet 융합 검출 구조이다[4,5]. 2D 이미지 CNN을 통해 깊이 정보과 결합하여 절두체(frustum) 대상 영역을 얻은 다음 PointNet을 사용하여 객체 경계 박스를 얻는다. 절두체 영역은 대상의 3D 경계 박스에 대한 회귀 추정을 수행한다. 본 논문에는 PointCNN으로 절두체 영역의 특징 추출 및 객체 분할을 수행한다.

      본 논문 다음과 같이 구성된다. II장은 제안 포인트 클라우드 객체 검출 아키텍처를 소개한다. III장은 제안된 아키텍처를 실험하고 가시화 결과를 제공한다. 마지막으로 IV장에서 결론을 다룬다.

    

    

  
    
      Ⅱ. 본 론
      원래 F-PointNets 아키텍처는 절두체(frustum) 포인트 클라우드 후보 영역 추출 부분, 3D 타겟 마스크(target mask) 예측 부분 및 3D 타겟 경계 박스 예측 부분으로 구성된다. 그림 1은 제안한 아키텍쳐를 보여준다. 전체 아키텍처는 원래 F-PointNet 과 비슷하게 주로 3가지 부분으로 나누어 있다. 특히 3D 타겟 마스크(target mask) 예측 부분은 PointNet 알고리즘을 포기하여 PointCNN 알고리즘을 사용한다. 그 이유는 PointNet은 우수한 객체 분할 알고리즘이지만 포인트 클라우드를 분할할 때 포인트 간의 서로 연관성이 분실했다. 즉 PointNet은 전체 포인트 클라우드 전역 특징(global feature)에 집중이고 지역 특징에 대한 고려는 결한다. PointCNN 알고리즘은 PointNet의 단점을 극복할 뿐만 아니라 2D CNN에서 추출된 원홋 벡터(one-hot vector)도 원시 입력 특징으로 PointCNN에 입력하여 더욱 정확한 포인트 클라우드 분할을 수행할 수 있다. 이 알고리즘은 계층적 컨볼루션(hierarchical convolution)으로 포인트 클라우드 특징을 효율적으로 추출할 수 있다.

      
        
        

        Fig. 1. 
				
        

        
          Proposal feature fusion object detection architecture.
        
        

        

      

      절두체 포인트 클라우드 후보 영역의 추출 부분의 전체 네트워크 구조는 그림 2와 같으며, 여기서 k는 중류(class) 수, n은 포인트 클라우드 수, c는 특징 채널 수이다. 그림 2에서 볼 수 있듯이 추출 부분은 먼저 2D 이미지에 FPN(Feature pyramid networks)의 토대인 2D CNN 물체 검출 알고리즘을 적용하여[6], 2D RGB 이미지의 물체 2D 경계 박스(관심 영역)를 얻고 그의 분류를 수행한다[7]. 그다음 기지인 카메라 매핑 매트릭스로 2D 이미지 및 3D 포인트 클라우드를 서로 교정(calibration)하여(그림 3), 절두체 행태로 2D 경계 박스를 3D 포인트 클라우드 대응한 위치에 확장한다. 확장 영역에 모든 포인트 클라우드는 절두체 포인트 클라우드로 간주된다. 마지막에 절두체 포인트 클라우드의 중심축을 이미지 평면과 정교하게 한다. 즉 절두체 방향은 중심 시야각으로 조정되고 절두체의 중심축은 이미지 평면에 직교하므로 그림 4와 같이 최종 3D 절두체 후보 영역을 얻는다.

      
        
        

        Fig. 2. 
				
        

        
          Network structure for extracting candidate regions of frustum point cloud.
        
        

        

      

      
        
        

        Fig. 3. 
				
        

        
          RGB image, 3D point cloud data and registration results of 2D images and 3D point clouds.
        
        

        

      

      
        
        

        Fig. 4. 
				
        

        
          3D target frustum candidate region initially obtained.
        
        

        

      

      3D 절두체 포인트 클라우드 영역이 주어지면 다음 단계는 객체의 3D 위치를 얻는 것이다. 첫 번째 단계는 정확한 위치 지정을 위해 개체를 분할하는 것이다. 원래 F-PointNet은 PointNet 알고리즘을 사용하지만 PointNet 알고리즘은 개체의 지역 특징 정보를 통합하는 기능이 약하다. 따라서 여기서는 객체 분할을 위한 PointCNN을 기본 알고리즘으로 사용한다.

      
        2-1 포인트 클라우드 특징 추출
        기존의 컨볼루션 알고리즘은 구조화된 데이터(예: 이미지, 오디오 등)를 기반으로 설계된다. 그러나 3차원 포인트 클라우드는 전형적인 비정형 데이터이므로 위에서 언급한 CNN을 포인트 클라우드 데이터에 직접 적용할 수는 없다. 문헌[8]은 전통적인 CNN 아이디어에 기반한 포인트 클라우드 기반 X-Conv 연산자를 제안했다. 그 예를 그림 5에 나타내었다. 이 중 포인트 수는 해당 채널의 수로 나타난다. X-Conv 연산자의 주요 아이디어는 계층적 컨볼루션(hierarchical convolution) 연산을 통해 선택한 지점의 근방 포인트의 특징을 수집하여(9→5→2) 선택한 지점에 더 많은 정보가 포함되도록 하는 것이다.

        
          
          

          Fig. 5. 
				
          

          
            Hierarchical convolution on point clouds.
          
          

          

        

        X-Conv 레이어의 입력은 한 셋의 포인트 클라우드이다. 포인트 클라우드는 {p1,i,f1,i:i=1,2,...,N1}, 즉 하나의 포인트 집합{p1,i,p1,i∈RDim} 및 각 포인트 대응하는 원시 특징 집합{f1,i,f1,i∈RC1}이고, 여기서C1는 원시 특징의 위도/차원이라는 의미한다. X-Conv 레이어의 목적은 입력 포인트 클라우드 F1을 F2=p2,i,f2,i:f2,i∈RC2,i=1,2,...,N2로 변환하는 것이고, 그중에 {P2,i}는 {P1,i}에서 선정한 포인트의 부분 집합이다. 또한 N2 < N1, C2 > C1, 이는 F1이 X-Conv 레이어 수행한 후의 출력 F2의 특징 포인트 개수 감소이며 대응하는 특징 위도/차원 수가 증가한다는 뜻이다. 상기 X-Conv 레이어의 구체적 계산과정은 다음과 같다:

        
          	1. 입력은 K, p, P, F.


          	2. P*←P-p: 포인트 p에 상대하는 입력 포인트 P의 좌표 P*을 얻음.


          	3. Fδ←MLPδ(P*): 각 포인트를 Cδ위도 공간으로 매핑하며 MLP를 사용하여 Fδ를 얻음.


          	4. F*←[Fδ, F]: Fδ과 F 서로 연결하여 k×(Cδ+C1)위도인 매트릭스 F*을 얻음.


          	5. X←MLPδ(P*): 포인트 P* 기반으로 k×k 위도의 전환 매트릭스 X를 예측함.


          	6. Fx←X×F*: X 와F* 곱하여 특징 매트릭스 Fx를 얻음.


          	7. Fp←Conv(K, Fx): K를 커널로 하며, 특징 매트릭스 Fx에 컨볼루션 하여 최종 특징 Fp를 얻음.


        

        X-Conv 레이어 알고리즘의 입력 파라미터 p는 {P2,i}중 하나의 포인트로 표시되며, 그의 대응하는 특징은 f이고, N 는 {P1,i}중 포인트 p의 접근 집합, 그래서 X-Conv 레이어의 입력은 포인트 p가 대응하는 무 순서 포인트 집합 S = {(pi, fi), pi∈N}이다. S는 k×Dim 개의 위도인 매트릭스 P = (p1, p2,⋯,pk)T 및 k×C1 개의 위도인 매트릭스 F = (f1, f2,⋯,fk)T로 표시될 수 있다. K는 훈련 가능한 컨볼루션커널이다. X-Conv 레이어 계산 과정의 최종 출력 Fp는 입력 특징의 포인트 p에 매핑 집합이다. X-Conv 레이어의 일반화 수식은 다음과 같다.
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        MLP는 각 포인트에 단독 적용된 멀티 레이어 퍼셉트론(Multilayer perceptron)이며, 각 Conv 연산자, MLP 연산자, 매트릭스 곱셈 등은 모두 미분 가능이다.

      

      
        2-2 객체 분할 PointCNN 아키텍처
        객체 분할에 사용된 PointCNN 아키텍처는 그림 6에 나와 있다. 이 아키텍처는 4개의 X-Conv 레이어, 3개의 X-DeConv 레이어 및 3개의 완전 연결 레이어(fully connected layers)로 구성된다. 각 X-Conv 레이어와 X-DeConv 레이어에는 N, C, K, D의 4가지 기본 매개변수가 있다. 여기서 N은 입력 포인트 수, C는 출력 시 각 포인트에 해당하는 특징의 차원, K는 숫자 계산에서 각 점에 대해 선택된 가장 가까운 점의 수량이고 D는 확장 컨볼루션(expansion convolution)의 간격이다[9]. 입력에서 시작하는 각 X-Conv 레이어는 점차적으로 입력 포인트(특성이 있거나 없음)를 더 적은 수의 표현 포인트로 변환하지만 각 포인트에는 더 풍부한 특징이 있다. 네 번째 레이어 이후에 남은 포인트가 가장 적지만 처음 세 레이어의 모든 포인트가 가지고 있는 특징이 집계된다.

        
          
          

          Fig. 6. 
				
          

          
            Instance segmentation PointCNN architecture.
          
          

          

        

        분할 작업의 경우 고해상도 포인트별 출력이 필요하며 X-DeConv 레이어를 통해 달성할 수 있다. X-DeConv 부분은 전역 특징을 고해상도 예측으로 전파하는 역할을 한다. PointCNN 분할 네트워크의 "Conv"와 "DeConv"는 모두 동일한 X-Conv 연산자이며, "Conv" 레이어와 "DeConv" 레이어의 유일한 차이점은 "DeConv" 레이어가 입력에 비해 출력이 더 많은 포인트가 있지만 더 적은 특징 채널이 있다는 것이다. 그런 다음 네트워크 훈련을 위해 마지막 X-Conv 레이어 출력 위에 완전 연결 레이어를 추가한 다음 손실(loss)을 추가한다. 분할된 객체 포인트(3D 마스크 좌표)가 주어지면 이 모듈은 전처리 변환기 네트워크와 함께 경계 회귀 PointNet을 사용하여 객체의 아모달(amodal) 지향성 3D 경계 박스를 추정한다.

        3D 목표 경계 박스 예측은 앞에 얻은 목표 객체 포인트 클라우드 및 전역 특징으로 진행한다. 먼저 목표 객체의 포인트 클라우드가 절두체(frustum) 좌표계에서 3D 타겟 마스크(target mask) 중심 좌표계로 변환한다. 그러나 포인트 클라우드 데이터의 수집 특성으로 인해 실제 목표 객체 포인트 클라우드가 완전한 객체로 형성할 수 없다. 따라서 3D 타겟 마스크의 중심은 목표 객체 경계 박스의 중심이 아니므로 STN(Spatial Transformer Network)과 유사한 T-Net을 사용한다[10]. 목표 객체 경계 박스의 중심을 추정한 다음 목표 객체 경계 박스 중심 좌표계로 변환한다.

        좌표계 변환 결과는 그림 7와 같다. 마지막으로 PointNet과 다층 퍼셉트론(MLP, multilayer percetron)을 사용하고, 잔여 회귀 방법을 사용하여 목표 객체 포인트 클라우드의 3D 경계 박스 회귀 추정을 달성한다. 회귀 매개변수에는 중심 좌표, 3D 객체 경계 박스의 길이, 너비 및 높이 및 목표의 방위각이 포함된다.

        
          
          

          Fig. 7. 
				
          

          
            Coordinate transformation of target instance point cloud.
          
          

          

        

      

    

    

  
    
      Ⅲ. 실 험
      우리는 KITTI 데이터 세트를 사용하여 실험을 수행했다. KITTI 데이터 세트는 독일의 Karlsruhe Institute of Technology와 Toyota American Institute of Technology가 공동 설립했다[11]. 이는 현재 자율 주행 시나리오에서 컴퓨터 비전 알고리즘 평가를 위한 세계 최대 규모의 데이터 세트이다. KITTI는 도시, 농촌, 고속도로 등의 장면에서 수집한 실화상 데이터를 담고 있다. 각 이미지에는 최대 15대의 자동차와 30명의 보행자가 포함되어 있으며 다양한 정도의 폐쇄와 잘림이 있다. 전체 데이터 세트는 389쌍의 스테레오 이미지 및 광학 흐름 지도, 39.2km의 시각적 범위 시퀀스 및 200k 이상의 3D 주석이 달린 객체 이미지로 구성된다.

      먼저 2D 목표 검출 모델의 가중치를 사전 훈련하고 KITTI 2D 객체 검출 데이터 세트에 대해 사전 훈련된 데이터 세트를 미세 조정한다. 훈련된 2D 목표 검출기를 사용하여 2D 목표를 얻은 다음 KITTI 데이터 세트에서 3D 포인트 클라우드 후보 영역 데이터를 추출하여 저장한다. 마지막으로 저장된 후보 영역의 포인트 클라우드 데이터는 3D 타겟 마스크 예측과 3D 목표 경계 박스 예측의 공동 훈련에 사용된다.

      객체 검출 예측을 수행하기 전에 BatchNorm의 감쇠율을 0.8에서 0.99로 점진적 증가를 설정한다. 초기 학습률 0.001, 모멘텀(momentum) 0.9, 배치(batch) 크기 10의 아담 옵티마이저(Adam optimizer)를 사용했다. 실행 플랫폼은 GTX2080Ti GPU가 탑재된 Intel i9-9900K이다.

      우리는 제안한 방법과 F-PointNet 비교했다. 그림 8은 제안한 아키텍처 및 F-PointNet의 객체 검출 가시화 결과를 보여준다. 검출 결과를 비교를 해보면 F-PointNet은 원거리 객체 검출되지 않는 반면에, 제안한 아키텍처는 F-PointNet이 검출 못한 객체를 정확히 검출한다. 또한 F-PointNet의 결과는 2가지 객체가 겹치는 상황이 있으나 제안한 아키텍처의 결과는 그 약점이 개선된다. 구체적으로 비교하면 그림 8(a)는 화면의 왼쪽 자동차가 검출하지 못하며 그 뒤에 있는 차폐된 자동차도 검출하지 못한다. 그림 8(b)는 왼쪽 자동차가 검출하며 차폐된 자동차도 검출한다. 그림 8(c)는 2대 자동차밖에 검출 못하며 원거리 객체 검출 능력이 부족하다. 반면에 그림 8(d)는 총 3대 자동차 검출되며 원거리 자동차도 제대로 검출된다. 그림 8(e) 및 8(f)는 둘 다 4대 자동차 검출되지만 그림8(e)는 오른쪽 2대 자동차가 겹치게 검출되어 있다. 그림8(f)는 4대 차량 제대로 검출된다. 실험을 통해 제안한 아카텍처 가 F-PointNet보다 객체 검출 성능이 더 우수함을 보였다.

      
        
        

        Fig. 8. 
				
        

        
          Detection results visualization. (a), (c), (e) belongs to F-PointNet, (b), (d), (f) belongs to proposed method.
        
        

        

      

    

    

  
    
      Ⅳ. 결 론
      본 논문에서는 F-PointNets 및 PointCNN 융합 아키텍처를 기반으로 하는 3D 포인트 클라우드를 위한 새로운 객체 검출 알고리즘을 설계했다. 2D 신경망은 RGB 이미지의 특징을 추출하고 3D 포인트 클라우드 영역으로 확장하는 데 사용된다. 그런 다음 더 정확한 객체 분할을 위해 PointCNN에 넘겨주고 마지막으로 분할 결과는 3D 아모달 박스(amodal box) 추정이다. 또한 KITTI 데이터 세트를 사용하여 실험을 수행했으며 실험 결과 우리 아키텍처가 고성능임을 보여준다. 향후에는 아케텍처에 주의 기제(Attention mechanism) 추가 실험할 예정 및 손실 함수(Loss function) 개선을 진행할 예정이고, 검출 정확도 및 검출 속도를 더욱 향상시키코자 한다. 향후에는 아케텍처에 주의 기제(Attention mechanism)를 고려한 추가 실험 및 손실 함수(Loss function) 개선을 진행할 예정이며, 검출 정확도 및 검출 속도를 더욱 향상시키코자 한다.
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