
		
			[image: Cover image]
		

	
    
      
        
          	
          	
        

        
          	
        

        
          	
            [ Article ]
          
        

        
          	Journal of Digital Contents Society - Vol. 23, No. 1, pp.75-81
        

        
          	ISSN: 1598-2009			
					(Print)
				2287-738X			
					(Online)
				
        

        
          	Print  publication date  31 Jan 2022

        

        
          	Received  04 Nov 2021
Revised  29 Nov 2021
Accepted  14 Dec 2021

        

        
          	
            DCS_2022_v23n1_75

            DOI: 
            https://doi.org/10.9728/dcs.2022.23.1.75
          
        

        
          	
            합성곱 신경망을 통한 조도 변화에 따른 생활 폐기물 분류
          
        

        
          	
            Gwang-Hyeong Lee1 ; Eun-Ji Park2 ; Jeong-Ik Min3, *


          
        

        
          	1Master’s Course, Department of Convergence Smart Agro_ICT, Jeonju University, Jeonju 55069, Korea

        

        
          	
        

        
          	2Undergraduate Course, Department of Japanese language culture, Jeonju University, Jeonju 55069, Korea

        

        
          	
        

        
          	3Professor, Department of Artificial Intelligence, Jeonju University, Jeonju 55069, Korea

        

        
          	
        

        
          	
            Classification of household waste according to illumination change through convolutional neural network
          
        

        
          	
            이광형1 ; 박은지2 ; 민정익3, *


          
        

        
          	
        

        
          	1전주대학교 스마트 Agro_ICT 융합학과 석사과정

        

        
          	
        

        
          	2전주대학교 일본언어문화학과 학사과정

        

        
          	
        

        
          	3전주대학교 인공지능학과 교수

        

        
          	
            Correspondence to: *Jeong-Ik Min Tel: +82-63-220-4793 E-mail:  minji@jj.ac.kr
          
        

        
          	
Copyright ⓒ 2022 The Digital Contents Society

This is an Open Access article distributed under the terms of the Creative Commons Attribution Non-CommercialLicense(http://creativecommons.org/licenses/by-nc/3.0/) which permits unrestricted non-commercial use, distribution, and reproduction in any medium, provided the original work is properly cited. 

        

        
          	
            

            

          
        

      

      
        
          	
          	
        

      

      
        
          
            Abstract
          
        

        
          편리한 성형이 가능한 플라스틱이 개발되고, 인간의 편리를 위해 생활폐기물의 양은 급증했다. 엄청난 양의 생활폐기물을 처리하기 위해 한국은 6조원에 달하는 예산을 투입한다. 폐기물 처리장에서 종사하는 작업자들의 건강 또한 위험하다. 본 논문에서는 이미지 처리에 뛰어난 성능을 보이는 합성곱 신경망을 사용하여 캔, 유리, 플라스틱, 페트병, 종이, 비닐을 분류하는 모델을 학습하고, 검증하였다. 폐기물 처리장의 조도가 일정치 않기 때문에, PIL의 ImageEnhance 클래스를 사용해 밝기 인자를 변경한 학습 데이터를 학습하고, 모든 조도를 포함하는 검증 데이터로 성능을 확인하였다. 범주별로 조도에 따른 분류에 차이를 보였으며, 대체로 밝기 인자를 1.1로 설정한 모델이 검증 정확도 60.1%로 가장 좋은 성능을 보였다.

        

        
          
            초록
          
        

        
          Plastic capable of convenient molding has been developed, and the amount of household waste has soared for human convenience. To dispose of huge amounts of household waste, Korea spends a budget of 6 trillion won. The health of workers in the waste disposal plant is also dangerous. In this paper, learning to classify cans, glass, plastic, plastic bottles, paper, and vinyl was conducted and verified using a convolutional neural network with excellent performance in image processing. Since the illuminance of the waste treatment plant is not constant, we learned the learning data that changed the brightness factor using the ImageEnhance class of PIL, and checked the performance with verification data including all illuminance. There was a difference in classification according to illuminance by category, and in general, the model with the brightness factor set to 1.1 showed the best performance with a verification accuracy of 60.1%.
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      Ⅰ. 서 론 
      국내 다양한 프랜차이즈 커피 전문점에서는 많은 양의 일회용 플라스틱을 사용한다. 프랜차이즈 커피 전문점 중 가장 높은 매출액을 올린 스타벅스[1]는 환경 보호 활동을 통해 일회용 플라스틱 사용 절감에 앞장서고 있다. 플라스틱 빨대를 없애고, 매월 10일을 일회용 컵 없는 날로 지정해 다회용컵 사용을 권유하는 이벤트를 진행한다.

      플라스틱은 1905년 개발된 이래로 편리한 성형, 저렴한 비용 등의 장점을 앞세워 1950년 200만 톤, 2015년에는 3억 8,100만 톤이 생산되었다[2]. 생산량과 비례하여 플라스틱 폐기물도 증가하였고, 플라스틱 폐기물을 처리할 때 발생하는 독성 가스들이 대기 중으로 방출되면서 환경오염 및 여러 질환을 유발한다[3]. 이를 인지한 세계 각국에서는 플라스틱 사용을 규제하고 있다. 한국 또한 일회용품 사용을 줄이고자, 일회용 컵 규제, 비닐봉투 유상구매, 이중포장 금지와 같은 대책을 추진 중이며, UN(United Nations)은 2018년 ‘세계 환경의 날’을 맞아 플라스틱 사용을 금지하고, 분리수거 및 친환경적 대체 제품 사용을 장려하는 보고서를 발표했다[4]. 플라스틱뿐만 아니라 캔, 비닐, 페트병, 종이, 유리 등과 같은 다양한 생활폐기물을 수거·운반·처리하는 과정에서 환경오염 및 많은 비용이 발생하며, 2019년 한국은 생활폐기물 관리 비용으로 6조 5,049억 원 상당의 예산을 책정했다[5]. 또한, 폐기물 처리 작업장에서 근무하는 작업자들은 호흡기 질환 및 각종 질병을 호소하는 것으로 나타났다[6].

      폐기물 처리 작업장은 날씨 변화에 따라 바뀌는 외부의 빛, 내부 조명 상태, 폐기물에서 발생하는 먼지로 인한 빛의 반사, 쌓인 폐기물로 인한 그림자 등 조도를 일정하게 통제하기 어렵다. 여러 환경요인에 따라 조도가 변하게 되면 이미지의 픽셀 값이 바뀌어 전혀 다른 폐기물을 예측하거나 폐기물 분류의 성능이 떨어지게 되고, 오 분류가 많아지면 재분류를 위한 경제적 손해 등이 발생할 수 있다.

      따라서 본 논문은 작업자들의 안전 및 경제적 이익을 위해 합성곱 신경망을 활용하여 조도 변화에 따른 생활폐기물 분류 문제를 연구하고, 추후 폐기물 자동 분류 시스템 개발에 도움이 되고자 한다. 합성곱 신경망은 2차원 형태의 이미지 데이터를 학습하는데 적합한 인공신경망이다. 캔, 유리, 플라스틱, 페트병, 종이, 비닐 등 6가지 범주의 생활폐기물 데이터를 수집하였고, 폐기물 처리 작업장의 조도에 관련된 자료가 없어, 조도 변화에 따른 합성곱 신경망의 성능을 비교하기 위해 원본 이미지와 어두운 환경을 가정한 3가지의 이미지 그리고 밝은 환경을 가정한 3가지의 이미지를 각 실험당 총 13,920개를 사용하여 학습시켰다.

      본 논문의 구성은 다음과 같다. 2장에서 생활폐기물 관련 연구와 합성곱 신경망, 드롭아웃에 대해 소개하고, 3장에서 학습시킨 데이터셋 과 실험 환경, 실험 방법을 소개한다. 4장에서는 조도 변화에 따라 실험한 생활폐기물 분류의 합성곱 신경망의 성능에 대한 실험 결과를 서술하고, 5장에서 결론을 맺는다.

    

    

  
    
      Ⅱ. 관련 연구
      
        2-1 생활폐기물
        폐기물은 크게 생활폐기물과 사업장폐기물로 구분된다. 생활폐기물은 사업장폐기물 외의 가정에서 발생하는 종량제 봉투, 음식물, 폐지, 고철, 가구 등을 의미한다[7]. 2013년 OECD 국가들은 1인당 521kg의 폐기물을 배출했다. 우리나라는 다른 OECD 국가들보다 낮은 353kg의 폐기물을 배출, 58.7%의 높은 재활용률을 보였다. 그러나 이는 재활용 업체로 반입되는 폐기물의 양으로서 실제 재활용률은 더 낮은 수치이다[8].

        [9]의 논문에서는 합성곱 신경망 모델 중 VGG-19, Inception-V3, ResNet50을 사용하여 20가지 범주의 생활폐기물 데이터를 분류하는 모델의 성능을 분석하고, 실생활에서 활용할 수 있는 생활폐기물 분류 애플리케이션을 제작하였다. 본 논문은 실생활이 아닌 외부요인에 영향을 많이 받는 폐기물 처리장에서 사용이 가능한 분류 시스템을 연구하고자 한다. 객체를 인식하는 대상인 컴퓨터가 정확한 인식을 하기 위해서 조도 변화를 준 생활폐기물 데이터를 학습시키고, 각 조도별 정확도를 분석하여 최적의 조도를 도출한다.

      

      
        2-2 합성곱 신경망
        컴퓨터는 이미지를 형태가 아닌 숫자로 인식한다. 디지털 이미지는 흰색부터 검정색까지 색의 명암을 표현하는 픽셀값들로 구성되어 있다. 기존의 이미지 딥러닝은 완전 연결 계층만으로 학습하였고, 완전 연결 계층은 1차원 형태의 데이터만 입력받는다. 다차원 형태인 이미지 데이터를 완전 연결 계층으로 학습시키려면, 1차원 형태로 평면화시켜야 한다. 1차원 형태로 변환하는 과정에서 공간 정보가 유실되고, 유실된 정보들로 인해 정확한 학습이 어렵다. 또한, 이미지의 크기, 높이, 채널 개수의 영향을 받으며, 이에 따라 학습시켜야 할 매개변수의 값이 급격하게 증가하게 되는데 이러한 문제점을 해결한 것이 합성곱 신경망이다.

        합성곱 신경망은 1989년 LeCun이 발표한 논문에 처음 소개 되었다[10]. 이전 계층과 이웃한 영역만 연결하여 학습시킬 매개변수를 줄이고, 이미지의 공간 정보를 유지한 채 이미지의 특징을 추출하고 분류한다. 이미지의 특징을 추출하는 영역은 합성곱 계층과 풀링 계층이 여러 번 반복되는 구성이다. 합성곱 계층은 합성곱 필터를 통해 입력 이미지를 순회하면서 특징을 추출한다. 필터를 지정된 간격만큼 이동하며 합성곱 연산을 사용해 피처 맵을 만든다. 피처 맵은 입력 이미지보다 크기가 작기 때문에 이를 보완하기 위해 외곽에 특정한 값을 채워넣는다. 이를 패딩이라 하며, 보통 0으로 채운다. 피처 맵에 활성 함수를 적용한 액티베이션 맵을 최종적으로 반환한다. 풀링 계층은 합성곱 계층에서 만든 액티베이션 맵을 입력 받아, 크기를 줄이거나 특징을 강조한다. 특정 값만 유지하고 나머지는 제외하면서 크기를 줄인다. 이미지의 크기를 줄이면서 발생하는 오차들로 인해 과적합을 방지한다. 풀링 기법으로는 최댓값 풀링, 평균값 풀링 등이 있는데, 이미지 처리에서는 주로 해당 영역에서 최댓값을 추출하는 최댓값 풀링을 사용한다. 합성곱 계층과 풀링 계층에서 추출된 특징은 Flatten 계층에서 1차원 형태의 데이터로 바뀐 뒤, 완전 연결 계층을 통해 분류된다.

      

      
        2-3 드롭아웃
        앞서 서술한 합성곱 신경망과 같은 기계 학습을 할 때, 모든 데이터를 학습시키는 것은 불가능하기 때문에 표본집단을 학습 데이터로 사용한다. 이때, 모델이 복잡하거나, 학습 데이터가 너무 적을 경우, 학습한 데이터에 대해서만 근접하게 예측하는 현상이 발생하는데 이를 과적합이라고 한다. 과적합을 방지하기 위해 학습 데이터의 개수를 늘리거나 모델이 학습 데이터에 의존하지 않도록 가중치를 규제하는 정규화 방법을 사용한다. 가장 유명한 정규화 방법 중 하나가 드롭아웃이다. 드롭아웃은 학습 시에 무작위로 뉴런을 제거한 후, 검증 단계에서는 학습된 모든 뉴런을 사용해 예측한다. 인위적으로 뉴런을 제거하기 때문에 학습 파라미터 간의 공적응을 방지해 상대적으로 의미있는 특징 추출이 가능하다. 매번 다른 뉴런을 제거하기 때문에 여러 개의 분류기를 생성하고 그 예측의 평균을 추론해 정확도를 높이는 앙상블 학습과 비슷한 효과를 가진다.

      

    

    

  
    
      Ⅲ. 실험 및 방법
      
        3-1 실험환경
        실험은 NVIDIA Geforce RTX 3090, RAM 128GB, Intel i9 X-Processor를 사용하는 CUDA10.0 GPU 환경에서 진행하였으며, Linux OS 와 Python 3.6.9, Tensorflow 2.3.1, Keras 2.4.3 버전을 사용하였다.

      

      
        3-2 데이터 셋
        과학기술정보통신부와 한국지능정보사회진흥원의 사업의 일환으로 구축된 AI 허브에서 제공되는 생활폐기물 이미지 인공지능 학습용 데이터를 사용하였다[11].

        실험을 위해 데이터는 도시 지역에서 버려지는 폐기물인 도시형 생활폐기물(MSW)중 한국폐기물협회에서 발표한 ‘2019년 전국 폐기물 발생 및 처리 현황’ 자료에 따라 종이류, 플라스틱, 유리류, 캔류, 비닐류, 패트병류 등 6개의 데이터를 사용했다[12].

        이미지의 해상도가 달라 128x128으로 리사이즈 하였고, local optimum 에 빠지는 가능성을 줄이고 학습속도를 빠르게 하기 위해 이미지 픽셀을 255로 나눠 0~1사이로 정규화 하여 사용하였다.

        사용한 데이터셋의 범주는 캔, 유리류, 플라스틱, 패트병류, 종이류, 비닐류 순서대로 0, 1, 2, 3, 4, 5으로 지정하였다. 훈련데이터는 각 범주당 2,320개이며, 총 13,920개로 조도에 변화에 따라 달라지는 이미지데이터 특성을 학습시키기 위해 Python 라이브러리인 PIL(Python Imaging Library)의 ImageEnhance 클래스를 사용해 이미지의 밝기를 바꿔 사용하였다.
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        ImageEnhance 의 Brightness 함수는 원본 이미지(image2), 원본 이미지와 같은 크기와 모드의 검은색 이미지(image1) 만들고 저장한다. 그 후, enhace 함수를 인자(α)와 함께 호출하면 blend 함수에 의해 검은색이미지 와 원본 이미지가 인자값에 따라서 합쳐지게 되고 밝기가 변경된 이미지(data)가 완성되는데, 그 식은 수식1과 같다. 인자 값의 범위는 너무 낮으면 이미지 전체 픽셀값이 0에 수렴되고 너무 높으면 이미지 전체가 픽셀값이 255에 수렴하게 되어 인자값의 범위를 0.6~1.4로 정하였다.

        원본 이미지 T1, 원본보다 어두운 이미지는 인자 값 0.6, 0.7, 0.9을 사용해 T2, T3, T4로 설정하였고 원본보다 밝은 이미지는 인자 값 1.1, 1.3, 1.4 사용해 T5, T6, T7으로 설정해 사용하였다. 픽셀 값이 가장 낮은 T2와 픽셀 값이 가장 높은 T7은 그림1과 같다.

        
          
          

          Fig. 1. 
				
          

          
            Image according to the change of illuminance
          
          

          

        

        조도를 변경했을 경우 이미지의 RGB 채널 중 R 채널의 T1, T2, T7의 픽셀값 변화는 그림 2와 같다. 테스트 데이터는 각 범주당 80개, 7가지의 조도 변화를 주어 560개씩이며, 총 3,360개이다. 조도에 변화를 준 이미지 데이터를 통한 합성곱 신경망의 성능을 확인하고자 모든 실험에서의 테스트 데이터를 같게 사용하였고, 조도 변화에 따른 데이터가 모든 조도 환경에서 어떻게 반응하는지 보기 위해 T1 ~ T7에서 사용한 조도를 모두 포함하고 있는 테스트 데이터를 사용하였다. 사용한 데이터는 표 1, 표 2와 같다.

        
          
          

          Fig. 2. 
				
          

          
            Pixel value change according to illuminance change
          
          

          

        

        
          Table 1. 
				
          

          
            Number of data by category
          
          

        

        
          
            
              	Name
              	Lable
              	Training Data(EA)
              	Test Data(EA)
            

          
          
            	Can
            	0
            	2,320
            	560
          

          
            	Glass
            	1
            	2,320
            	560
          

          
            	Plastic
            	2
            	2,320
            	560
          

          
            	Pet bottle
            	3
            	2,320
            	560
          

          
            	Paper
            	4
            	2,320
            	560
          

          
            	Vinyl
            	5
            	2,320
            	560
          

          
            	
            	Total
            	13,920
            	3,360
          

        

        

        
          Table 2. 
				
          

          
            Data set
          
          

        

        
          
            
              	
              	α
              	Training Data(EA)
              	Test Data(EA)
            

          
          
            	T1
            	1.0
            	13,920
            	3,360
          

          
            	T2
            	0.6
            	13,920
          

          
            	T3
            	0.7
            	13,920
          

          
            	T4
            	0.9
            	13,920
          

          
            	T5
            	1.1
            	13,920
          

          
            	T6
            	1.3
            	13,920
          

          
            	T7
            	1.4
            	13,920
          

        

        

      

      
        3-3 학습모델
        이미지 처리에서 뛰어난 성능을 보이는 합성곱 신경망을 사용하였다[13].

        본 논문에서는 Python 라이브러리인 Keras 를 사용하여 합성곱 신경망을 모델링 하였으며 Keras 라이브러리에 ModelCheckpoint를 사용하여 검증 정확도가 가장 높았을 때의 학습을 저장해 사용하였고 EarlyStopping를 사용해 검증 로스가 3에포크 동안 좋아지지 않는다면 학습을 조기 종료 하였다. 모든 실험은 초기 가중치와 학습률을 고정하여 실험하였다.

        실험에서 사용할 데이터는 총 6개의 범주만 분류하는 문제이기 때문에 1000개의 범주를 분류하는 구글의 Inception 같은 깊은 모델보다는 간단한 모델을 만들어 사용하였다[14]. 합성곱 신경망층에서는 4개의 히든 레이어 층과 풀링 층을 구성하였다.

        노드 수는 각 64, 128, 64, 64개, 필터의 크기는 3x3, 3x3, 3x3, 1x1을, 신경망의 과적합을 방지하기 위해 드롭아웃을 사용 하였다[15]. 완전연결층에는 노드 수 256개의 층과 마지막에는 노드 수 6개와 softmax를 사용하여 범주를 분류하는 층으로 구성하였다. 20 에포크(epoch) 동안 학습하였고, 활성함수는 ReLu를, 풀링은 MaxPooling을, 최적화 함수는 adam을, 손실 함수는 crossentropy를 사용하였으며, 모델의 전체 구조는 그림 3과 같다.

        
          
          

          Fig. 3. 
				
          

          
            Model Summary
          
          

          

        

      

    

    

  
    
      Ⅳ. 결 과
      학습 데이터를 조도 변화에 따라 나눠 조도에 따른 생활폐기물 분류의 성능을 확인하기 위해 각 실험당 학습 정확도, 학습 로스, 검증 정확도, 검증 로스를 측정하였고 결과는 표 3과 같다. 학습 정확도는 T1, T2, T3, T4, T5, T6, T7 순으로 80.7%, 71.0%, 69.8%, 79.9%, 79.0%, 75.9%, 76.3%로 원본 이미지를 사용한 T1을 제외하면 T4가 학습 정확도가 높게 나왔으며 T3은 학습 정확도가 가장 낮게 나왔다.

      
        Table 3. 
				
        

        
          Result summary
        
        

      

      
        
          
            	Traing Data
            	Accuracy
(%)
            	Loss
            	Val_accuracy
(%)
            	Val_loss
          

        
        
          	T1
          	80.7
          	0.5319
          	53.2
          	1.4725
        

        
          	T2
          	71.0
          	0.7758
          	37.2
          	1.7877
        

        
          	T3
          	69.8
          	0.8054
          	35.1
          	1.6593
        

        
          	T4
          	79.9
          	0.5506
          	53.1
          	1.4988
        

        
          	T5
          	79.0
          	0.5638
          	60.1
          	1.3020
        

        
          	T6
          	75.9
          	0.6424
          	59.1
          	1.3771
        

        
          	T7
          	76.3
          	0.6285
          	58.5
          	1.2932
        

      

      

      T1으로 학습한 모델의 검증 정확도는 53.2%로 나타났다.T2, T3, T4의 검증 정확도는 37.2%, 35.1%, 53.1% 로 어두운 이미지를 사용했을 경우에는 모든 테스트 셋이 T1 보다 낮은 정확도를 보였다. T2, T3, T4의 검증 로스도 마찬가지로 T1의 1.4725보다 높은 1.7877, 1,6593, 1.4988로 좋지 않은 성능을 보여줬다. 반면에 T1보다 밝은 이미지를 사용한 T5, T6, T7의 검증 정확도는 60.1%, 59.1%, 58.5%로 더 높았고, 검증 로스 또한 1.3020, 1.3771, 1.2932로 더 좋은 성능을 보여 주었다.

      T1~T7 각각을 사용한 모든 실험에서 학습 정확도와 학습 로스에 비해 검증 정확도, 검증 로스가 떨어지는 것을 확인 할 수 있었다. 이는, 테스트 데이터셋이 조도 하나만 학습하는 학습 데이터와는 다르게 모든 조도를 포함하고 있는 테스트 데이터이기 때문이다.

      모든 실험에서 학습시 설정해둔 ModelCheckpoint 함수가 작동해 각 에포크 13~14에서 학습한 결과가 저장 되었고, 그 이상에서는 과적합이 발생하여 EarlyStopping 함수에 의해 학습이 조기 종료되었다.

      그림 4는 생활폐기물 이미지를 잘 분류된 이미지와 그렇지 못한 이미지를 확인하기 위해 특징을 잘 파악했는지 확인할 수 있는 시각화 기술인 CAM(Class Activation Map)을 사용하였다. 그림 4는 검증 정확도가 높았던 T5 모델로 학습시킨 이미지 중 정답이 캔인 이미지를 확인하였다. 그 결과 잘 분류된 이미지는 캔의 겉 부분이 활성화된 결과를 확인할 수 있었고, 잘 분류하지 못한 이미지는 캔의 특징이 아닌 배경 부분을 특징으로 파악했다는 결과를 확인할 수 있었다.

      
        
        

        Fig. 4. 
				
        

        
          Class Activation Map(CAM)
        
        

        

      

      실험에 진행한 조도의 변화에 따라 분류를 잘한 범주를 확인하기 위해 T1을 뺀 오차 행렬을 그림 5와 같이 정리하였고, 모델의 성능은 오차율(Error rate)로 계산하여 측정하였으며 식2와 같다.
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        Fig 5. 
				
        

        
          Confusion Matrix
        
        

        

      

      그림 5를 오차율 관점에서 보면 T2~T7 순서대로 약 75%, 78%, 56%, 48%, 49%, 50%로 오차율이 가장 낮은 T5의 성능이 가장 좋았다.

      그림 5를 보면 T2는 종이류에 대한 분류 정확도가 높았지만 다른 범주의 경우에도 종이류로 오 분류 한 경우가 많았고 T3는 비닐류에 대한 분류 정확도가 높았지만 다른 범주의 경우에도 비닐류로 오 분류 한 경우가 많았다. 이는 조도를 낮춘 T2의 종이류와 T3의 비닐류 데이터가 다른 범주의 학습데이터에 비해 더 강한 특징을 가지고 있다고 생각된다.

      T5, T6, T7 모두 유리류에 대한 분류정확도가 높았으며, 유리류, 패트병류, 플라스틱 순으로 분류를 잘하는 공통점을 보였다.

      false positive 관점으로 보면 T5, T6는 다른 범주들에 비해 종이류에 대한 오 분류가 많았지만 T2, T3, T4와 비교하면 상대적으로 낮은 개수를 오 분류 하였다. 또한 T2~T7의 결과를 통합해 본다면 어두운 이미지보다 밝은 이미지가 좀 더 다양한 조도에 유연하였다.

      범주별로 잘 분류한 결과는 캔은 331개를 분류한 T5, 유리류는 472개를 분류한 T7, 플라스틱은 350개를 분류한 T5, 패트병류는 366개를 분류한 T5, 종이류는 435개를 분류한 T2, 비닐류는 358개를 분류한 T3로 나타났다.

      어두운 이미지였던 T2, T3, T4는 공통적으로 유리류를 잘 분류하지 못했으며, 밝은 이미지였던 T5, T6는 종이류를 잘 분류하지 못했다. 이는 조도가 변화하게 되면 모든 범주의 이미지들을 변화시키지만, 그 중 더 민감하게 변화하는 범주가 있다고 해석할 수 있다.

    

    

  
    
      Ⅴ. 결 론
      본 논문에서는 Python의 Keras 라이브러리를 사용한 합성곱 신경망을 통하여 조도에 변화를 준 T1, T2, T3, T4, T5, T6, T7의 학습 데이터를 사용하여 생활폐기물의 분류 성능을 실험하였다.

      조도 변화에 따라 생활폐기물 분류 문제의 정확도와 loss의 차이가 유의미 하다는 것을 알 수 있었다. 그 결과 생활폐기물 분류 문제에 어두운 이미지보단 밝은 이미지가 상대적으로 좋은 결과를 보여 주었고, 가장 좋은 성능을 보였던 모델은 인자값을 1.1로 설정해 변경한 T5 모델이 가장 성능이 좋았다.

      추후 검증 정확도를 더 높이는 모델 연구가 필요하며, 생활폐기물 분류 시스템에 적용할 때, 오차 행렬로 확인한 오 분류가 상대적으로 많았던 종이 폐기물의 데이터를 좀 더 보강해 학습을 시킨 후 사용하거나 각 조도에서 잘 분류한 범주만 뽑아 따로 학습한다면 더 좋은 성능을 나타낼 것이다.

      현재에는 조도 변화에 따른 학습 데이터를 통한 성능 차이만 연구하였지만 향후 연구 과제로는 새로운 폐기물 데이터가 추가되었을 경우와 이미지의 조도 변화에도 더 강건한 분류 방법을 연구할 예정이다.
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