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            Abstract
          
        

        
          게임 엔진들이 발전됨에 따라 기본적인 AI 시스템 역시 진일보하였다. 그러나 AI의 시각 인지 시스템은 아직 다른 분야에 비해 발전이 미흡하며, 특히 반투명한 장애물 인식은 매우 부족한 편이다. 따라서 본 연구는 이러한 단점을 극복할 수 있는 기계학습이 가미된 새로운 합성곱 신경망 알고리즘 기반의 AI 색적 시스템을 개발하여 이를 FPS 게임에 적용하였다. 또한 렌더링이 자유로운 게임이라는 특성상 카메라로부터 받은 이미지 데이터를 상황에 따라 분리하여 변형시키는 방법을 도입함으로써, 찾고자 하는 물체가 반투명한 장애물과 겹쳐 있는 경우에도 AI의 관측 정확도를 조절할 수 있는 색적 알고리즘을 제안하였으며, 칙센트미하이의 몰입 그래프에 입각한 이론적인 분석을 통해 이러한 관측 정확도의 조절을 통한 난이도 조절법이 특정 장르의 게임에 대한 플레이어의 몰입감을 높일 수 있는 중요한 요소가 될 수 있음을 연구하였다.

        

        
          
            초록
          
        

        
          With the development of game engines, the basic AI system has also advanced. However, AI's sight perception system is still insufficient compared to other fields, which tends to be particularly noticeable in the case of translucent obstacles. This study attempted to prove that the Convolutional Neural Network Algorithm can contribute significantly to controlling player's immersion through difficulty control of FPS games by developing a new AI system with machine learning to overcome these shortcomings. By introducing a method of separating and transforming image data received from cameras according to circumstances, we proposed a detection algorithm that can adjust AI observation accuracy even when the object to be found overlaps with translucent obstacles, and studied that this difficulty control method can increase players' immersion in specific genre.
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      Ⅰ. 서 론
      오늘날 다양한 게임 개발 엔진들이 보급됨으로서 기본적으로 탑재된 AI 시스템 역시 진일보하였다. 그러나 가장 중요한 부분에 있어서, 아직 해결하지 못한 많은 문제들이 있다. 그중 하나는 반투명한 장애물 사이에 위치한 오브젝트를 식별하는 능력이 현저하게 떨어진다는 점이다.

      예를 들어, 배틀그라운드라는 게임에서 일명 봇이라 불리는 AI 플레이어는 덤불이나 나뭇잎 오브젝트에 숨은 다른 플레이어들을 잡아내지 못하는 한계가 있다. 이는 AI의 시각 인지 시스템의 작동 방법이 라인-트레이스 기반이라 완벽하게 투명한 오브젝트나 불투명한 오브젝트를 식별하는 데는 용이하지만, 반투명한 장애물에 가려진 오브젝트를 식별하는데는 적절한 지표를 얻어낼 수 없기 때문이다.

      그러나 최근 머신러닝 기법의 발전으로 인해 그 해결법은 이미 제시된 상태이다. Convolutional Neural Networks(CNN)[1]가 바로 그것으로, 이 CNN 알고리즘은 이미지를 스캔하여 원하는 오브젝트의 존재 유무를 검출할 수 있게 해준다. 만약 이를 이용하여 반투명한 물체 사이에 놓인 목표물을 식별할 수 있는 모델을 만들어 낼 수 있다면 지금보다 한단계 더 높은 AI 시각 인지 시스템 구축을 기대할 수 있을 것이고, 이를 게임 산업에 적용시킬 수만 있다면 AI의 색적 능력를 획기적으로 개선시킬 수 있을 것이라 생각하는 바이며, 궁극적으로 이렇게 향상된 AI 시스템을 이용한 난이도 조절을 통하여 FPS와 같이 색적이 중요시되는 장르의 게임에 대한 플레이어의 몰입감 상승에도 도움을 줄 수 있을 것으로 예상된다.

      따라서 본 논문에서는 CNN 기반의 오브젝트 식별 알고리즘을 실험하여 머신러닝 기반의 AI 시각 인지 시스템의 필요성에 대해 연구하고, 각 오브젝트마다 렌더링이 자유로운 게임이라는 매체의 고유한 특성을 이용한 이미지 데이터의 변형 방식의 도입을 통해 AI의 목표 오브젝트에 대한 색적 능력의 조절법을 제시하고, 이를 통해 색적 능력이 중요시되는 FPS 장르의 게임에 대한 난이도 조절 방법론을 제시하고자 한다.

    

    

  
    
      Ⅱ. 관련 연구
      
        2-1 CNN
        Convolutional Neural Network(CNN)는 이미지를 분석하기 위한 패턴을 찾는 알고리즘으로써, 이미지 데이터로부터의 직접적인 학습을 통해 이미지 패턴을 학습한다[2]. 이러한 CNN 알고리즘의 핵심적인 특징은 이미지 공간정보를 유지하며 학습을 한다는 것이다. 이는 그림 1에서 확인할 수 있다시피 이미지의 형태를 최대한 보존하도록 행렬 데이터를 입력받아 축소시키는 방법을 사용하고 있으며, 이러한 메커니즘으로 인해 이미지를 백터화 하는 과정에서 발생하는 정보 손실을 최대한 방지하며 학습을 진행할 수 있다는 장점이 있다.

        
          
          

          Fig. 1. 
				
          

          
            Architecture of CNN
          
          

          

        

      

      
        2-2 R-CNN
        기존의 CNN 알고리즘에서 한 단계 더 발전한 Regions with Convolutional Neuron Networks features(R-CNN)[3]은 설정한 Region을 CNN의 features로 활용하여 Object Detection 기능을 수행하는 신경망이라 할 수 있다. 이는 CNN이라는 알고리즘이 Object Detection 분야에서도 준수한 성능을 보여줄 수 있다는 것을 방증함과 동시에 그림 2에서 볼 수 있다시피 R-CNN의 기본적인 메커니즘을 Region Proposal과 Classification으로 나뉘어 최적화를 위한 방법론을 제시했다는데 큰 의미가 있다. 여기서 Region Proposal[4]이란 목표하는 물체의 위치를 주어진 이미지 위에서 찾는 과정을 뜻하며 Classification이란 이렇게 찾은 물체를 분류하는 과정을 뜻한다.

        
          
          

          Fig. 2. 
				
          

          
            Architecture of R-CNN
          
          

          

        

      

      
        2-3 Fast R-CNN
        Fast R-CNN[5]은 R-CNN 알고리즘의 한계점을 극복하기 위하여 고안된 새로운 모델로, 기존의 알고리즘이 Region Proposal 과정에서 Region of Interset마다 CNN 연산을 함으로써 속도가 저하되었던 단점을 Region of Interest pooling 기법의 도입을 통해 극복했으며, 더 나아가 그림 3의 오른쪽 부분에서 확인할 수 있다시피 Fully-Connected Layer를 사용함으로써 Classification과 Bounding Box Regression까지 단 하나의 모델을 통해 학습이 가능하도록 발전하였다.

        
          
          

          Fig. 3. 
				
          

          
            Architecture of Fast R-CNN
          
          

          

        

      

      
        2-4 Faster R-CNN
        비록 Fast R-CNN이 기존의 R-CNN의 복잡한 Pipeline을 통합함으로써 엄청난 성능의 향상을 가져왔으나 아직 Real-time Object Detection에 도달하기에는 속도 면에서 아쉬운 부분이 있었다. 그렇기에 Faster R-CNN[6]에 이르러서는 Fast R-CNN에서 가장 큰 계산 부하를 차지하던 Region proposal의 생성 방식을 그림 4에서 볼 수 있는 Region Proposal Networks(RPN)[7]으로 대체하고 이를 내부 모델로 통합시키는 과정을 거치게 되었고, 그 결과 Faster R-CNN보다 훨씬 빠른 처리속도를 가질 수 있게 되었다.

        
          
          

          Fig. 4. 
				
          

          
            Architecture of Faster R-CNN
          
          

          

        

      

      
        2-5 Mask R-CNN
        Faster R-CNN이 기존의 Fast R-CNN에서 속도를 끌어올린 모델이라고 한다면 Mask R-CNN[8]은 Faster R-CNN에 Image Segmentation을 위한 Mask Branch를 추가한 버전에 가깝다.

        그림 5에서 볼 수 있다시피 이렇게 추가된 기능으로 인해 사용자는 찾고자 하는 오브젝트들의 위치를 마스크를 통해 이미지 위에서 직관적으로 알 수 있게 되었다. 그러나 그 추가된 기능만큼 처리해야 할 계산 과정도 늘어났기에 속도는 Faster R-CNN보다 느리다는 단점이 있으며 또 반환되는 결과 데이터의 크기 역시 기존의 알고리즘들보다 크게 늘어난다는 맹점이 있다.

        
          
          

          Fig. 5. 
				
          

          
            Architecture of Mask R-CNN
          
          

          

        

      

      
        2-6 언리얼 엔진 기반 AI 시각 인지 시스템
        기존의 게임 엔진에서 사용되는 AI 시각 인지 시스템은 일반적으로 라인-트레이스를 통한 충돌 검출 방식을 사용하고 있다. 그림 6에서 볼 수 있듯이, 이는 검출 시작 지점으로부터 측정 범위 안에 위치한 모든 목표 오브젝트들을 향해 가상의 라인들을 그리고 그 각각의 라인들이 목표하는 오브젝트까지 도달하는 과정에서 다른 장애물들에 의한 방해 여부를 확인하는 방식으로, 비교적 가벼운 알고리즘이기에 다수의 오브젝트들에 대해 매 프레임마다 검출 작업을 지시해야할 경우 매우 유용하다.

        
          
          

          Fig. 6. 
				
          

          
            Unreal Engine4 AI Sight Perception System
          
          

          

        

        그러나 이러한 AI 시각 인지 시스템에는 중대한 문제가 하나 존재한다. 그건 덤불이나 나뭇잎같이 불투명한 장애물에 가려진 오브젝트를 탐지하는데 어려움이 존재한다는 것이다. 이는 전통적인 충돌 검출 방식의 한계로서 눈에 비치는 이미지를 통해 오브젝트를 인지해내는 사람(플레이어)의 식별 능력이 AI에게도 필요하다는 것을 역설하고 있다.

        따라서 본 연구에서는 이러한 문제를 해결하기 위해 파이썬 텐서플로우의 R-CNN 알고리즘 기반의 새로운 AI 시각 인지 시스템을 도입했으며, 이를 통해 AI 역시 카메라를 통해 보여지는 이미지를 분석해서 오브젝트를 탐지해낼 수 있는 능력을 갖출 수 있을 것으로 기대된다.

      

      
        2-7 머신러닝 기반 AI 시각 인지 시스템
        머신러닝 기반 AI 시각 인지 시스템은 제시된 이미지에서 찾고자 하는 오브젝트를 탐지해내는 기능을 기본 골자로 하고 있다. 그리고 이를 위해선 이미지 데이터 기반의 오브젝트 색적 시스템을 구현해서 게임 엔진인 언리얼 엔진4에 적용할 수 있어야 한다. 따라서 본 연구에서는 텐서플로우의 Object Detection API[9] 베이스의 Faster R-CNN 모델을 훈련을 위한 기본 알고리즘으로 선택했다. 이는 그림 7에서 볼 수 있는 4가지의 CNN 알고리즘 중 R-CNN 모델부터 하나의 이미지에서 다수의 오브젝트들에 대한 다방면의 데이터를 추출하는데 용이하기 때문이며, 동시에 Mask R-CNN을 포함한 다른 모든 R-CNN 모델들 중에서 Faster R-CNN의 계산 속도가 최고로 빠르기에 게임에 적용시키기 최적이라 판단했기 때문이다.

        
          
          

          Fig. 7. 
				
          

          
            R-CNN models
          
          

          

        

        기존의 이미지들을 R-CNN 알고리즘 학습에 적합한 데이터 형식으로 바꾸기 위해선 기본적인 JPEG 이미지와 더불어 각각의 이미지 내에서 찾고자 하는 목표물의 위치와 아이디에 대한 추가적인 작업이 필요하다. 그리고 그것에 대한 대가로 훈련이 완료된 R-CNN 알고리즘은 사용자에게 찾고자 하는 목표물의 아이디와 위치 정보를 알려준다. 따라서 본 논문에서는 제한된 환경 속에 위치한 게임 오브젝트를 감시자 AI가 바라보는 카메라 이미지로부터 위치와 아이디를 식별해내는 방향으로 학습된 R-CNN 오브젝트 색적 알고리즘을 생성하고 이를 AI 시각 인지 시스템에 적용시켜 보다 인간에 가까운 인공지능을 구성하여 기존의 인지 시스템과 비교 분석을 해보고자 한다.

      

      
        2-8 기존 AI 시스템의 한계 극복을 위한 색적 메커니즘
        기존의 게임에서 난이도를 위한 변수는 어디까지나 개발자들이 사전에 정한 값에 좌우되며 이는 AI 시스템에서도 예외는 아니다. 그러나 속도, 범위, 체력, 공격력, 방어력 등 개발자가 정할 수 있는 변수는 한정되어 있다. 하지만 그 값에 따라 게임 플레이의 양상은 드라마틱하게 변하고, 플레이어는 달라진 게임의 난이도를 확연하게 체감할 수 있다. 하지만 그것이 특정한 종류의 게임에 한해서는 크게 달라질 수밖에 없다.

        특히 배틀그라운드와 같이 색적 능력이 중요시되는 게임의 경우, AI가 플레이어를 찾는 과정 역시 난이도 조절에 상당한 부분을 차지하고 있다. 하지만 덤불과 같이 반투명한 오브젝트에 숨어 가시성을 흐리게 만드는 것이 주 전법 중 하나인 해당 게임에선 AI가 그 안에 숨어있는 플레이어를 발견할 수 있는지 없는지에 대한 판단 기준을 사전에 설정해 놓은 고정된 수치에 의존할 수만은 없다. 따라서 기존과 다른 새로운 판단 기준이 필요했고 본 연구에서는 그것을 R-CNN 기반의 카메라 이미지 인식 기술의 도입을 통해 해결하려고 하였다.

        하지만 난이도 조절에는 여전히 어려움이 따른다. 머신러닝 알고리즘은 그 특성상 한번 완성되고 나면 계산 과정에 변수를 끼워 넣는 것이 극도로 어렵다. 알고리즘을 통해 얻어낸 정확도에 대해 반응하기 시작하는 임계값을 조절해 관측 결과에 대한 AI의 반응 민감도를 조절함으로서 행동 빈도를 조절하는 것은 가능하지만 근본적으로 관측의 정확도를 높이거나 낮출 수는 없기 때문이다. 일반적인 경우라면 이를 위해서는 동일한 목표물에 대한 다양한 수준의 R-CNN 색적 알고리즘이 필요한 법이고 이는 필연적으로 수배에서 많게는 수십배의 훈련 데이터가 필요하게 될 것이다.

        하지만 본 논문에서는 이러한 과도한 훈련 문제를 해결하는 동시에 관측 정확도를 조절하기 위하여 그림 8과 같이 오브젝트 식별을 위해 게임 내 카메라로부터 받는 이미지 데이터를 변형시키는 방법을 택했다. 이는 게임이라는 매체의 특성상 찾고자 하는 목표물과 주변 오브젝트들을 구분해서 렌더링할 수 있다는 장점을 이용한 것으로, 주변 장애물들의 명도를 낮춰 목표물을 돋보이게 한다면 기존의 경우보다 높은 색적 정확도를 얻을 수 있을 것이라는 가정에서 시작한 실험이라 할 수 있다.

        
          
          

          Fig. 8. 
				
          

          
            Deformed Game Camera Image
          
          

          

        

      

      
        2-9 게임 AI 행동 메커니즘과 플레이어 몰입의 상관관계
        Search And Fight 장르의 FPS 서바이벌 게임에서 목표물을 찾아내는 능력은 게임의 난이도와 직결된다. 그리고 게임의 난이도는 플레이어의 몰입과 깊게 연결이 되어 있다.

        그림 9에서 볼 수 있는 Mihaly Csikszentmihalyi[10]의 저서에 기술된 플로우 채널 그래프에 따르면, Flow(몰입)을 위해선 해당 게임에 대한 플레이어의 숙련도와 비례하는 난이도가 필요하다. 플레이어의 실력보다 낮은 난이도는 지루함을 유발하고 높은 난이도는 불안감을 유발하여 몰입 상태에 이르게 하는데 방해가 되기 때문이다. 하지만 기존의 AI 시각 인지 시스템은 NPC AI의 색적 능력을 충분히 조절할 수 없다. 이는 난이도 조절의 어려움으로 인해 플레이어를 몰입 상태에 이르게 하기 힘들다고도 할 수 있다.

        
          
          

          Fig. 9. 
				
          

          
            Graph of Immersion Flow[10]
          
          

          

        

        하지만 본 논문에서 제시한 R-CNN 기반의 AI 시각 인지 시스템은 인간과 비슷한 수준의 이미지 인식 알고리즘을 제공하는 동시에 입력받은 이미지 데이터의 변형을 통해 관측 정확도를 조절하고 그 관측 정확도에 대한 AI의 반응 임계값을 조절함으로서 기존의 AI 인지 시스템으로는 조절할 수 없었던 NPC AI의 색적 능력에 대한 폭넓은 난이도의 조절이 가능해질 것으로 예상된다.

      

    

    

  
    
      Ⅲ. 방법론
      
        3-1 CNN AI Sight Perception System 모델 구조
        본 논문의 머신러닝 기반의 AI 시각 인지 시스템에 사용된 알고리즘은 목표하는 오브젝트를 게임 내의 장애물 사이에서 찾아내는 것을 궁극적인 지향점으로 하고 있다.

        이를 위해선 각 이미지 내에서 찾고자 하는 목표물에 대한 위치값과 분류값을 알고리즘에 대한 반환 결과로 얻어낼 수 있어야 한다. 따라서 그러한 기능을 포함하고 있는 그림 10의 모델들 중 제일 최신 버전이라 할 수 있는 Faster R-CNN을 알고리즘 훈련에 사용하기로 하였다. Faster R-CNN은 찾고자 하는 타겟에 대한 위치화 과정에서 적당한 위치를 제안하는 Region Proposal 과정을 그림11과 같이 Anchor Box의 도입을 통하여 해결하였다. 덕분에 표 1에서 볼 수 있는 것처럼 다른 R-CNN 모델들보다 처리속도 면에서 우월하다[11]. 게다가 파이썬의 텐서플로우에는 그림 12와 같은 Object Detection API라는 편리한 툴이 깃허브에 컨트리뷰트가 되어있어 머신러닝 입문자도 해당 알고리즘에 손쉽게 배울 수 있다는 장점이 있다. 따라서 본 논문에서는 연구 데이터를 취득하기 위한 도구로서 Faster R-CNN모델을 채용한 파이선 텐서플로우의 Object Detection API Tool을 사용하기로 하였다.

        
          
          

          Fig. 10. 
				
          

          
            Development of R-CNN Algorithm
          
          

          

        

        
          
          

          Fig. 11. 
				
          

          
            Structure of Faster-RCNN’s Region Proposal[6]
          
          

          

        

        
          Table 1. 
				
          

          
            Processing Speed According to RCNN Type[11]
          
          

        

        
          
            
              	System
              	Time
              	07 data
              	07 + 12 data
            

          
          
            	R-CNN
            	~50s
            	66.0
            	-
          

          
            	Fast R-CNN
            	~2s
            	66.9
            	70.0
          

          
            	Faster R-CNN
            	~198ms
            	69.9
            	73.2
          

        

        

        
          
          

          Fig. 12. 
				
          

          
            Tensorflow’s Object Detection API[9]
          
          

          

        

        해당 연구에 사용된 알고리즘이 찾아내야 할 캐릭터 오브젝트의 종류는 총 45종이며 색적을 방해하는 물체로는 20종의 불투명한 장애물 오브젝트(나무, 목재, 장식물, 바위)와 20종의 반투명한 장애물 오브젝트(꽃, 나뭇잎, 덤불)가 있다.

        또한 알고리즘 훈련의 베이스로 Object Detection API를 사용하였기에 사전에 훈련이 되어있는 Detection Model Zoo[12]의 ‘SSD MobileNet V2 FPNLite 640x640’을 선택하여 재사용하였으며, 해당 알고리즘이 이미 ‘COCO 2017 Dataset’를 기반으로 기초적인 물체 인식 알고리즘이 형성되어 있다는 점을 이용하여 그 기반 위에 추가로 커스텀 데이터들을 쌓아 올리는 방법을 사용하여 탐색과 훈련에 대한 자원을 아꼈다.

        추가로 학습에 사용된 이미지의 크기는 width 640, height 640이며 Learning Rate는 0.08, Batch_Size는 10, Training Steps는 33000으로 설정하였으며 캐릭터마다 서로 다른 3가지 모션이 설정된 총 24000개의 이미지를 학습에 사용하였다.

      

      
        3-2 CNN AI Sight Perception System 연결
        훈련이 완료된 R-CNN 알고리즘을 언리얼 엔진4에 연결하였다. 계산을 위한 텐서플로우로는 언리얼 엔진4에 내장된 파이썬을 사용하였으며 감시자 AI는 카메라를 통해 얻어낸 이미지를 Numpy Array를 통한 변환 합성 과정을 거쳐 재생성한 후 머신러닝 알고리즘에 입력값으로 보낸다. 그리고 반환 결과로 위치값과 분류값, 그리고 위치값에 대한 정확도 퍼센트지를 받아 언리얼 엔진의 Widget에 표시한다. 이러한 연결 구조를 도식으로 표현하면 그림13과 같다.

        
          
          

          Fig. 13. 
				
          

          
            RCNN-Tensorflow-Python-UE4 Connect Structure
          
          

          

        

      

    

    

  
    
      Ⅳ. 구현 및 결과
      
        4-1 구현 환경
        언리얼 엔진에서 R-CNN 알고리즘을 구현하고 테스트하기 위하여 본 연구에서는 그림 14와 같은 간단한 게임을 하나 제작해 구동하였다. 해당 게임은 드라마 오징어 게임의 인형을 닮은 감시자 NPC 1명과 색적의 대상이 되는 45종류의 캐릭터 89명으로 진행된다. 여기서 플레이어는 게임을 시작하며 45종류의 캐릭터 중 하나를 랜덤으로 배정받으며 플레이어로 배정된 캐릭터를 제외한 나머지 44종류의 캐릭터는 각각 2명씩 AI 플레이어에게 무작위로 할당되어 시작 지점에 생성된다.

        
          
          

          Fig. 14. 
				
          

          
            Game Environment For CNN Searching System
          
          

          

        

        본 게임의 기본적인 룰은 ‘무궁화 꽃이 피었습니다’와 ‘숨바꼭질’을 섞은 것으로, Move Phase와 Hide Phase로 나뉘어 진행된다. Move Phase에는 플레이어와 AI 플레이어는 목표 지점인 정면의 인형을 향해 이동하게 된다. 그리고 일정 시간이 지나 Move Phase에서 Hide Phase로 들어가게 되면 플레이어들은 감시자 NPC에게 들키지 않도록 몸을 숨겨야 한다. 이때 플레이어는 불투명한 장애물 뒤로 우회해 자신의 몸을 확실히 숨기는 방법과 반투명한 장애물(꽃, 덤불, 나뭇잎) 안에 숨어 컴퓨터의 머신러닝 알고리즘 판정을 통과하는 방법을 선택할 수 있다. 여기서 컴퓨터의 R-CNN 알고리즘 판정을 통과하는 것은 약간의 위험을 감수하게 되지만 목표 지점까지 최단 거리로 이동할 수 있게 되어 클리어 시간을 단축하는데 유리하다. 또한 플레이어를 Flow(몰입) 상태로 유도하기 위한 방법의 일환으로서, 옵션에 들어가 머신러닝 알고리즘에 보내질 이미지의 변형 정도를 조절하여 감시자 NPC의 관측 정확도를 조절함으로써 전반적인 난이도를 설정할 수 있다.

      

      
        4-2 훈련 데이터
        본 논문에서 제작한 R-CNN 알고리즘의 훈련에 들어간 이미지 데이터의 개수는 총 24000개로 45종류의 캐릭터가 포함된 이미지들이 라벨링[13] 과정을 거쳐 R-CNN 모델의 훈련 데이터값으로 들어갔다. 이때 라벨링이란 해당 이미지에 있는 캐릭터의 ID와 위치 정보를 xml 형식으로 저장하여 이미지 데이터와 묶는 과정을 뜻하는 것으로, 이를 위해선 각각의 이미지에 추가적인 데이터를 하나하나 기록해야 하는 복잡한 과정을 수행해줘야 하지만 그 대가로 하나의 이미지에서 여러 개의 오브젝트를 검출할 수 있게 되는 동시에 그들의 아이디와 위치 데이터를 반환받을 수 있게 된다.

      

      
        4-3 훈련 과정과 결과
        2만4천 개의 라벨링[13]이 된 이미지 데이터를 10의 Batch Size로 33000번 Train Steps를 돌렸으며 그 과정에서 얻어낸 훈련의 결과는 다음과 같다.

        그림 12부터 그림 15까지 텐서보드에 기록된 그래프 참고하면 Loss가 꾸준히 줄어드는 것이 볼 수 있다. 이는 훈련이 성공적으로 종료되어 해당 알고리즘이 실제 게임에서도 비슷한 종류의 이미지들을 분류할만한 능력을 갖췄다는 것을 의미한다.

        
          
          

          Fig. 15. 
				
          

          
            Training Image Datas
          
          

          

        

      

      
        4-3 비교 테스트 환경
        플레이어를 Flow(몰입) 상태에 들어가게 하기 위한 가장 기본적인 조건은 플레이어의 실력에 따라 난이도를 유동적으로 조절할 수 있는 것이다. 따라서 동일한 환경, 동일한 카메라 각도를 통해 얻어낸 이미지에서 목표하는 캐릭터를 제외한 배경의 명도를 조절하는 데이터 변형과정을 거쳤을 때 유의미한 관측 정확도의 차이를 보일 수 있어야 한다. 따라서 배경 명도를 10%로 낮춰 찾고자 하는 목표물을 극단적으로 드러내 관측 정확도를 높인 경우와 명도를 전혀 변형시키지 않은 원본 이미지를 R-CNN 머신러닝 알고리즘에 넣은 경우를 임의로 상정하여 같은 대상에 대한 두 경우의 정확도를 비교해 보고자 한다.

      

      
        4-4 비교 테스트 결과
        각 캐릭터들에 대한 관측 정확도 테스트 결과 표 2와 그림 17의 결과를 얻을 수 있었다. 여기서 표 2의 Image(100%)는 변형이 가해지지 않은 오리지널 이미지를 통해 얻어낸 결과값을 뜻하고, Image(10%)는 목표물을 제외한 배경 오브젝트들의 명도를 10%로 낮춘 이미지를 통해 얻어낸 결과값을 뜻하며, 아래의 그림 17은 이러한 반환값들 중 일부를 골라내 이미지 데이터로 변환시켜 가져온 결과물이라 할 수 있다.

        
          Table 2. 
				
          

          
            Table of Average Searching Accuracy by Image Deformation Degree
          
          

        

        
          
            
              	ID
              	Image(100%) Classification Accurarcy
              	Image(100%) Localization Accurarcy
              	Image(10%) Classification Accurarcy
              	Image(10%) Localization Accurarcy
            

          
          
            	1
            	True
            	89%
            	True
            	94%
          

          
            	2
            	True
            	77%
            	True
            	78%
          

          
            	3
            	True
            	63%
            	True
            	72%
          

          
            	4
            	True
            	92%
            	True
            	93%
          

          
            	5
            	True
            	87%
            	True
            	95%
          

          
            	6
            	True
            	90%
            	True
            	91%
          

          
            	7
            	True
            	91%
            	True
            	94%
          

          
            	8
            	False
            	-
            	False
            	-
          

          
            	9
            	True
            	79%
            	True
            	82%
          

          
            	10
            	True
            	84%
            	True
            	84%
          

          
            	11
            	True
            	97%
            	True
            	98%
          

          
            	12
            	True
            	89%
            	True
            	91%
          

          
            	13
            	True
            	95%
            	True
            	96%
          

          
            	14
            	True
            	87%
            	True
            	89%
          

          
            	15
            	True
            	97%
            	True
            	96%
          

          
            	16
            	False
            	-
            	True
            	56%
          

          
            	17
            	True
            	51%
            	True
            	89%
          

          
            	18
            	True
            	90%
            	True
            	91%
          

          
            	19
            	True
            	90%
            	True
            	92%
          

          
            	20
            	True
            	93%
            	True
            	93%
          

          
            	21
            	True
            	89%
            	True
            	92%
          

          
            	22
            	True
            	81%
            	True
            	91%
          

          
            	23
            	True
            	89%
            	True
            	96%
          

          
            	24
            	True
            	84%
            	True
            	85%
          

          
            	25
            	True
            	91%
            	True
            	88%
          

          
            	26
            	True
            	92%
            	True
            	93%
          

          
            	27
            	True
            	89%
            	True
            	91%
          

          
            	28
            	True
            	90%
            	True
            	92%
          

          
            	29
            	True
            	91%
            	True
            	91%
          

          
            	30
            	False
            	-
            	True
            	86%
          

          
            	31
            	False
            	-
            	False
            	-
          

          
            	32
            	True
            	92%
            	True
            	96%
          

          
            	33
            	True
            	68%
            	True
            	85%
          

          
            	34
            	True
            	98%
            	True
            	98%
          

          
            	35
            	True
            	93%
            	True
            	93%
          

          
            	36
            	True
            	89%
            	True
            	91%
          

          
            	37
            	True
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            Image Data with Background Brightness Deformed
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            Part of result value of Faster R-CNN Algorithm
          
          

          

        

        표2와 그림 17의 결과에 따르면 배경 오브젝트의 밝기의 변형 정도가 높은 이미지들이 평균적으로 높은 정확도를 보였으며 그것이 장애물에 가려져 관측하기 어려운 경우일수록 그 퍼센트의 차이가 커지는 것을 알 수 있었다. 이는 배경 명도 조절의 퍼센트지를 일종의 난이도 컨트롤을 위한 변수로서 사용할 수 있다는 것을 의미한다. 따라서 기존의 AI 시각 인지 시스템을 대신하여 도입한 R-CNN 기반의 AI 시각 인지 시스템이 색적이 중요한 장르의 게임에서 플레이어의 몰입을 위한 난이도 조절에 유의미한 기여를 할 수 있다는 것을 의미한다.

      

    

    

  
    
      Ⅴ. 결 론
      본 연구에서는 기존의 AI 시각 인지 시스템으로 해결할 수 없는 난이도 조절에 대한 해결책으로 머신러닝 Faster R-CNN 기반의 오브젝트 색적 알고리즘을 제시하였으며 소규모의 게임 콘텐츠를 제작해 실제 게임에서도 이미지 데이터의 변형을 통해 다수의 CNN 알고리즘을 제작하지 않아도 AI의 색적 정확도를 조절을 할 수 있다는 것을 증명했다. 이는 난이도 조절에 대한 적절한 지표가 없어 예외사항을 통해 부자연스럽게나마 난이도 조절을 시도할 수 밖에 없었던 지금까지의 게임들과 다르게 플레이어를 Flow(몰입) 상태로 이끄는 것이 한결 매끄러워졌다는 것을 뜻한다.

      본 연구는 색적 과정이 주가 되는 장르에서 카메라로 원하는 오브젝트만 따로 렌더링을 할 수 있는 게임이라는 매체의 장점을 살려 풀어낸 논문으로서, 초보 제작자들도 쉽게 따라할 수 있는 기초적인 가이드라고도 할 수 있다. 언리얼 엔진을 통해 이미지 데이터를 취득하는 동시에 변형시킬 수 있다는 점에서 훈련을 위한 라벨링 과정 역시 자동화를 할 수 있다면 향후 머신러닝 기반의 인공지능 인지 시스템을 일반화할 수 있으리라 기대하는 바이며, 메타버스를 위한 VR[14] 환경을 설계하며 플레이어와 직관적인 상호작용을 하는데도 크게 도움이 될 것으로도 기대된다.

      또한 추후 연구에서는 논리적인 해석에서 벗어나 색적이 주가 되는 FPS 게임을 실제 제작하여 머신러닝 기반의 AI 시각 인지 시스템으로 인한 난이도의 변화가 플레이어의 몰입감 상승에 과연 직접적인 영향력을 끼칠 수 있는지에 대한 실험을 진행할 예정이다.
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