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            Abstract
          
        

        
          Superpixel이란 유사성을 지닌 픽셀들을 일정 기준에 따라 묶어서 만든 하나의 커다란 픽셀을 말한다. Superpixel을 활용할 경우 객체의 의미있는 경계를 찾아 분류할 수 있어 이미지에 대한 Instance Segmentation 과정에 활용하기 유리하다. 본 논문에서는 도로이미지 상의 객체를 검출하는 인공신경망 모델에 활용할 이미지 데이터에 대해 전처리 과정에서 Superpixel을 적용한 방법을 제안한다. 제안하는 방법은 어노테이션 과정을 단순화하였으며 동시에 이를 활용한 인공신경망 모델도 충분한 정확도를 보인다는 것을 모의실험을 통해 확인하였다.

        

        
          
            초록
          
        

        
          Superpixel refers to a single large pixel that combines similar pixels, according to a certain standard. If superpixel is used meaningful boundaries of objects can be found and classified which is advantageous for use in the Instance Segmentation process for images. From this paper, we propose th method of applying superpixel in the preprocessing for image data to be used in the artificial neural network model that detects objects on the road image. The proposed method simplifies the annotation process, at the same time, it was confirmed not only that the artificial neural network model. using it. but also showed sufficient accuracy through simulation.
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      Ⅰ. 서 론 
      최근 머신러닝, 딥러닝 등 인공신경망에 대한 기술이 발달함에 따라 다양한 분야에 인공신경망이 적용되고 있다. 특히 영상처리 기술의 활용이 두드러지고 있다. 영상처리 기술은 이미지 내에서 검출을 희망하는 객체가 존재하는 경우에 보다 빠르고 정확한 검출이 가능해 쉽게 적용된다.

      도로인프라 분야 또한 인공신경망과 영상처리 기술을 활용해 도로표면상에 발생한 파손부 등을 파악하고 관리하는 기술이 활발히 개발되고 있다[1]-[3]. 2019년 말 기준 전국 도로연장은 111,314km[4]이다. 그러나 전체 인프라를 관리할 인력 및 비용이 부족하기 때문에 원활한 유지보수가 진행되지 않고 있다. 따라서 도로표면상 발생한 파손부 등을 빠르게 찾기 위한 방법으로 자동화 소프트웨어를 통한 검출기술이 개발되고 있다.

      인공신경망을 활용하였을 때 인공신경망의 성능은 학습 데이터의 품질에 따라 성능이 좌우된다[5]. 도로포장의 하자를 탐지하는 인공신경망을 학습시킬 때의 데이터 셋은 주로 사람이 직접 데이터 셋을 라벨링해서 인공신경망의 데이터 셋을 구축한다. 그러나 도로이미지에서 발생하는 균열을 사람이 직접 라벨링 하는 작업은 매우 많은 노동력과 시간이 소요된다. 또한 균열영역과 정상영역 간의 경계가 모호해 육안으로 판별할 경우 그 기준이 불분명해지고 결과적으로 데이터 셋의 품질이 떨어지게 된다. 따라서 인공신경망의 데이터 셋을 구축할 때 데이터 셋의 라벨링 과정에서 시간효율을 높이며, 동시에 라벨링 기준을 균일하게 유지할 수 있는 방법에 대한 개발이 필요하다.

      일반적인 경우, 이미지에 대한 라벨링을 진행할 때 각각의 픽셀을 경계로 분할이 진행된다. 본 논문에서는 이미지 데이터에 대한 라벨링 과정에서 ‘Superpixel’을 활용하여 기존 라벨링 방법의 한계를 보완하고자 한다.

      본 논문은 도로노면 이미지를 Superpixel 단위로 분리하는 알고리즘과 이를 활용해 실제로 도로노면 상에 발생한 균열 및 맨홀 등을 찾는 방법의 예를 제시한다. 또한, 본 논문에서 제안하지 않은 다양한 인공신경망 모델에 대한 Superpixel 알고리즘의 적용을 통한 확장 등의 발전 가능성을 제시한다.

    

    

  
    
      Ⅱ. 관련 연구
      
        2-1 기존 도로포장분석기술
        
          1) Object Detection 기반 분석 기술
          단일객체검출(Object Detection) 기술은 도로 이미지 상에 존재하는 단일객체(균열, 포트홀, 맨홀, 차선 등)를 분류하고, 해당 위치를 찾는 알고리즘을 말한다. 다중객체를 검출하고 해당되는 픽셀을 추출하는 다중객체 영역검출(Instance Segmentation) 기술에 비해 처리속도가 빨라 주로 동영상을 촬영하며 실시간으로 검출하는 과정에 활용된다. 대표적으로 YOLO(You Only Look Once) 알고리즘을 활용한다[2].단순히 단일 객체가 존재하는 위치와 그 범위를 파악할 수 있는 데이터만으로 학습을 진행한다. 따라서 해당 알고리즘의 경우 Superpixel 기술을 활용하지 않았다.

        

        
          2) Instance Segmentation 기반 분석 기술
          다중객체 영역검출(Instance Segmentation) 기술은 해당하는 다수의 객체를 검출하며 더 나아가 해당 객체의 영역을 픽셀 단위로 파악한다[3]. 결과적으로 본 연구에서 객체의 영역 및 그 경계에 대한 구체적인 정보를 파악할 수 있어 영상을 통한 정밀 분석 등에 활용되었다. 해당 알고리즘을 학습시키기 위해서는 각각의 픽셀이 어느 객체에 포함되는지를 모두 라벨링하여야 하므로 많은 시간이 소요된다. 본 논문은 이러한 Instance Segmentation 기법에 Superpixel 기술을 적용해 연구해보았다.

        

      

      
        2-2 Superpixel
        
          1) Superpixel의 정의
          Superpixel이란 이미지 전 처리 작업에서 많이 사용하는 기법 중에 하나로 각각의 픽셀들을 색 등 낮은 단계의 정보를 바탕으로 비슷한 것끼리 묶어서 '커다란 픽셀'을 만드는 작업이다[6]. 이 '커다란 픽셀'들을 Superpixel이라 하며 논문 후반부, 이미지 처리 과정에서 마치 하나의 픽셀처럼 다루어지게 된다.

        

        
          2) Superpixel의 특징
          전형적인 도로 이미지가 4,000*4,000픽셀로 이루어졌음을 감안하였을 때 이는 1.6*107개의 픽셀로 이루어졌음을 알 수 있다. 즉, 해당 픽셀 수 만큼 데이터에 대한 라벨링 작업이 이루어져야 한다. 그러나 해당 데이터를 Superpixel 단위로 결합시킬 경우 각각의 픽셀들은 유사한 특성을 지닌 픽셀끼리 결합된다. 그리고 결합된 이후 각각의 Superpixel에 대한 라벨링만을 진행하면 된다. 따라서 해당 이미지를 1,000개의 Superpixel로 분리할 경우 라벨링 작업량 또한 그만큼 줄어들 수 있다.

          그러나 이러한 장점에도 Superpixel로 결합할 경우 요소들 간의 기하학적인 관계가 매우 복잡하게 된다는 치명적인 단점이 있다. 기존 이미지에서 통상적으로 모든 픽셀은 4개의 픽셀을 이웃 픽셀로 가진다. 그에 반해 Superpixel들 간의 이웃 관계는 매우 복잡하고 연산 전에 예측할 수 없다.

        

        
          3) Superpixel의 조건
          Superpixel은 표 1의 조건을 만족시키는 것을 목표로 한다.

          
            Table 1. 
				
            

            
              Condition of Superpixel
            
            

          

          
            
              	1) Partition
              	 Every pixels in Image must belong to a single Superpixel.
            

            
              	2) Connectivity
              	 One Superpixel should consist of a connected set of pixels.
            

            
              	3) Boundary Adherence
              	 Boundaries in the actual image should also be Bounds in the Superpixel.
            

            
              	4) Compactness,	Regularity and	Smoothness
              	 In areas where Boundary does not exist, Superpixels must take a simple form.
            

            
              	5) Efficiency
              	 Algorithms for calculating Superpixel should be efficient.
            

            
              	6) Controllable	Number of	Superpixels
              	 The user shall be able to set the final number of Superpixels.
            

          

          

        

        
          4) Superpixel 알고리즘
          Superpixel 알고리즘은 크게 Graph 기반 알고리즘과 Gradient-descent 기반 알고리즘으로 나뉜다.

          Graph 기반 알고리즘은 각 픽셀을 그래프의 한 꼭짓점으로, 꼭짓점 간 경계는 픽셀 간 유사도에 비례하게 설정하여 그래프를 구성한다. 또한 그래프의 노드(이하 복잡성)을 최소화하는 상태를 계산하여 Superpixel을 생성한다.

          Gradient-descent 기반 알고리즘은 미리 대충 나눠진 픽셀에서 시작하여 반복적으로 클러스터링(픽셀을 유사한 그룹으로 묶는 방법)을 갱신하면서 결과가 어느 기준에 도달할 때까지 계산을 하는 방법이다.

          본 연구는 Graph 기반 알고리즘을 활용해 Superpixel을 생성하였다.

        

      

    

    

  
    
      Ⅲ. 제안 방법
      
        3-1 목적
        영상처리 기술의 발달에 따라 이를 처리하는 인공신경망 모델의 학습 또는 평가에 활용되는 데이터 셋의 중요성이 커지고 있다. 도로표면상의 균열학습을 위한 데이터 셋을 구축하는 과정은 사람이 육안으로 진행할 경우 라벨링을 해야 하는 객체의 경계가 많아 동일한 기준을 계속해서 유지하기 어려우며 작업 시간 또한 많이 소요된다.

        본 논문에서는 도로이미지 데이터에 대해 균열, 맨홀 등 객체의 경계를 보존하면서도 동일 객체의 내부는 경계가 단순한 Superpixel로 분할되도록 픽셀을 유사한 그룹으로 묶는 방법을 제안한다. 제안하는 방법은 이미지 내에 존재하는 객체에 대한 라벨링 작업을 보다 단순화한다. 또한 Superpixel은 객체의 경곗값을 보존하고 있으므로 Instance Segmentation 과정에 적용하면 보다 높은 정확도를 달성할 수 있다.

        본 Ⅲ장에서는 도로 이미지의 전처리 과정에 대해 Graph기반 알고리즘을 적용하여 이미지 내 픽셀 데이터를 유사한 그룹으로 묶었다. 앞서 유사한 그룹으로 묶은 픽셀에 대해 Mean-Shift 클러스터링을 적용하여 유사한 픽셀들을 2차적으로 클러스터링하는 방법을 제시한다. 이를 통해 데이터의 전처리 과정에서의 노력과 시간을 줄이면서 데이터의 품질을 향상시킬 수 있다.

      

      
        3-2 방법 및 구조
        제안 방법의 흐름도(flow chart)는 그림1과 같다. 전처리 대상 데이터에 대한 Superpixel 생성, 픽셀 특성 추출, Superpixel 분류, 조건부 랜덤필드를 활용한 추론적 Superpixel 라벨링, 해당 결과를 활용한 Mean-Shift 클러스터링 과정을 거치게 된다. 최종적으로 이미지 데이터는 적은 수의 클러스터링 조각으로 분류되고 이는 사람이 쉽게 라벨링 할 수 있게 된다.

        
          
          

          Fig. 1. 
				
          

          
            Flow Chart of Proposed Method
          
          

          

        

        
          
          

          Fig. 2. 
				
          

          
            Example of Road Image Superpixel Generation
          
          

          

        

      

      
        3-3 세부방법
        
          1) Superpixel 생성
          [6]에 따라 하나의 이미지를 사전정보 없는 그래프로 고려하였다. G=(V,E), V는 노드 세트이고(픽셀) E는 픽셀사이의 가장자리를 나타낸다. 사전정보 없는 그래프는 G로써 이미지를 모델링 하여, 우리의 목표는 정확히 K개의 가장자리를 가지는 sub-graph S를 찾는 것이다. 이웃한 꼭짓점 간 색의 유사성을 이용해 무작위 진행 방식에서의 전이확률을 계산하며 이웃한 픽셀의 색의 유사성을 이용하여 평가되고 Gaussian kernel을 사용하여 계산했다. 또한 작은 클러스터를 만들기 위해 이웃한 꼭짓점 간의 색의 유사성을 이용해 무작위 진행 방식에서 일정 엔트로피 비율이 사용되었다. 결과적으로 Sub-graph S의 엔트로피 비율은 다음과 같이 정의된다.
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          Ns는 sub-graph S내에서 연결된 컴포넌트의 개수이며 M 클러스터 멤버들의 분포를 나타낸다. 위의 방정식에서 첫 번째 항목은 유사한 크기의 클러스터 수를 많게 하고 두 번째 항목은 클러스터의 수가 적은 것을 선호한다. 마지막 목표는 함수와 B를 합하는 것이고 유사한 모양, 촘촘함과 개수가 적은 클러스터를 선호한다.
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          위의 대상물 함수를 최대화하기 위한 방법으로 Greedy optimization 방식을 사용하였다. Greedy optimization 방식은 근사 알고리즘의 일종으로 빠르게 해를 찾아갈 때 사용하기 적합한 방법이다.

        

        
          2) 픽셀 특성 추출
          각 픽셀이 대상물인지 비대상물인지를 판단하기 위해 다음의 4가지 특성을 이용하여 추출하였다.

          (1) Histogram of Gradients (HOG)

          HOG는 원래 이미지내의 사람을 탐지하기 위해 사용되었다[7]. 분석하고자 하는 구역을 작은 셀(픽셀 8*8 size)로 나눈다. 각 셀들은 일종의 변화도를 포함하는 편미분 계수로 구성된 방향 정보를 가진 9개의 구간의 히스토그램을 생성한다. 각 구간은 0~180도 까지 동등하게 분산된다. 한 셀에 있는 각 픽셀들은 방향과 관련된 구간을 차지하고 그것은 상기 언급한 변화도를 포함하는 히스토그램의 크기에 근거하여 계산한다. 또한, 모든 셀들을 연결하기 위해 그룹단위로 그룹화 하였다. 이러한 히스토그램은 정규화 된 셀 히스토그램을 연결함으로써 얻어진다. 마지막으로 각 superpixel마다 하나의 긴 특성 벡터를 생성하기 위해 정규화 된 셀 히스토그램을 모든 그룹으로부터 연결한다. Superpixel은 임의의 모양을 가지기 때문에 패치(superpixel의 평균 사이즈)를 중앙화 하였으며 그것으로부터 HOG를 추출했다.

          (2) Co-Occurrence Matrix (COOC):

          Co-Occurrence Matrix는 잘 알려진 질감 특성이다. 이를 통해 대상의 공간적 분포를 볼 수 있다. 구체적으로는 픽셀 쌍의 특정 값과 서로간의 특정 공간적 분포 발생의 빈도를 측정한다. HOG와 유사하게, 우리는 각 300*300 픽셀의 조각으로부터의 Co-Occurrence Matrix를 계산했다.

          (3) Intensity Histogram (IH)

          세 번째 특성은 Superpixel 내에서의 그레이 스케일의 히스토그램이다. 이 히스토그램의 분석을 위하여 256차원의 히스토그램을 생성하고 각 세기 값의 픽셀의 수를 더했다.

          (4) Mean Intensity (MI)

          네 번째 특성은 하나의 Superpixel 내의 모든 픽셀의 평균 세기 값이다.

          상기 언급한 두 개의 특성 (HOG 와 COOC)은 질감과 모양 특성을 추출한다. 그리고 마지막 두 가지 특성(IH와 MI)는 각superpixel의 세기 값의 변동을 나타낸다. 결과적으로 위의 특성을 각 superpixel로 부터 계산하고 정규화 된 세 가지 특성을 더했다.

        

        
          3) Superpixel 분류
          Superpixel을 분류하여 해당 Superpixel이 해당 객체일 확률을 계산한다. 이 과정에서 Support Vector Machine (SVM) 분류기를 활용했다[8],[9]. 본 연구에서는 객체별로 각각의 SVM을 사용하여 Superpixel을 분류하였다.

          SVM을 적용하기 위해서는 이를 위한 학습 데이터가 필요하다. 훈련 데이터로 각각의 Superpixel을 활용하고 이들 중 대상물을 보유한 픽셀과 그렇지 않은 픽셀을 각각 Positive Superpixel과 Negative Superpixel이라 분류하였다.

          픽셀 특성 추출에서 추출해낸 4가지 특성을 활용해 객체별로 학습을 진행한 결과는 그림 3과 같다. 각 점수는 픽셀이 객체일 확률을 나타낸다. 즉, 점수가 높을수록 픽셀이 대상물을 포함할 확률이 높다는 것을 말한다. 해당 결과를 통해 대상물 별로 대상물을 탐지하는 데에 기여하는 특성이 다르다는 것을 알 수 있다.

          
            
            

            Fig. 3. 
				
            

            
              Object recognition probability score of Superpixel
            
            

            

          

        

        
          4) 조건부 랜덤 필드(CRF)를 활용한 추론적 Superpixel 라벨링
          일반적인 분류기는 인접한 샘플을 고려하지 않고 단일 샘플에 대한 레이블만을 예측하는 문제가 있다. 조건부 랜덤 필드(CRF; Conditional Random Field)는 그림 4와 같이 인접 픽셀들을 연결하여 일반적인 분류기의 단점을 보완하고 정확한 예측을 할 수 있도록 하는 통계적인 모델링 방법이다. 따라서 CRF는 각 픽셀의 관계를 파악할 수 있어 정확한 분류가 가능하다[10],[11].

          
            
            

            Fig. 4. 
				
            

            
              Context Inference in CRF Utilization
            
            

            

          

          본 연구는 이 과정에서 각 히스토그램의 교집합 거리와 평균 세기의 절대적 차이를 활용하였다.

          따라서 CRF 최적화 이후, 관심지역과 백그라운드를 나타내는 이진화된 라벨링 조각을 얻을 수 있었다.

        

        
          5) Mean-Shift 클러스터링
          앞선 과정을 통해 분류된 Superpixel의 특성, 대상물일 확률을 얻었다. 이들을 활용할 경우 결과적으로 유사한 Superpixel끼리의 클러스터링이 가능해진다.

          클러스터링 과정에서는 Mean-shift 클러스터링 알고리즘을 활용하였다[12]. 클러스터의 개수를 K개로 결정한 K-means 클러스터링과 비교하였을 때 Mean-shift 클러스터링은 계산 속도는 상대적으로 느리지만 적절한 클러스터의 개수를 자동으로 발견하고, 여러 번 실험을 반복하였을 때 계속해서 유사한 결과를 도출해낼 수 있었다.

          Mean-shift 클러스터링 알고리즘은 Sliding-window의 네트워크 통신을 기반으로 데이터 포인트들의 밀도가 가장 많이 모여 있는 지점을 찾는 방식으로 진행된다. 일정 반경 내에 더 이상 밀도가 높아지지 않을 때까지 이를 반복수행하여 해당 반경 내에 속한 그룹으로 클러스터를 형성한다.

          각각의 Superpixel을 추출한 히스토그램을 기반으로 분포하여 점으로 표현한 뒤 Mean-shift 클러스터링을 통해 결과적으로 동일한 객체를 표현하는 Superpixel의 클러스터를 만들었다. 그림 5와 같이 경계선은 보존하며 유사한 픽셀들을 모두 클러스터링 할 수 있게 된다. 최종적으로 데이터 셋 라벨링을 진행할 때에는 각 픽셀별 라벨링이 아닌 클러스터 각각에 대한 라벨링 만을 진행하면 된다. 따라서 사람의 라벨링 작업량이 극히 줄어들게 되었다.

          
            
            

            Fig. 5. 
				
            

            
              Cluster Progress Stage
              (a) Sample Image, (b) Superpixel,		 (c) mean-shift Clustering, (d) Human Annotated Result

            
            

            

          

        

      

    

    

  
    
      Ⅳ. 실험 및 결과
      본 연구에서는 조각 분류의 정확도를 측정하기 위해 standard dice-similarity co-efficient, 즉, QS를 사용했다[13].

      
        
          
            	
              
                
                  Q
                  S
                  =
                  
                    
                      2
                      
                        
                          D
                          ∩
                          G
                        
                      
                    
                    
                      D
                      ∪
                      G
                    
                  
                
              
            
            	
              (3) 
				
            
          

        

      

      D와 G는 탐지된 조각과 실측된 조각을 나타낸다. 이것으로 탐지 결과를 얻을 수 있다. 예를 들어 QS를 경계화하여 네 가지 값 true positive, true negative, false positive와 false negative를 구한다. 이들을 각각 TP, TN, FP와 FN이라 하며QS ≥ 80%면 TP라고 고려했다.

      QS를 통해 판단한 TP, TN, FP와 FN은 다음의 수식을 통해 그 정확도를 정량적으로 판단한다.
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      이를 통해 평가한 결과는 표 2와 같으며, 분류한 결과 이미지는 그림 6과 같다.

      
        Table 2. 
				
        

        
          Accuracy evaluation result
        
        

      

      
        
          
            	Evaluation matrix
            	result
          

          
            	lane
            	manhole
            	patch
          

        
        
          	True Positive
          	43
          	29.7
          	12.7
        

        
          	False Positive
          	9
          	0.22
          	1.2
        

        
          	True Negative
          	10
          	89.1
          	89.9
        

        
          	False Negative
          	1
          	0.96
          	3.7
        

        
          	Accuracy
          	84.13
          	99.00
          	95.3
        

      

      

      
        
        

        Fig. 6. 
				
        

        
          Example of classification accuracy measurement results
        
        

        

      

    

    

  
    
      Ⅴ. 결 론
      일반적으로 인공신경망을 기반으로 한 도로정보 분석 과정은 정밀 촬영한 도로 이미지에 사람이 직접 라벨링을 한다. 따라서 인공신경망 모델 학습을 위한 데이터셋 구축에 많은 시간과 인력이 소요된다. 또한 학습 데이터셋의 품질에 따라 신경망 모델의 성능이 크게 좌우되는데, 전체 이미지에서 사람이 직접 수작업으로 데이터 셋을 라벨링한 경우 객체 간 경계가 일정하지 않아 데이터셋이 균일하지 않으며 품질이 낮아질 수 있다는 한계가 있다.

      본 연구에서는 다중객체의 영역을 검출하는 것을 목적으로 하는 인공신경망 모델 학습을 위한 이미지 데이터의 전처리 과정에서 발생하는 데이터셋 라벨링 작업의 어려움을 줄이기 위해 Superpixel을 활용하는 방법을 제안하였다. 먼저 Graph 기반의 생성 알고리즘을 통해 1차적으로 Superpixel을 생성하고 이들의 특성을 추출한 뒤 CRF 기술을 적용했다. 다음으로 Mean-Shift 클러스터링을 진행하여 최종적으로 이미지 데이터 내 라벨링 해야 할 픽셀의 수를 획기적으로 줄였다. 본 연구에서 제안하는 방법은 실제 도로이미지에서 충분히 활용 가능한 정확도를 얻을 수 있음을 모의실험을 통해 확인하였다.

      본 연구에서는 도로이미지 데이터의 전처리 과정에서 Superpixel을 적용한 방법을 제안하였다. Superpixel은 픽셀 단위로 라벨링을 진행한 이미지 데이터와 비교하였을 때 이미지의 차원을 수십 또는 수백만 분의 일 픽셀 단위로 줄일 수 있다.

      본 연구에서 제안한 방법을 활용할 경우 인공신경망 모델 학습 데이터셋을 구축하는 데에 있어 시간적, 경제적으로 효율적이다. 기존 데이터셋을 라벨링하는 과정은 사람이 직접 이미지 데이터에서 객체별로 각각의 경계를 직접 찾고, 이를 따라 그리는 과정이 필요하다. 그러나 본 연구에서 제안하는 방법을 활용할 경우 그림5에서 볼 수 있듯이 자동으로 경계영역이 분류된 5~6개 영역에 대해 라벨링하는 것으로 전체 과정을 대체할 수 있다.

      또한 기존 라벨링 방식은 사람이 직접 객체의 경계를 찾는 과정에서 라벨링한 객체의 경계가 균일하지 못하고, 라벨링한 사람마다 결과가 달라 객관성이 떨어진다는 한계를 가지고 있었다. 하지만 본 연구에서 제안하는 방법은 경계를 검출하는 과정이 자동화되기 때문에 객체영역의 경계기준이 동일한 객관적인 데이터셋을 만들 수 있다. 본 연구에서 제안하는 방법을 활용할 경우 앞으로 인공신경망 모델의 학습 및 연산속도 단축 및 성능 향상에 기여할 수 있을 것으로 기대된다.
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