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            Abstract
          
        

        
          본 논문은 키포인트 기반의 시각적 지역 특징을 이용해 평면 물체를 인식할 때 어떤 점들을 고려해야하는지에 대한 비교 분석을 제시한다. 실제 응용에서 나타날 수 있는 평면 물체 인식에 대한 다양한 시나리오를 고려한 데이터베이스를 이용하여 지역 특징 추출 알고리즘, 매칭 및 정제 알고리즘, 호모그라피 계산 알고리즘을 달리하면서 각 조합에 따른 인식의 정확도 및 전체 연산 속도를 비교 분석한다. 본 논문에서 비교 분석한 결과는 키포인트 기반의 시각적 지역 특징을 이용해 평면 물체를 인식해야 하는 컴퓨터비전이나 로봇비전 응용을 개발할 때에 좋은 참고자료로 활용가능하며 특히, 증강현실이나 동시적 위치 추정 및 지도 작성과 같이 지역 특징의 매칭과 호모그라피의 계산을 토대로 카메라의 3차원 자세를 추정해야하는 응용 등에서 높은 가치가 기대된다.

        

        
          
            초록
          
        

        
          This paper presents a comparative analysis of what factors should be considered when recognizing a planar object using keypoint-based visual local features. Using a database that considers various scenarios for planar object recognition that may appear in real-world applications, we compare and analyze the recognition accuracy and overall computation time while differently from the local feature extraction algorithm, matching and refinement algorithm, and homography calculation algorithm. The comparative analysis presented in this paper can be used as a good reference when developing computer vision or robot vision applications that need to recognize planar objects using keypoint-based visual local features. In particular, it is expected to be useful when developing applications that require estimating the three-dimensional posture of a camera based on matching local features and calculating homography, such as augmented reality or simultaneous localization and mapping.
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      Ⅰ. 서 론
      평면 물체를 빠르고 정확하게 인식하는 것은 컴퓨터비전이나 로봇비전 응용에 있어서 매우 중요한 기술 중 하나이다. 특히, 평면 물체 인식의 범위를 대상 평면 물체의 위치와 크기를 추정하는 단계를 넘어 대상 평면 물체와 이를 포착하고 있는 카메라 사이의 3차원 자세 추정까지로 확장한다면 해당 기술을 증강현실(augmented reality, AR) 응용이나 동시적 위치 추정 및 지도 작성(simultaneous localization and mapping, SLAM) 응용 등에도 활용 가능하다. 이를 위해서는 대상 평면 물체만을 포함하고 있는 등록 이미지와 대상 평면 물체와 함께 방해 요소로 작용하는 배경이나 다른 물체들을 함께 포착하고 있는 실시간 이미지 사이의 호모그라피(homography) 계산이 필수적이다.

      평면 물체 인식에 있어서 호모그라피의 계산은 대상 평면 물체와 이를 포착하고 있는 카메라 사이의 3차원 자세 추정을 가능하게 하여 단순히 위치와 크기만을 추정하는 것보다 훨씬 많은 활용가능성을 열어준다. 뿐만 아니라 계산된 호모그라피는 평면 물체 인식의 수락(accept)과 거부(reject) 사이의 의사결정(decision making)에 대한 결정적 판단근거로 활용가능하다. 등록 이미지와 실시간 이미지 사이의 호모그라피를 계산하기 위해서는 최소 4쌍의 위치 관련성(correspondence)이 요구되며, 이는 두 이미지 사이에서 추출된 키포인트 기반의 시각적 지역 특징(keypoint-based visual local features)의 매칭(matching)에 기초한다.

      실시간 이미지의 복잡한 배경(cluttered background)과 대상 평면 물체의 가려짐 현상(occlusion)을 극복하기 위해 시각적 지역 특징에 대한 연구가 활발히 진행되어왔다. 시각적 지역 특징은 이미지의 전역을 표현하는 대신에 여러 개의 국소 지역을 찾아서 표현하기 위해 사용되는 특징이다. 이 중에서도 키포인트 기반의 시각적 지역 특징이 가장 많이 쓰이고 있으며, 이는 여러 가지 변화에도 반복성(repeatability)이 높은 키포인트를 검출(detection)한 후에 이를 중심으로 한 국소 지역을 기술(description)하는 순으로 이뤄진다[1,2]. 여러 개의 국소 지역을 사용하므로 가려짐 현상이나 복잡한 배경에 강인할 뿐만 아니라 시점이나 조명에 따른 변화에도 덜 민감한 장점을 가진다. 평면 물체 인식에 있어서 어떤 키포인트 기반의 시각적 지역 특징을 선택하느냐는 인식의 성패를 결정할 만큼 중요한 문제이다.

      키포인트 기반의 시각적 지역 특징에 대한 비교 분석에 관한 연구[3]는 최근까지도 진행되고 있지만 대부분이 카툰 이미지 등의 단순한 이미지 사이의 매칭을 통한 특징 자체에 대한 성능 비교에만 초점을 맞추고 있을 뿐 이를 실제 현실 세계에서 나타날 수 있는 평면 물체 인식 시나리오에 적용하였을 때 어떤 결과로 이어지는 지에 대한 비교 분석 연구는 부족한 실정이다. 본 논문에서는 최근 평면 물체 추적을 위한 벤치마킹 목적으로 제작된 데이터베이스[4]를 활용하여 평면 물체 인식 문제에서 키포인트 기반의 시각적 지역 특징을 선택할 때 어떤 점들을 고려해야하는지에 대한 비교 분석 실험을 수행한다. 본 논문에서는 평면 물체 인식의 범위를 대상 평면 물체와 이를 포착하고 있는 카메라 사이의 3차원 자세 추정까지로 정의하고, 앞으로 키포인트 기반의 시각적 지역 특징을 줄여서 지역 특징이라 부른다.

      본 논문은 다음과 같이 구성된다. 2장에서는 지역 특징에 대해 추출하는 방식에 따라 두 가지로 나누어 살펴보고, 3장에서는 추출된 지역 특징을 이용하여 평면 물체를 인식하는 과정에 대해 기술한다. 4장에서는 지역 특징의 선택이 평면 물체 인식의 결과에 어떤 영향을 끼치는 지에 대한 비교 분석 실험과 그 결과를 제시한다. 마지막으로 5장에서 결론을 맺고 향후 연구 방향을 모색한다.

    

    

  
    
      Ⅱ. 지역 특징
      
        2-1 경사도 기반 특징
        SIFT[5]는 현재까지 가장 성공한 지역 특징으로 인정받고 있으며, 수많은 상용 어플리케이션에서 활용되면서 그 성능을 입증하고 있다. SIFT는 크기 공간(scale space)에서 지역 극값(local extrema)을 찾고, 해당 영역의 크기와 방향(orientation) 을 정규화(normalization) 한 후 여러 개의 격자 내에서 각각 경사도(gradient)의 분포(histogram)를 계산한 후, 하나의 벡터(vector)로 표현하는 절차를 통해 지역 특징을 추출된다. 따라서 SIFT에 의해 추출된 지역 특징은 크기와 방향의 변화에 불변(invariant)한 성질을 가진다. SIFT는 높은 반복성과 매칭 신뢰도 때문에 널리 이용되고 있지만, 경사도를 계산하는 데 있어서 연산 량이 크다는 단점이 있다. SIFT의 연산을 근사하여 연산속도를 대폭 향상시킨 SURF[6] 등이 개발되었지만, 이 또한 계산력이 부족한 모바일 환경에서는 큰 연산 량으로 인하여 사용이 제한적이다.

      

      
        2-2 이진 특징
        경사도 기반 특징의 무거운 연산 량을 해결하기 위한 방법으로 이진 특징이 연구되어 왔다. 이진 특징은 단순히 두 픽셀 쌍들의 밝기 값 비교를 통해 키포인트 검출하고 기술한다. FAST[7]는 이웃하는 모든 픽셀보다 어둡거나 밝은 점을 키포인트로 검출한다. 키포인트가 아닌 픽셀들 중 대부분의 픽셀은 한두 번의 비교를 거쳐 걸러지기 때문에 매우 빠르게 전체에 대한 계산이 가능하다. BRIEF[8]는 2진 체계 기술자(descriptor)로써, 미리 정해놓은 일련의 픽셀 쌍의 밝기 값 비교를 통해 0과 1로만 이루어진 비트 스트링(bit strings)을 결과로 반환한다. ORB[9]는 FAST 키포인트와 BRIEF 기술자에 방향 변화에 불변한 성질을 추가한 특징이다. 그밖에 비교대상인 픽셀 쌍을 대체하여 가우시안 커널(Gaussian kernel)을 통과한 두 영역으로 확장한 BRISK[10] 등이 연구되어 오고 있다. 일반적으로 이진 특징은 경사도 기반 특징에 비해 다양한 변화에 약한 단점을 보이지만 최대 10배 이상의 빠른 연산 량을 자랑한다. 뿐만 아니라 이진 특징은 최종 특징 벡터가 0과 1로만 이루어져 있기 때문에 경사도 기반 특징보다 훨씬 적은 메모리로 표현이 가능하며, 해밍 거리(Hamming distance)의 장점을 이용할 수 있어서 특징들 사이의 유사도를 빠르게 계산할 수 있는 부가적인 장점을 지닌다.

      

    

    

  
    
      Ⅲ. 평면 물체 인식 과정
      
        3-1 지역 특징 추출
        지역 특징은 이미지에서 키포인트를 검출한 후, 해당 키포인트의 위치와 크기 정보로 생성한 이미지 조각(patch)에 대해 키포인트 기술자를 이용해 고차원의 벡터로 기술하는 과정을 통해 추출된다. 지역 특징에 회전 변화에 불변한 속성을 부여하기 위해 기술되기 전 방향 정보를 할당한다. 하나의 지역 특징은 키포인트와 고차원의 벡터의 조합이며, 키포인트는 위치, 크기, 방향 등의 속성을 가진다.

        등록 이미지는 대상 평면 물체만을 포함하고 있거나 대상 평면 물체의 경계가 주어지기 때문에 이를 이용해 대상 평면 물체 영역에서만 지역 특징을 추출할 수 있다. 이 과정은 오프라인에서 한번만 수행되며, 추출된 지역 특징은 실시간 이미지에서 추출할 지역 특징과의 매칭을 위해 키포인트의 위치와 고차원의 벡터를 메모리에 저장한다. 실시간 이미지에서는 대상 평면 물체가 어디에 어떻게 놓여있는지 모르기 때문에 이미지의 전체 영역에서 지역 특징을 추출한다.

      

      
        3-2 지역 특징 매칭 및 정제
        등록 이미지에서 추출한 지역 특징과 실시간 이미지에서 추출한 지역 특징 사이의 매칭을 수행한다. 지역 특징이 가진 고차원의 벡터 사이에 계산된 거리가 가장 가까운 지역 특징끼리 매칭된다. 일반적으로 경사도 기반 특징은 유클리디안 거리(Euclidean distance), 이진 특징은 해밍 거리를 거리를 측정하는 계량(metric)으로 정의한다.

        실시간 이미지는 대상 평면 물체와 함께 방해 요소로 작용하는 배경이나 다른 물체들을 함께 포착하고 있기 때문에 매칭 결과에는 이상치(outlier)라고 부르는 잘못된 매칭을 포함한다. 이상치는 인식을 방해하는 요소로 작용하기 때문에 이를 최소화하기 위한 정제(refinement)과정을 거친다. 정제 방법으로는 최근린 거리 비율(nearest neighbor distance ratio, NNDR)과 양방향 매칭(bi-directional matching) 등이 있다[2,5]. NNDR은 거리가 가장 가까운 지역 특징과의 거리 대비 두 번째로 가까운 지역 특징과의 거리의 비율이 특정 값보다 작은 매칭만 취하고 그렇지 않은 매칭은 걸러내는 방식이다. 양방향 매칭은 등록 이미지에서 추출된 지역 특징과 실시간 이미지에서 추출된 지역 특징을 양방향으로 매칭한 후, 서로 주고받은 매칭만 취하고 그렇지 않은 매칭은 걸러내는 방식이다.

      

      
        3-3 호모그라피 계산 및 인식 여부 판단
        매칭된 지역 특징들이 가진 키포인트의 위치 쌍들을 이용하여 등록 이미지와 실시간 이미지 사이의 위치 관련성들을 만들어 낼 수 있으며, 최소 4쌍의 위치 관련성이 있다면 대상 평면 물체 내에 존재하는 2차원 좌표가 등록 이미지 상에서 실시간 이미지 상으로 변환되는 호모그라피의 계산이 가능하다. 4쌍 이상의 위치 관련성이 없다면 그 즉시 인식을 거부할 수 있다.

        호모그라피는 모든 위치 관련성에 대한 최소 자승법(leaste squares method)으로도 계산 가능하지만 매칭 후 정제과정을 거쳤다고 할지라도 위치 관련성에는 이상치가 존재할 수 있기 때문에 이상치를 제거하면서 호모그라피를 계산하는 알고리즘인 RANSAC[11]을 이용한다면 보다 정확한 호모그라피의 계산이 가능하다. 매칭된 지역 특징의 키포인트의 위치 쌍뿐만 아니라 매칭된 지역 특징 사이의 거리를 추가로 활용한다면 매칭 점수가 높은 위치 관련성에 샘플링의 우선권을 주는 방법인 PROSAC[12]을 이용하여 호모그라피의 계산 속도를 높일 수 있다.

        3×3 행렬로 표현되는 호모그라피의 좌 상단 2×2 부분 행렬을 이용해 호모그라피의 유효성을 판단한다. 유효하지 않은 호모그라피는 뒤집힘(reflection), 뒤틀림(twist), 오목(concave) 현상을 포함한다. 유효하지 않은 호모그라피에 대해서는 인식을 거부한다. RANSAC과 PROSAC은 호모그라피를 계산하는 과정에서 이상치를 모두 걸러주고 정상치(inlier)만 남기는데 최종 정상치의 개수를 인식 여부를 판단하는 데에 추가 근거로 활용할 수 있다.

      

    

    

  
    
      Ⅳ. 실험 및 비교 분석
      
        4-1 데이터베이스
        평면 물체 인식 문제에서 지역 특징을 선택할 때 어떤 점들을 고려해야하는지에 대한 비교 분석 실험을 수행하기 위해 최근 평면 물체 추적을 위한 벤치마킹 목적으로 제작된 데이터베이스[4]를 활용한다. 해당 데이터베이스는 그림 1과 같이 30개의 평면 물체를 대상으로 각 물체마다 크기 변화(scale change), 회전(rotation), 원근 왜곡(perspective distortion), 흐려짐(motion blur), 가려짐(occlusion), 사라짐(out-of-view), 무제약 환경(unconstrained) 등의 7가지 서로 다른 변화요소를 고려하여 촬영한 영상을 포함한다. 따라서 전체 210개의 영상으로 구성되며, 각각의 영상은 501개의 프레임으로 구성된다. 첫 번째 프레임을 등록 이미지로 사용하고 나머지 500개의 프레임을 실시간 이미지로 사용한다. 영상과 함께 매 프레임 마다 평면 물체의 네 모서리 좌표가 주석으로 달려있다. 해당 좌표를 활용하면 등록 이미지에서는 대상 평면 물체 영역에서만 지역 특징을 추출할 수 있고, 실시간 이미지에서는 계산한 호모그라피를 이용해 등록 이미지의 대상 평면 물체 영역을 변환한 네 모서리 좌표와 비교하여 인식의 성공여부를 판단한다.

        
          
          

          Fig. 1. 
				
          

          
            30 planar objects in the database
          
          

          

        

      

      
        4-2 구현
        실험을 위해 4-1절에서 설명한 데이터베이스를 대상으로 3장에서 설명한 평면 물체 인식 과정을 구현하였다. 모든 구현은 OpenCV 4.4.0[13]을 이용하였다.

        3-1절의 지역 특징 추출을 위한 알고리즘으로는 SIFT, SURF, BRISK, ORB를 포함하였으며, ORB의 첫 번째 파라미터만 100,000으로 변경하였다. 이는 포함한 알고리즘 중 ORB만 검출할 키포인트를 제한하고 있어서 나머지 알고리즘과 동등하게 가능한 모든 키포인트를 검출하도록 하기 위함이다. 3-2절의 특징 매칭을 위해 SIFT와 SURF는 유클리디안 거리를 위한 NORM_L2를 인자로, BRISK와 ORB는 해밍 거리를 위한 NORM_HAMMING을 인자로 생성된 BFMatcher 클래스의 객체를 사용하였다. 매칭된 결과를 정제하기 위해 NNDR과 양방향 매칭을 각각 구현하였다. NNDR은 BFMatcher 클래스의 knnMatch 함수를 이용하여 구현하였으며, 양방향 매칭은 매칭을 양방향으로 수행하여 서로 주고받은 매칭만을 최종 매칭으로 결정하는 방식으로 구현하였다. 3-3절의 호모그라피 계산을 위해 findHomography 함수를 이용하였으며 호모그라피 계산 방법으로는 RANSAC과 PROSAC을 포함하였다. PROSAC을 위해 findHomography 함수를 수행하기 전에 매칭 결과를 매칭된 지역 특징 사이의 거리의 역순으로 정렬하는 과정을 추가하였다.

      

      
        4-3 지역 특징의 규모 및 사이즈 비교
        첫 번째 실험으로 지역 특징의 사이즈 및 규모 비교를 위한 실험을 수행하였으며, 그 결과를 표 1에 정리하였다. 지역 특징의 규모를 측정하기 위해 평면 물체 추적 벤치마킹 데이터베이스에 포함된 모든 프레임을 대상으로 특징을 추출하였다. 평균 추출된 특징의 수는 ORB, SURF, BRISK, SIFT 순으로 많았으며, ORB가 다른 특징에 비해 약 2.6~3.8배 많은 특징이 추출되었다. 차원의 크기는 BRISK, ORB, SIFT, SURF 순으로 크지만 이진 특징인 BRISK와 ORB가 비트 스트링으로 저장되는 특징과, 4바이트 실수 값이 1바이트로 양자화되어 저장되는 SIFT의 특징으로 인해 메모리 사용량은 SURF, SIFT, BRISK, ORB 순으로 많았다. SURF가 ORB보다 8배 많은 메모리를 요구하였다.

        
          Table 1. 
				
          

          
            Quantity and size comparison of the local features
          
          

        

        
          
            
              	Feature
              	Quantity
              	Size
            

            
              	Avg. number
              	Max. number
              	Dimension
              	Memory (Bytes)
            

          
          
            	SIFT
            	2991.43
            	38228
            	128
            	128
          

          
            	SURF
            	4427.25
            	24937
            	64
            	256
          

          
            	BRISK
            	4109.55
            	38691
            	512
            	64
          

          
            	ORB
            	11494.63
            	70278
            	256
            	32
          

        

        

      

      
        4-4 평면 물체 인식 정확도 및 속도 비교
        평면 물체 인식의 정확도 및 속도 비교를 위해 지역 특징 추출 알고리즘과 매칭 및 정제 알고리즘, 호모그라피 계산 알고리즘을 달리하면서 평면 물체 추적 벤치마킹 데이터베이스에 존재하는 모든 실시간 이미지에 대해 인식을 수행하였다. 각 실시간 이미지 마다 계산된 호모그라피를 이용하여 등록 이미지에 주석으로 달린 네 모서리 좌표를 변환한 좌표와 실시간 이미지에 주석으로 달린 네 모서리 좌표와의 평균 픽셀 오차가 5픽셀 이하인 경우에는 성공으로 간주하였다. 인식을 거부한 이미지에 대해서는 실패로 간주하였으며, 모든 실시간 이미지에 대한 평균 성공률을 정확도로 정의하였다. 속도 비교를 위해 실시간 이미지를 인식하는 데 걸리는 평균 시간을 측정하였다. 모든 실험은 i7-6700 (3.40GHz) CPU와 16.0GB RAM이 장착된 PC에서 수행되었다.

        지역 특징 추출 알고리즘과 매칭 및 정제 알고리즘, 호모그라피 계산 알고리즘에 따른 평면 물체 인식의 정확도 및 속도 비교 결과를 표 2에 정리하였다. 어떤 지역 특징을 사용하더라도 매칭의 이상치를 제거하지 않는다면 터무니없이 낮은 정확도를 보였다(NNDR+RANSAC). 배경이나 다른 물체들에서 추출된 지역 특징의 매칭 결과가 잘못된 호모그라피의 계산으로 이어지기 때문이다. SURF를 제외하고는 정제 알고리즘 없이 PROSAC만으로도 준수한 정확도를 보였으며, 특히 이진 특징인 BRISK와 ORB는 PROSAC만으로도 최고치에 가까운 정확도를 보였다. NNDR과 양방향 매칭 등의 정제 알고리즘은 이진 특징인 BRISK와 ORB 보다는 경사도 기반 특징인 SIFT와 SURF에 더 많은 영향을 끼치는 것을 확인하였다. NNDR이나 양방향 매칭 등의 정제 알고리즘을 사용했을 때에 SIFT와 SURF는 PROSAC보다 RANSAC이 더 높은 정확도를 보였으며, BRISK와 ORB는 RANSAC보다 PROSAC이 더 높은 정확도를 보였다. 지역 특징 별 정제 알고리즘과 호모그라피 계산 알고리즘의 가장 좋은 조합은 SIFT는 NNDR + RANSAC, SURF는 양방향 매칭 + RANSAC, BRISK와 ORB는 양방향 매칭 + PROSAC으로 나타났다. 그 때의 정확도 순은 SIFT, SURF, BRISK, ORB 순으로 나타났으며, SIFT가 나머지 세 지역 특징에 비해 약 5% 정도 더 높은 정확도를 보였으며, 나머지 세 지역 특징은 서로 1% 미만의 차이를 보였다.

        
          Table 2. 
				
          

          
            Accuracy and computation time comparison of planar object recognition
          
          

        

        
          
            
              	Feature
              	Refinement
              	Homography
              	Accuracy
              	Time (ms)
            

          
          
            	SIFT
            	None
            	RANSAC
            	0.2501
            	260.43
          

          
            	PROSAC
            	0.6755
            	217.91
          

          
            	NNDR
            	RANSAC
            	0.7605
            	218.86
          

          
            	PROSAC
            	0.7555
            	217.01
          

          
            	Bi-directional matching
            	RANSAC
            	0.7559
            	235.76
          

          
            	PROSAC
            	0.7455
            	229.03
          

          
            	SURF
            	None
            	RANSAC
            	0.1424
            	290.51
          

          
            	PROSAC
            	0.4301
            	234.96
          

          
            	NNDR
            	RANSAC
            	0.7160
            	241.33
          

          
            	PROSAC
            	0.6537
            	234.30
          

          
            	Bi-directional matching
            	RANSAC
            	0.7236
            	259.99
          

          
            	PROSAC
            	0.6602
            	250.76
          

          
            	BRISK
            	None
            	RANSAC
            	0.2724
            	148.83
          

          
            	PROSAC
            	0.7114
            	99.62
          

          
            	NNDR
            	RANSAC
            	0.7090
            	101.39
          

          
            	PROSAC
            	0.7174
            	97.80
          

          
            	Bi-directional matching
            	RANSAC
            	0.7002
            	127.49
          

          
            	PROSAC
            	0.7215
            	118.48
          

          
            	ORB
            	None
            	RANSAC
            	0.2795
            	274.92
          

          
            	PROSAC
            	0.7167
            	184.70
          

          
            	NNDR
            	RANSAC
            	0.7080
            	176.83
          

          
            	PROSAC
            	0.7129
            	171.69
          

          
            	Bi-directional matching
            	RANSAC
            	0.6921
            	316.90
          

          
            	PROSAC
            	0.7182
            	307.30
          

        

        

        속도는 지역 특징 자체만을 놓고 보면 ORB, BRISK, SIFT, SURF 순으로 빠르게 추출되지만 4-3절에서 언급한 바와 같이 ORB가 다른 특징에 비해 2.6~3.8배 많은 특징을 추출하기 때문에 그에 비례하게 매칭 및 정제 시간이 증가하면서 전체 연산에 있어서는 BRISK가 가장 빠른 속도를 보였다. 알려진 바와 다르게 SIFT가 SURF보다 빠르게 추출되는 점은 구현의 최적화로 인한 것으로 추정한다. 정제 알고리즘 중에서는 양방향 매칭이 가능 많은 연산 시간을 필요로 하였으며, 호모그라피 계산 알고리즘 중에서는 PROSAC 보다 RANSAC이 더 많은 연산 시간을 필요로 하였다. 모든 지역 특징에서 NNDR + PROSAC 조합이 속도 대비 정확도가 가장 높게 나타났다.

      

    

    

  
    
      Ⅴ. 결 론
      본 논문에서는 키포인트 기반의 시각적 지역 특징을 이용해 평면 물체를 인식할 때 어떤 점들을 고려해야하는지에 대한 비교 분석 실험을 수행하였다. 실제 현실 세계에서 나타날 수 있는 평면 물체 인식 시나리오를 고려하기 위해 최근 평면 물체 추적을 위한 벤치마킹 목적으로 제작된 데이터베이스를 이용하여 실험을 수행하였다.

      실험을 통해 정제 알고리즘은 이진 특징 보다는 경사도 기반 특징에 더 많은 영향을 끼치는 것을 확인할 수 있었으며, 정제 알고리즘을 사용했을 때에 경상도 기반 특징은 RANSAC을, 이진 특징은 PROSAC을 이용하는 것이 더 높은 정확도를 도출할 수 있었다. SIFT는 NNDR + RANSAC, SURF는 양방향 매칭 + RANSAC, BRISK와 ORB는 양방향 매칭 + PROSAC 조합에서 가장 높은 정확도를 보였다. 각 지역 특징 별 가장 높은 정확도를 보이는 조합에서는 SIFT가 나머지 세 지역 특징에 비해 약 5% 정도 더 높은 정확도를 보였다. 속도는 가장 빠르게 지역 특징을 추출하는 ORB가 많은 특징 수로 인해 전체 연산에 있어서는 BRISK가 가장 빠른 속도를 보였다. 모든 지역 특징에서 NNDR + PROSAC 조합이 속도 대비 정확도가 가장 높게 나타났다.

      본 논문에서 비교 분석한 결과는 키포인트 기반의 시각적 지역 특징을 이용해 평면 물체를 인식해야하는 컴퓨터비전이나 로봇비전 응용을 개발할 때에 좋은 참고자료가 되리라 판단한다. 특히, AR이나 SLAM과 같이 지역 특징의 매칭과 호모그라피의 계산을 토대로 카메라의 3차원 자세를 추정해야하는 응용 등에서 그 활용가치고 높다고 판단한다.

      다양한 조합에 따른 평면 물체 인식의 정확도와 함께 전체 연산속도를 제시하였지만 속도 대비 정확도를 올리는 노력이나 실시간 연산을 위한 최적화 기법은 적용하지 않았다. 추출되는 지역 특징의 수를 제한하기만 해도 매칭과 호모그라피 계산 부분에서 많은 속도 이득을 취할 수 있을 것으로 판단된다. 그밖에 최적화 기법을 연구한다면 더욱 효율적인 평면 물체 인식이 가능할 것으로 기대된다.
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