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            Abstract
          
        

        
          Word2vec 임베딩 모델은 단순하고 성능이 우수하기 때문에, 자연어 처리 분야에서 가장 널리 쓰이는 모델 중 하나이지만 몇 가지 한계도 있다. 이런 한계를 극복하기 위해 일반적인 언어에 적용 가능한 fastText 임베딩 모델이 제안되었고, 이후 한국어에 적합한 특정한 fastText 모델도 제안되었다. 본 연구는 유사도 검사, 유추 검사 및 감정 분석을 통해 몇 가지 word2vec 및 fastText 모델의 성능을 비교 평가하는 것을 목표로 한다. fastText 모델을 제안한 이전 연구의 결과와는 달리, 최소한 유추 검사와 감정 분석의 측면에서는 fastText 모델이 word2vec 모델보다 더 우수하다고 단정 지을 수 없다는 것이 본 연구의 결론이다. 특히 특정 다운스트림 태스크의 경우, word2vec 임베딩으로도 fastText 임베딩보다 작은 복잡도를 가지면서 유사하거나 더 나은 성능을 얻을 수 있음을 확인하였다. 

        

        
          
            초록
          
        

        
          Due to the simple structure and excellent performance of a word2vec embedding model, it is one of the widely used models in the field of natural language processing but it also has some limitations. In order to overcome these limitations, fastText embedding models applicable to general languages were proposed and then a specific fastText model suitable for Korean was also developed recently. This study aims to compare and evaluate several word2vec and fastText models through similarity tests, analogy tests and sentiment analysis tasks. This study shows that unlike the results of previous studies that proposed fastText models, the fastText models cannot be concluded to be superior to word2vec model, at least in terms of analogy tests and sentiment analysis tasks. In particular, in the case of a specific downstream task, word2vec embeddings with less computational complexity can achieve desired performance as good as fastText embeddings 

        

      

      
        Keywords: 
Word2vec, fastText, similarity test, analogy text, sentiment analysis
키워드: Word2vec, fastText, 유사도 검사, 유추 검사, 감정 분석

      

    

    

  
    
      Ⅰ. 서 론
      자연어 처리 분야에서 임베딩(embedding)은 “자연어를 기계가 이해할 수 있는 숫자의 나열인 벡터로 바꾼 결과 혹은 그 일련의 과정 전체”를 의미한다[1]. 이런 임베딩은 단어/문장의 의미적/문법적 정보를 함축하고 있고, 단어/문장 간의 관련도를 계산하는 데 사용된다. 임베딩 기법은 (1) 통계 기반에서 신경망 기반으로, (2) 단어 수준 임베딩에서 문장 수준 임베딩으로, (3) 엔드투엔드(end-to-end) 방식에서 프리트레인/파인튜닝(pre-train/fine-tuning) 방식으로 발전해 왔다[1].

      임베딩 기법은 크게 행렬 분해 기반, 예측 기반, 토픽 기반의 3가지로 구분된다. 행렬 분해 기반 방법에는 GloVe[2], Swivel[3] 등이 속하고, 예측 기반 방법에는 Word2vec[4, 5], fastText[6, 7], BERT[8], ELMo[9] 등이 속하며, 토픽 기반 방법은 잠재 디리클레 할당(LDA, Latent Dirichlet Allocation)[10]이 대표적이다. 이런 기법들은 다시 단어 및 문장 수준의 임베딩으로 나눌 수 있는데, 단어 임베딩에는 GloVe, Swivel, Word2vec, fastText가 속하고, 문장 임베딩에는 LDA, BERT, ELMo가 속한다. 

      일반적으로 단어 임베딩보다는 문장 임베딩의 성능이 더 높은 것으로 알려져 있지만[11], 후자는 더 복잡한 학습 과정을 요구하므로 더 많은 컴퓨팅 자원이 필요하다. 따라서 복잡도와 성능 사이의 적절한 균형(trade-off)을 고려하면, 특정 다운스트림 태스크(downstream task)에서는 단어 임베딩이 문장 임베딩보다 더 적절한 선택지가 될 수도 있다. 본 논문에서는 단어 임베딩 중 가장 널리 쓰이는 word2vec 및 fastText 임베딩 모델을 한국어에 적용해서, 그 성능을 비교하고자 한다. 

      본 논문의 구성은 다음과 같다. 우선 제2장에서는 word2vec 및 fastText의 주요 특징을 설명하고, 3장에서는 단어 임베딩 모델의 평가 방법을 간단히 소개한다. 제4장에서는 실험에 사용된 방법과 그 결과를 제시하고, 마지막으로 제5장에서는 본 연구의 결론, 한계 및 향후 과제에 대해 논의한다.

    

    

  
    
      Ⅱ. Word2vec의 개요 
      
        2-1 토큰화(Tokenization)
        자연어 처리에서는 크롤링(crawling) 등으로 얻어낸 말뭉치 데이터를 필요에 맞게 전처리(pre-process)하는 것이 필수적이다. 특히, 한국어의 전처리에서는 조사와 어미를 구분해서 별도의 토큰(token)으로 처리하는 형태소 분석이 필요하다. 영어의 경우는 별도의 토큰화(tokenization) 없이 띄어쓰기 단위로 토큰을 구별해도 된다. 하지만 한국어의 경우는 조사와 어미가 체언과 어간에 붙어 있기 때문에, 형태소 분석을 통해 체언-조사 및 어간-어미를 구분하는 것이 바람직하다. 이런 전처리를 거치지 않으면, 학습되는 토큰의 개수가 증가하는 문제가 발생한다. 따라서 한국어 단어 임베딩의 학습에는 형태소 분석이라는 전처리가 거의 필수적으로 수반된다.

      

      
        2-2 Word2vec
        Google에서 제안한 word2vec 모델[4, 5]은 가장 널리 사용되는 단어 임베딩 모델로써, 그 구조는 간단하지만 성능이 우수하다. 이 임베딩 모델은 CBOW(Continuous Bag-Of- Words)와 SG(Skip-Gram)라는 2가지 모델 아키텍처를 제안하는데, CBOW는 주변 단어를 근거로 중심 단어를 예측하는 구조이고, SG는 중심 단어를 근거로 주변 단어를 예측하는 구조이다. 일반적으로 SG 아키텍처의 성능이 더 우수한 것으로 알려져 있다.

        하지만 word2vec 모델도 한계가 존재한다. 첫째, 단어의 형태론적 특성이 잘 반영되지 않는다. 예를 들어, 영어의 teach, teaches, teacher, teachers는 의미적으로 연관된 단어이지만, 형태소 분석을 통해 토큰화하지 않는다면 각각 별도의 토큰으로 임베딩되므로, 이 4가지 단어의 형태론적 특성이 해당 임베딩에 잘 반영되지 않는다. 둘째, 학습된 말뭉치에서 출현 빈도가 낮은 단어는 제대로 임베딩되지 않을 가능성이 존재한다. 즉, 출현 빈도가 낮은 단어의 임베딩은 정확하지 않을 가능성이 있다. 마지막으로, word2vec 임베딩 모델의 가장 큰 한계는 OOV(Out-Of-Vocabulary)를 처리할 수 없다는 것이다. 즉, 학습된 말뭉치에 존재하지 않는 단어는 처리할 수 없다는 것이다. 말뭉치를 아무리 증가시키더라도, 고유명사나 신조어와 같은 OOV 단어는 계속 발생할 수밖에 없다.

      

      
        2-3 fastText
        fastText[6, 7]는 word2vec 모델을 기반으로 이런 한계를 극복하는 한 방법으로 Facebook에서 개발되었다. 이 임베딩 모델에서는 각 단어를 문자 단위 n-gram으로 표현하고, 단어가 아닌 n-gram의 벡터를 학습한다. 그런 다음, 특정 단어의 벡터는 해당 단어를 구성하는 모든 n-gram 벡터의 평균으로 표현된다. 예를 들어, where라는 단어는 다음과 같은 5가지 n-gram(n=3)으로 구분될 수 있다(여기서 <와 >는 단어의 시작과 끝을 표시한다).

        <wh, whe, her, ere, re>

        학습 과정에서 위와 같은 5가지 n-gram의 벡터가 학습되고, where라는 단어의 벡터는 해당 n-gram 벡터의 평균으로 표현된다. fastText 임베딩 모델은 단어 수준이 아니라, 단어 이하 수준의 정보(subword-level information)를 포함한다. 따라서 OOV 단어라 하더라도 해당 단어를 구성하는 n-gram이 학습되었다면, OOV 단어의 벡터가 유추될 수 있다. 이런 식으로 fastText 임베딩 모델은 OOV 문제를 해결할 수 있다. 

        영어의 경우, 일반적으로 한 단어에서 추출되는 n-gram은 n=3~6이다. 즉, 최소 3개에서 최대 6개의 연속된 알파벳이 해당 단어의 문자 단위 n-gram으로 추출된다. 예를 들어, where라는 단어에서 추출되는 n-gram(n=3~6)은 다음과 같다.

         3-gram: <wh, whe, her, ere, re>4-gram: <whe, wher, here, ere>5-gram: <wher, where, here>6-gram: <where, where> 

        이때 n 값의 범위가 넓으면 더 많은 단어 이하 수준의 정보를 포함한다는 장점이 있지만, 한 단어당 학습되어야 할 n-gram의 개수가 늘어난다는 단점도 존재한다. 따라서 n 값의 범위를 적절히 조절하는 것이 필요하다.

        영어에 fastText 임베딩 모델을 적용할 때는 알파벳 단위로 n-gram을 추출하면 된다. 하지만 한국어에 해당 모델을 적용할 때, 단어의 n-gram은 글자(즉, 음절) 단위로 추출될 수도 있고, 자모 단위로 추출될 수도 있다. n 값의 범위가 동일하다고 하면, 글자 단위의 n-gram은 자모 단위의 n-gram보다 더 넓은 범위에서 n-gram을 추출하게 된다. 반면에 자모 단위의 n-gram은 초성/중성/종성으로 세분화된 n-gram의 벡터를 학습한다는 장점이 있다. 이는 한국어의 일부 형태소(e.g. ‘감출/감춘’의 관형사형 어미 ‘-ㄹ/-ㄴ’)가 음절보다 작은 단위이기 때문에 중요한 장점이 될 수 있다.

        [12]는 한국어의 이런 특징을 고려해서, 한국어에 적합한 fastText 임베딩 모델을 제안한다. 이 모델에서 일단 단어의 모든 음절은 자모 단위로 분해되는데, 종성이 없는 음절은 임의의 문자(e.g. “e”)가 추가된다. 예를 들어, “먹었다”라는 단어는 다음과 같이 분해된다. 

        <, ㅁ, ㅓ, ㄱ, ㅇ, ㅓ, ㅆ, ㄷ, ㅏ, e, >

        그런 다음, 자모 단위로 3~5-gram(즉, 2음절 미만)을 추출한다. 종성이 없는 경우에 임의의 문자가 추가되었으므로, 모든 음절은 3개의 자모로 구성된다. 따라서 단어의 시작과 끝을 표시하는 “<”와 “ >”를 제외하고, 3개의 자모 단위로 n-gram(n은 3의 배수)을 추출하면, 마치 글자 단위로 n-gram을 추출하는 효과를 낼 수 있다. 즉, 글자 단위로 1~6-gram을 추출하려면, 자모 단위로 3/6/9/12/15/18-gram을 추출하면 된다. 이렇듯 [12]의 임베딩 모델은 글자 단위가 아닌 자모 단위로 n-gram을 추출하면서도, 최대 6개의 자모가 아닌 최대 6개의 글자(음절) 범위에서 n-gram을 추출하는 방식을 사용한다. 이렇게 하면 자모 단위의 3~18-gram보다 훨씬 더 적은 개수의 n-gram을 추출하면서도, 마치 글자 단위 1~6-gram과 같은 넓은 범위에서 n-gram을 추출하는 효과를 갖게 된다. 

      

    

    

  
    
      Ⅲ. 평가 방법
      단어 임베딩 모델의 성능을 검증하기 위한 다양한 방식이 존재한다. 이런 성능 검증 방식은 단어 임베딩 모델 자체의 의미론적 특성을 직접적으로 평가하거나, 단어 임베딩 모델을 이용한 다운스트림 태스크의 성능을 비교함으로써 간접적으로 해당 모델을 평가한다[13]. 전자의 전형적인 방식은 유사도 검사(similarity test) 및 유추 검사(analogy test)이고, 후자의 전형적인 방식은 문장의 감정 분석(sentiment analysis)이다. 

      
        3-1 유사도 검사
        영어 단어 임베딩의 성능 평가에서 흔히 쓰이는 유사도 검사는 WordSim353 데이터세트[14]를 이용한다. 이 데이터세트는 353개 영어 단어 쌍과 1~10 사이의 점수로 평가된 각 쌍의 유사도 혹은 관련도(relatedness)로 구성되어 있다(예를들어, tiger-cat-7.35). 한국어 단어 임베딩의 성능을 검증하기 위해서는, 보통 이 데이터세트를 번역해서 사용한다. 하지만, 이 데이터세트는 문항 수가 한정적(353개)이고 대부분 명사로만 구성되어 있어서, 단어 임베딩 모델의 전체적인 성능을 평가한다고 보기는 어렵다. 또한 유사도/관련도가 소수의 화자에 의해서 결정되었기 때문에 유사도/관려도의 보편성에 근본적인 한계가 존재한다. 따라서 유사도 검사의 결과는 전반적인 추세만 확인하는 수준에서만 활용되거나 추후 추가적인 보편적인 유사도의 개발이 필요할 것으로 예상된다. 

      

      
        3-2 유추 검사
        Word2vec 모델을 제안한 연구에서 평가 방식으로 함께 제안한 유추 검사는 다양한 품사로 구성되어 있으며 유사도 검사 세트에 비해서 훨씬 더 많은 문항을 제공한다. 유추 검사는 벡터 공간에 임베딩된 단어 벡터가 그림 1과 같은 의미론적/문법적 관계를 잘 표현하는지를 검사한다. 좋은 단어 임베딩 모델이라면, 남성-여성 관계(의미론적 관계) 또는 단수-복수 관계(문법적 관계)에 있는 단어 벡터의 거리(그림 1의 파란색 및 빨간색 벡터)가 일정할 것이다. 즉, 동일한 의미론적/문법적 관계에 있는 단어들은 벡터 공간상에 동일한 거리로 떨어져서 임베딩될 것이다. 

        
          
          

          Fig. 1. 
				
          

          
            Semantic/grammatical relationships of word vectors
          
          

          

        

        유추 검사 세트의 각 문항은 동일한 의미론적/문법적 관계를 갖는 4개의 단어로 구성된다(e.g. king–kings–queen–queens). 학습이 완료된 단어 임베딩 모델에서 king, kings, queen, queens의 벡터를 각각 v(king), v(kings), v(queen), v(queens)라고 하고, 학습된 전체 단어 벡터의 집합을 W라고 하자. 그러면 king–kings–queen–queens라는 문항에 대한 유추 검사는 다음과 같은 벡터 관계식이 성립하는지를 검사하는 것이다.
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        즉, |v(king) - v(kings) - v(queen) + x|의 값을 최소로 만드는 단어 벡터 x가 v(queens)이면 해당 문항은 정답으로 처리한다. 유추 검사의 결과는 보통 전체 문항 중 정답으로 처리된 문항의 비율(정답률, accuracy)로 요약할 수 있다. 이런 정량적 수치를 통해, 특정 단어 임베딩 모델의 성능을 분석 및 비교할 수 있다.

      

      
        3-3 감정 분석
        학습된 단어 임베딩을 이용한 다운스크림 태스크 중 감정 분석은 가장 간단하게 해당 임베딩의 성능을 평가하는 방법이다. 보통 영어의 경우는 IMDB 영화 리뷰 감정 분석 데이터세트[15]를 사용하고, 한국어의 경우는 이 데이터세트를 참조해서 만든 네이버 감정 영화 말뭉치(NSMC, Naver Sentiment Movie Corpus)[16]를 사용한다. 네이버 감정 영화 말뭉치는 총 20만 개의 영화 리뷰 문장(긍정과 부정 리뷰 각각 10만 개)으로 구성되어 있고, 이 중 15만 개(긍정과 부정 리뷰 각각 7.5만 개)는 학습용이고 나머지 5만 개(긍정과 부정 리뷰 각각 2.5만 개)는 시험용이다. 

        이런 말뭉치에 대한 감정 분석은 이미 학습된(pre-trained) 단어 임베딩을 입력으로 하는 파인튜닝(fine-tuning) 네트워크를 통해서 이루어진다. 즉, 해당 네트워크를 통해 학습용 말뭉치를 학습한 후, 시험용 말뭉치에 대한 감정 분석의 정확도를 확인함으로써, 단어 임베딩 모델의 성능을 간접적으로 평가한다.

      

    

    

  
    
      Ⅳ. 실험 및 결과
      
        4-1 학습 말뭉치 및 비교할 단어 임베딩 모델
        본 연구에서 단어 임베딩의 학습에 사용한 말뭉치는 나무 위키(https://namu.wiki/)와 위키 백과(https://ko.wikipedia.org/)의 대용량 덤프 파일을 이용해서 구성했다. 각 덤프 파일에서 텍스트만을 추출한 후, KoNLPy[17]에서 제공하는 mecab 형태소 분석기를 이용해서 체언과 조사 그리고 어간과 어미를 구분하는 전처리를 수행했다. 전체 말뭉치의 토큰 개수, 문장 개수 및 어휘 개수는 다음 표와 같다(여기서 토큰의 개수는 조사와 어미까지 포함한 단어의 개수이고, 어휘의 개수는 중복을 제외한 토큰의 개수이다). 

        
          Table 1. 
				
          

          
            Statistics of the corpus used to train word embeddings
          
          

        

        
          
            
              	 # of tokens
              		# of sentences
              		# of unique tokens
            

          
          
            	1366M
            	64M
            	635,347
          

        

        

        본 연구에서는 word2vec 및 fastText의 성능을 비교하기 위해, 위의 학습 말뭉치를 표 2와 같은 5가지 단어 임베딩 모델로 학습시켰다. 즉, [12]에서처럼 word2vec 모델, 글자(음절) 단위 fastText 모델(fasttext-ch), 자모 단위 fastText 모델(fasttext-jm) 및 글자/자모 단위 fastText 모델(fasttext-ch/jm)로 학습시켰다. 본 연구에서는 이른바 word2vec-pt 모델도 추가되었는데, 말뭉치에 대한 전처리로 형태소 분석뿐만 아니라 품사 태깅(POS tagging)까지 수행한 후 학습된 모델을 의미한다. 이런 전처리는 품사가 다른 동음이의어를 구분할 수 있으므로, 형태소 분석기의 장점을 최대한 활용할 수 있게 한다. 예를 들어, 한국어에서 “이”라는 형태소는 다양한 품사로 쓰이는 동음이의어이다. 즉, “이”는 주격 조사, 대명사(this), 관형사(this), 명사(tooth), 수사(two), 의존 명사(one who ~) 등으로 쓰인다. 따라서 mecab 형태소 분석기로 품사 태깅까지 수행하면, 이런 품사들로 쓰이는 형태소 “이”는 각각 “이/JKS”, “이/NP”, “이/MM”, “이/NNG”, “이/NR”, “이/NNB” 등으로 구분된다1). 따라서 형태소 분석기의 품사 태깅 기능까지 사용하는 word2vec-pt 모델은 나머지 4가지 모델과 달리, 다양한 품사로 쓰이는 동음이의어를 구별해서 학습한다는 큰 장점이 있다.

        
          Table 2. 
				
          

          
            Word Embedding Models to be compared
          
          

        

        
          
            
              	Models
              	Size of Files
              	Hyperparameters
            

          
          
            	word2vec
            	532MB
            	Skip-Gram, vec_dim=100, neg_samp=5, win_size=5
          

          
            	word2vec-pt
            	571MB
            	Skip-Gram, vec_dim=100,	neg_samp=5, win_size=5, POS tagged
          

          
            	fasttext-ch
            	　1.8G
            	Skip-Gram, vec_dim=100,	 neg_samp=5, win_size=5, ch_n=3~6
          

          
            	fasttext-jm
            	　1.8G
            	Skip-Gram, vec_dim=100,	 neg_samp=5, win_size=5, jm_n=3~6
          

          
            	fasttext-ch/jm
            	　4.8G
            	Skip-Gram, vec_dim=100,	 neg_samp=5, win_size=5, ch_n=1~6, jm_n=3~5
          

        

        

        표 2는 본 연구에서 비교할 5가지 단어 임베딩 모델의 주요 하이퍼파라미터와 학습된 모델 파일의 크기를 보여준다. [12]에서처럼 모델링 아키텍처는 모두 skip-gram이고, negative sampling은 5이며, window size는 5이다. 단, [12]에서는 벡터의 크기가 300이었으나, 본 연구에서는 메모리를 줄이기 위해 100으로 설정했다. 그리고 [12]의 경우, 글자 단위 fastText 모델의 n 값의 범위는 2~4이지만, 본 연구에서는 일반적인 디폴트 값인 3~6을 적용했다. 글자/자모 단위 fastText 모델의 n 값은 [12]에서 밝힌 최적의 조합(즉, 글자 단위 n 값은 1~6, 자모 단위 n 값은 3~5)을 사용했다. 

        표 2에서 또 한 가지 주목할 점은, 학습된 임베딩 모델의 결과 파일 측면에서 word2vec 모델이 fastText 모델보다 더 작은 메모리를 차지한다는 점이다. 임베딩 모델의 결과 파일은 기본적으로 학습된 총 어휘와 그 벡터로 구성된 일종의 사전이라고 볼 수 있다. 동일한 어휘 개수를 갖는 말뭉치로 학습되었지만, 각 임베딩 모델마다 결과 파일의 크기가 다른 이유는 다음과 같다. 일단 word2vec 모델의 어휘는 토큰인 반면, fastText 모델의 어휘는 각 토큰을 구성하는 n-gram이다. 따라서 일반적으로 fastText 모델의 어휘(n-gram)가 word2vec 모델의 어휘(토큰)보다 더 많기 때문에 사전의 용량이 더 큰 것이다. 그리고 word2vec 모델보다 word2vec-pt 모델의 결과 파일이 좀 더 큰 이유는 각 어휘(즉, 토큰)에 품사 태그가 추가되기 때문이다. 마지막으로 글자/자모 단위 fatstText 모델(fasttext-ch/jm)이 나머지 2가지 fastText 모델(fasttext-ch 및 fasttext-jm)보다 결과 파일이 더 큰 이유는 한 토큰에서 추출되는 n-gram의 개수가 훨씬 더 많기 때문이다. 즉, fasttext-ch나 fasttext-jm의 경우는 n 값의 범위가 3~6이지만, fasttext-ch/jm의 경우는 글자 단위 n 값은 1~6이고, 자모 단위 n 값은 3~5이기 때문이다.

      

      
        4-2 사용된 평가 방법
        본 연구는 word2vec 및 fastText 임베딩 모델의 성능을 비교하기 위해 3가지 평가 방식을 사용할 것이다. 유사도 검사와 유추 검사는 저자들의 이전 연구[18, 19]에서 사용한 방식을 사용할 것이고, 네이버 감정 영화 말뭉치에 대한 감정 분석을 위해서는 [1]에서 제시한 파인튜닝 네트워크를 이용할 것이다. [12]에서도 이런 3가지 평가 방식을 사용하지만, 본 연구에서 사용할 방식과는 차이가 있다. 

        
          1) 유사도 검사
          우선, 유사도 검사를 위해 [12]는 WordSim353 데이터세트[14]를 한국어로 번역한 후, 14명의 한국어 화자가 각 단어 쌍의 유사도/관련도를 다시 평가했다. 이에 반해, 본 연구에서 사용할 [18]의 유사도 검사는 WordSim353 데이터세트[14]를 번역한 후, 현재 한국이라는 지리적/시대적 상황에 부합되지 않는 단어 쌍을 제외한 데이터세트를 사용한다. [12]의 유사도 검사는 한국어 화자의 평가를 거쳤다는 장점이 있기는 하지만, 앞서 언급한 유사도 검사 자체의 한계를 고려하고 이전 평가와의 일관성을 유지하기 위해, [18]의 유사도 검사를 적용하기로 한다.

        

        
          2) 유추 검사
          표3에서 보인 것처럼 [12]의 유추 검사는 [4]에서 제시한 영어에 대한 유추 검사를 한국어에 맞게 변형한 것이다. 의미론적 섹션은 영어의 유추 검사와 유사한 형식으로 구성하고, 문법적(통사론적) 섹션은 한국어의 특징에 맞게 새로 구성했다. 그리고 각 섹션은 10,000개의 문항으로 구성되어 있다. 

          
            Table 3. 
				
            

            
              The analogy test used in [12]
            
            

          

          
            
              
                	
                	Section Title	(Question Example)
              

            
            
              	Semantic
              	Capitals (아테네 그리스 바그다드 이라크)
            

            
              	Gender (왕자 공주 신사 숙녀)
            

            
              	Names (간디 인도 링컨 미국)
            

            
              	Languages (아르헨티나 스페인어 미국 영어)
            

            
              	Miscellaneous (개구리 올챙이 말 망아지)
            

            
              	Grammatical
              	Case (교수 교수가 축구 축구가)
            

            
              	Tense (싸우다 싸웠다 오다 왔다)
            

            
              	Voice (팔았다 팔렸다 평가했다 평가됐다)
            

            
              	Form (가다 가고 쓰다 쓰고)
            

            
              	Honorifics (도왔다 도우셨다 됐다 되셨다)
            

          

          

          하지만 표3의 문법적 섹션의 문항은 체언과 조사 그리고 어간과 어미를 구분하지 않는다. 명시적으로 언급하진 않지만, [12]에서 학습 말뭉치의 어휘 개수가 638,708개 인 것으로 보아, 해당 말뭉치는 형태소 분석기로 전처리된 것으로 보인다.(참고로 본 연구에서 형태소 분석을 적용한 말뭉치의 경우, 635,347개이다). 만약 형태소 분석기로 체언과 조사 그리고 어간과 어미를 구분하지 않았다면, 어휘 개수가 훨씬 더 많아야 하기 때문이다. 예를 들어, “교수”라는 토큰은 어휘로 학습되었겠지만, “교수가”라는 토큰은 어휘로 학습되지 않았을 것이다. 즉 이런 토큰(“교수가”)은 OOV 토큰이 되는 것이다. 하지만 fastText 모델은 이런 OOV 토큰의 벡터를 해당 토큰을 구성하는 n-gram 벡터의 합으로 추론한다. 즉 표 3의 유추 검사는 fastText 모델에는 적용할 수 있다. 그러나 word2vec 모델은 해당 OOV 토큰을 적절히 처리할 수 없다(아마도 각 형태소 벡터의 합으로 처리한 것 같지만, 이 또한 [12]에서는 명시적으로 밝히고 있지 않다). 결과적으로 표 3의 문법적 범주 문항은 일방적으로 fastText 모델에만 유리한 것으로 보인다.

          따라서 본 연구에서는 저자들의 이전 연구에서 개발한 KATS(Korean Analogy Test Set)[19]를 사용하고자 한다. 단, KATS의 G01 섹션 “조사의 이형태”(異形態, allomorph)는 word2vec-pt에만 유리한 섹션이라서 제외시켰다. 왜냐하면 몇몇 1음절 조사(예를 들어, “이”, “을”, “은”)는 다른 품사로 쓰이는 동음이의어가 있어서, 나머지 임베딩 모델에서는 해당 동음이의어의 의미가 한꺼번에 학습될 것이기 때문이다. 다음의 표 4와 표 5는 본 연구에서 사용된 유추 검사의 섹션별 문항 예시와 개수를 정리한 것이다. 물론 문항이 용언인 경우, 어미 “–다”를 제외한 어간의 벡터가 유추 검사에 이용될 것이다.

          
            Table 4. 
				
            

            
              Category of semantic analogy (S sections)
            
            

          

          
            
              
                	Sections
                	Section Title	(Question Example)
                	No. of Q’s
              

            
            
              	S01
              	Countries & capitals (한국 서울 일본 도쿄)
              	380
            

            
              	S02
              	Countries & languages (한국 한국어 일본 일본어)
              	380
            

            
              	S03
              	Countries & currencies (한국 원 일본 엔)
              	90
            

            
              	S04
              	Korean cities and provinces (수원시 경기도 춘천시 강원도)
              	90
            

            
              	S05
              	Men & women (남자 여자 남성 여성)
              	380
            

            
              	S06
              	Animals and their young (개 강아지 소 송아지)
              	90
            

            
              	S07
              	Sounds of animals (개 멍멍 고양이 야옹)
              	90
            

            
              	S08
              	Colors of things/animals (사과 빨갛다 병아리 노랗다)
              	90
            

            
              	S09
              	Exact synonyms (범 호랑이 소고기 쇠고기)
              	90
            

            
              	S10
              	Adjective antonyms (가깝다 멀다 가늘다 굵다)
              	380
            

            
              	S11
              	Noun antonyms (앞 뒤 대형 소형)
              	380
            

            
              	S12
              	Unit bound nouns (사람 명 개 마리)
              	90
            

            
              	S13
              	Plain & honorific speech (밥 진지 병 병환)
              	90
            

            
              	S14
              	Plain & deferential speech (나 저 아버지 아비)
              	90
            

            
              	S15
              	Subject honorifics (먹다 잡수시다 있다 계시다)
              	6
            

            
              	S16
              	Object honorifics (주다 드리다 데리다 모시다)
              	30
            

            
              	합계:
              	2,746
            

          

          

          
            Table 5. 
				
            

            
              Category of grammatical analogy (G sections)
            
            

          

          
            
              
                	Sections
                	Section Title	(Question Example)
                	No. of Q’s
              

            
            
              	G01
              	Light & heavy isotopes of a word (깔깔 껄껄 동글동글 둥글둥글)
              	90
            

            
              	G02
              	Adverbs derived from adjectives (가깝다 가까이 같다 같이)
              	90
            

            
              	G03
              	Causative verbs derived from intransitive verbs (끓다 끓이다 남다 남기다)
              	380
            

            
              	G04
              	Causative verbs derived from transitive verbs (굶다 굶기다 먹다 먹이다)
              	90
            

            
              	G05
              	Causative verbs derived from adjectives (낮다 낮추다 넓다 넓히다)
              	90
            

            
              	G06
              	Passive verbs derived from transitive verbs (꺾다 꺾이다 끊다 끊기다)
              	380
            

            
              	G07
              	Nouns derived from verbs (걷다 걸음 그리다 그림)
              	380
            

            
              	G08
              	Nouns derived from adjectives (길다 길이 깊다 깊이)
              	90
            

            
              	G09
              	Antonyms with the prefix	(명예 불명예 완전 불완전)
              	90
            

            
              	G10
              	Numerals & numeral determiners (하나 한 둘 두)
              	56
            

            
              	G11
              	Determiners & determiners (이 이런 그 그런)
              	12
            

            
              	G12
              	Determiners & demonstrative pronouns (이 이것 그 그것)
              	12
            

            
              	G13
              	Determiners & pronouns of position (이 여기 그 거기)
              	12
            

            
              	G14
              	Determiners & adverbs (이 이리 그 그리)
              	12
            

            
              	합계:
              	1,784
            

          

          

        

        
          3) 감정 분석
          [12]에서는 감정 분석 태스크를 위한 분류기로 어텐션 메커니즘(attention mechanism)이 없는 1개 층 LSTM을 사용한다. 하지만 감정 분석 태스크의 경우 특정 단어가 문장의 긍정/부정 판단에 큰 영향을 미치므로, 일반적으로 어텐션 메커니즘을 포함하는 것이 감정 분석의 정확도를 높이는 방법이다. 따라서 본 연구에서는 [1]에서 제시한 그림 2와 같은 파인튜닝 네트워크를 분류기로 사용하고자 한다. 

          
            
            

            Fig. 2. 
				
            

            
              Fine-tuning Network for word embeddings
            
            

            

          

          해당 분류기에서는 단어 임베딩을 1개 층 양방향 LSTM에 태운 후, 각 LSTM 셀에서 나온 출력 벡터에 어텐션메커니즘을 적용해 고정된 길이의 히든 벡터를 만든다. 이 히든 벡터를 피드포워드 네트워크(feedforward network)에 입력한 다음, 그 출력에 소프트맥스(softmax)를 취해 긍정/부정의 확률 벡터를 만든다.

        

      

      
        4-3 결과 및 해석
        
          1) 유사도 검사
          5가지 단어 임베딩 모델에 대한 유사도 검사 결과는 그림 3과 같다. 전반적인 경향은 [12]의 유사도 검사 결과(Spearman 상관 계수)와 유사하다. 즉, fastText 모델이 word2vec 모델보다 유사도 검사에서는 상대적으로 더 우수하다. 단, [12]에서처럼 글자/자모 단위 fastText 모델이 나머지 2가지 fastText 모델보다 더 우수한 결과를 보이지는 않는다. 그리고 앞서 언급한 것처럼, 유사도 검사의 결과는 특정 단어 임베딩 모델이 다른 모델보다 더 우수하다는 결정적인 근거가 되기에는 한계가 있음을 다시 한 번 더 지적하고자 한다.

          
            
            

            Fig. 3. 
				
            

            
              Results of similarity tests
            
            

            

          

        

        
          2) 유추 검사
          그림 4는 5가지 단어 임베딩 모델에 대한 유추 검사의 결과(전체/의미론/문법적 섹션의 정답률)를 보여준다. 이 결과는 [12]와 상이한데, 일단 그 원인은 사용된 유추 검사 항목이 다르기 때문일 것이다. 최소한 본 연구에서 사용된 KATS[19]의 기준에서 보면, word2vec-pt 모델의 성능이 가장 우수하다. 이는 word2vec-pt 모델 자체가 품사 태깅을 통해 품사별로 다른 동음이의어를 구분해서 학습되기 때문일 것이다. 특히 word2vec-pt 모델의 경우 의미론적 섹션보다는 문법적 섹션의 정답률이 나머지 모델보다 더 높은데, 이는 품사 태깅의 장점이 크게 반영된 것으로 보인다. 

          
            
            

            Fig. 4. 
				
            

            
              Results of analogy tests (Accuracy of Total/Semantic/Grammatical Sections)
            
            

            

          

          하지만 word2vec-pt를 제외한 모델 중에서도 fastText 모델이 더 우수하지도 않다. 전체 섹션의 정답률을 기준으로, fasttext-ch, word2vec, fasttext-ch/jm, fasttext-jm 모델의 순으로 성능이 우수하다. 하지만 그 성능의 차이는 word2vec-pt 모델에 비하면 대동소이하다고 볼 수 있다. 게다가, [12]에서처럼 fasttext-ch/jm 모델의 성능이 나머지 fastText 모델보다 더 우수하지도 않다.

          그림 5는 5가지 단어 임베딩 모델의 각 섹션별 정답률을 비교한 것이다. 일단 [19]의 그림 6에서처럼 섹션별로 정답률의 편차는 크다. 즉, 특정 섹션은 정답률이 80% 가까이 나오는 반면, 일부 섹션은 정답률이 거의 0%에 가까운데, 이는 유추 검사의 일반적인 특징이다. 개별 단어 임베딩 모델의 성능 차이를 살펴보면, 일부 섹션(예를 들어, S01, S02, S07, G09 등)을 제외하면 word2vec-pt 모델의 성능이 제일 우수하다. 즉, 그림 4에서 확인한 것처럼 5가지 모델 중 word2vec-pt의 성능이 유추 검사의 측면에서 제일 우수하다.

          
            
            

            Fig. 5. 
				
            

            
              Results of analogy tests (accuracy per section)
            
            

            

          

        

        
          3) 감정 분석
          표 6은 네이버 감정 영화 말뭉치에 대한 감정 분석 태스크의 정확도를 5가지 단어 임베딩 모델별로 비교한 결과이다. 이 경우에도 [12]의 결과와 달리, 5가지 모델 중 word2vec-pt 모델의 성능이 제일 우수하다. 게다가 [12]의 감성 분석 정확도는 최소 76.15%에서 최대 76.54% 사이로 그 차이는 0.39%에 불과하다. 표 6의 결과는 87.31%에서 87.71% 사이이고 그 차이는 0.4%이다. 즉, 단어 임베딩 모델별 성능의 차이가 크지는 않다는 것이다. 오히려 어텐션 메커니즘을 사용한 덕에 본 연구의 전반적인 정확도가 약 10% 더 높은 것이 더 두드러진 특징이다. 따라서 감정 분석의 측면에서도 최소한, [12]가 제안한 글자/자모 단위 fastText 모델이 word2vec-pt 모델보다 더 낫다고는 할 수 없을 것이다.

          
            Table 6. 
				
            

            
              Accuracy of sentiment analysis tasks
            
            

          

          
            
              
                	Models
                	Accuracy (%)
              

            
            
              	word2vec
              	87.31%
            

            
              	word2vec-pt
              	
                87.71%
              
            

            
              	fasttext-ch
              	87.38%
            

            
              	fasttext-jm
              	87.32%
            

            
              	fasttext-ch/jm
              	87.33%
            

          

          

        

      

    

    

  
    
      Ⅴ. 결 론
       본 연구는 word2vec 및 fastText의 5가지 단어 임베딩 모델의 성능을 유사도 검사, 유추 검사 및 감정 분석을 통해 비교했다. [12]의 주장과는 달리, 본 연구에 따르면 글자/자모 단위 fastText 모델의 성능이 나머지 모델보다 전반적으로 더 낫다고 할 수 없다. 오히려 형태소 분석기의 품사 태깅이라는 기능을 충분히 활용하는 word2vec-pt 모델이 본 연구의 유추 검사와 감정 분석의 기준에서는 더 우수하다. 특히 학습된 임베딩 모델의 파일 크기를 고려한다면(표 2 참조), fastText 모델의 성능이 확연히 더 우수하지 않다면, 많은 다운스트림 태스크의 경우 word2vec-pt 모델만으로도 원하는 성능을 얻을 수 있을 것이다.

      물론 OOV 문제에서는 word2vec 모델보다 fastText 모델이 더 우수하겠지만, 충분히 큰 말뭉치를 이용한다면 word2vec 모델의 OOV 문제는 어느 정도 회피할 수 있다. 그리고 고유 명사나 신조어 등으로 인한 OOV 문제는 다운스트림 태스크의 종류에 따라 큰 문제가 되지 않을 수도 있다. 예를 들어, 본 연구에서 사용된 영화 리뷰에 대한 감정 분석 태스크의 경우, 배우 이름과 같은 고유 명사는 긍정/부정의 판단에 큰 영향을 주지 않을 것이다. 끝으로 유사도 검사/ 유추 검사/ 감정 분석을 제외한, 문법적 특성이 중요한 다운스크림 태스크(예를 들어, 품사 판별과 문장 성분 분석)에서는 글자/자모 단위 fastText 모델의 성능이 더 우수할 수도 있고, 이에 대한 향후 추가적인 연구가 필요할 것이다. 

      따라서 향후 연구 과제의 하나로, 이런 문법적 특성이 중요한 태스크에서 정말 word2vec 모델보다 fastText 모델의 성능이 더 우수한지 검증해 볼 필요가 있다. 또한 단순한 문장의 감성 분석을 넘어서, 대용량 문서에 대한 분류 태스크에서도 word2vec 모델의 성능이 fastText 모델보다 더 나은지도 검증해 볼 수 있을 것이다.
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        1) 실제로 mecab 형태소 분석기에서 사용되는 품사 태그에 대한 자세한 내용은 다음의 구글 공유 문서를 참조하라.https://docs.google.com/spreadsheets/d/1-9blXKjtjeKZqsf4NzHeYJCrr49-nXeRF6D80udfcwY/edit#gid=589544265
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