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            Abstract
          
        

        
          얼굴인식은 얼굴에 비춰진 조명 변화에 따라 인식성능이 크게 좌우지만, 근적외선 카메라로 촬영한 얼굴 영상은 조명 변화에 둔감하여 얼굴인식에 사용할 수 있다. 최근에 중요한 기술로 부각된 머신러닝 방법으로 얼굴인식 성능을 개선할 수 있지만, 인식모델을 학습시키기 위한 근적외선 얼굴 이미지를 충분하게 확보하는 것이 현실적으로 어렵다. 따라서 이 연구에서는 근적외선 영상을 이용하여 조명 변화에 강한 얼굴 인식기를 만들며, 이 과정에서 머신러닝 학습에 필요한 충분한 양의 근적외선 얼굴 이미지를 확보하기 위해서 수정된 CycleGAN(Generative Adversarial Network)을 이용하여 양질의 근적외선 얼굴 이미지를 생성하는 방법을 제안한다. 일반 카메라로 취득한 다양한 얼굴 이미지로부터 근적외선 얼굴 이미지를 생성하며, 여기서 얼굴의 위치 정렬 및 밝기 조절의 전처리 과정을 수행하고, GAN 손실함수에 Perceptual 손실함수를 추가하여 생성된 이미지의 품질을 개선하였다. 제안한 방법으로 생성한 가짜(Fake) 이미지를 학습에 추가하여 사용하였을 때 얼굴인식 성능이 향상된 것을 실험에서 확인하였다.

        

        
          
            초록
          
        

        
          Since face recognition depends greatly on the light changes on the face and images taken with a near-infrared(NIR) camera are insensitive to changes in lighting, the NIR images can be used for face recognition. Although the machine learning methods which are widely used recently can improve face recognition performance, it is practically difficult to secure enough near-infrared face images for learning the recognizer. Therefore, in this paper, we make a face recognizer that is robust to light changes using near infrared images. In this process near-infrared face image is generated by using modified CycleGAN (Generative Adversarial Network) to secure sufficient amount of near-infrared face images for learning. In the process of generating near-infrared face images from various face images taken with a general camera, preprocessing of face alignment and contrast adjustment was performed, and the perceptual loss function was added to the GAN loss function to improve the quality of the generated image. Experimental results show that the fake image generated by the proposed method improves the performance of the face recognizer when used in addition to learning.
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      Ⅰ. 서 론 
      사람의 얼굴, 표정 등을 인식하기 위해서 카메라 영상을 사용한다. 일반적인 카메라는 가시광선 스펙트럼 영역 내의 빛만 찍을 수 있으므로 촬영한 영상은 조명 변화에 민감하여 조명 상태에 따라 얼굴인식 정확성이 크게 떨어질 수 있다. 반면 적외선 카메라로 촬영한 영상은 조명 변화에 둔감하며 야간에도 사물을 구분할 수 있을 정도로 조명 변화에 강한 장점이 있다.

      그림 1은 일반 카메라로 촬영한 이미지와 근적외선 카메라로 촬영한 이미지를 비교한다. 일반 카메라로 취득한 얼굴 이미지에서는 조명의 강도와 방향에 따라 얼굴에 식별하기 어려운 영역도 생기지만, 근적외선 카메라로 취득한 얼굴 이미지는 조명 변화에도 얼굴이 전반적으로 분명하게 보이는 강점이 있다. 이러한 강점을 이용하기 위해서 근적외선 카메라로 취득한 이미지를 얼굴인식에 활용하는 다양한 시도가 있다[1, 2].

      
        
        

        Fig. 1. 
				
        

        
          General camera images (upper) and near-infrared camera images (lower) of various lighting changes for the same person [1]
        
        

        

      

      조명 변화에 무관한 얼굴 이미지를 만들기 위해서 근적외선 카메라를 이용하지만 이를 이용해서 얼굴인식 학습에 충분한 양의 근적외선 얼굴 데이터를 만드는 것이 쉽지 않다. 따라서 이 연구에서는 이러한 문제점을 해결하기 위해서 머신러닝 기술을 이용해서 근적외선 얼굴 이미지를 가짜(Fake)로 생성하고 이를 학습에 이용하여 얼굴인식 성능을 향상시킨다.

      최근 데이터 생성에 가장 많이 사용되는 머신러닝 방법인 GAN(Generative Adversarial Network)의[3] 다양한 모델 중 하나인 CycleGAN은[3,4] 쌍(Pair)이 없는 데이터를 학습 데이터로 삼아서 새로운 데이터를 생성할 수 있다. 이 연구에서는 일반적인 RGB 얼굴 이미지로부터 데이터 쌍이 없는 근적외선 얼굴 이미지를 만들기 위해서 가장 적합한 모델인 CycleGAN을 이용한다. 또한, 이 과정에서 진짜처럼 보이는 근적외선 가짜 이미지를 생성하기 위해서 Perceptual 손실함수를[5] 추가하여 학습한다. 가짜(Fake) 이미지란 GAN이 생성한 진짜(Real)처럼 보이는 가짜 이미지를 말한다.

      제안하는 방법에서 기본적인 영상 전처리를 수행하여 얼굴 이미지를 정렬하고 명암 대비를 개선한 후에 제안하는 모델의 입력으로 사용한다. 얼굴 이미지 정렬은 눈에 해당하는 랜드마크(Landmark)를 찾아 이를 기반으로 얼굴을 정렬하고, 그 얼굴 영상에 히스토그램 평활화를 적용하여 명암 대비를 개선한다. 이러한 영상 전처리 과정을 수행하여 생성한 근적외선 얼굴 이미지는 그런 과정을 수행하지 않고 생성한 이미지보다 품질이 향상되는 것을 실험으로 확인할 수 있었다.

      CycleGAN을 이용하여 일반적인 얼굴 이미지를 근적외선 이미지로 변환하는 기존의 연구[2]가 존재하지만, [2]에서 사용한 데이터는 일반 이미지와 근적외선 이미지를 동시에 촬영하여 쌍(Pair)으로 주어진다. 이는 이 연구에서 제안하는 쌍이 없는 데이터로부터 생성하는 연구와는 근본적인 차이가 있다.

      논문의 II장은 관련 연구, III장에서는 제안하는 방법을 설명한다. IV장에서는 실험 및 결과를 정성적, 정량적 관점에서 평가하여 제시하며, 결론 및 향후 연구를 V장에서 기술한다.

    

    

  
    
      Ⅱ. 관련 연구 
      Li 등은[1] 조명 변화에 무관하게 얼굴을 인식하기 위한 근적외선 영상 시스템을 제안하였다. 이 방법은 근적외선 이미지로부터 LBP(Local Binary Pattern) 특징을 추출하여 조명에 무관한 얼굴 표현(Representation)을 얻어낸 후 AdaBoost 방법으로 학습하여 근적외선 얼굴 이미지의 인식 정확성 및 속도를 개선하였다. 이 방법은 실내에서 촬영한 얼굴 이미지에 대해서는 높은 성능을 보이지만, 햇빛이 강한 실외에서 취득한 이미지에 대해서는 인식성능이 떨어지는 단점과 근적외선 얼굴 이미지 데이터를 충분하게 확보하는 것이 어려운 단점도 있다.

      최근 급속히 발전하고 있는 머신러닝 방법을 이용하여 근적외선 얼굴 이미지를 인식하는 방법을 고려할 수 있다. 머신러닝 기반의 고성능 인식모델을 만들기 위해서는 대량의 학습 데이터가 필요하지만, 근적외선 카메라로 다양한 얼굴 데이터를 대량으로 수집하는 것이 어렵다. 따라서 이 연구에서는 부족한 근적외선 영상 데이터를 GAN[3]을 기반으로 한 머신러닝 방법을 적용하여 근적외선 이미지를 생성하는 방법을 제안하여 부족한 학습 데이터를 보완하고자 한다.

      Goodfellow가 제안안 GAN은[3] Generator와 Discriminator의 두 개의 신경망으로 이루어진 생성모델이며, Generator와 Discriminator가 서로 경쟁하며 함께 개선되는 방식으로 학습이 진행된다. 그 결과 Generator는 입력으로 주어진 데이터의 분포와 비슷한 데이터를 생성할 수 있게 된다. GAN 모델들이 다양한 형태로 추가로 개발되어 사용되고 있지만[4, 5, 6], Generator와 Discriminator가 서로 경쟁하며 학습이 진행되기 때문에 학습이 불안정한 단점도 있다.

      Conditional GAN을[6] 사용하여 이미지에서 이미지로 변환시키는 방법 중의 하나인 Pix2Pix는 입력 이미지와 출력 이미지의 매핑 관계를 학습한다. 그러나 Pix2Pix는 두 도메인에 속한 이미지가 쌍(Pair)으로 주어질 때만 학습이 가능한 단점이 있다. 반면 CycleGAN[4]은 쌍으로 주어지지 않은 데이터들을 학습하기 위해서 Pix2Pix와 동일한 형태의 GAN 구조를 사용하지만 Adversarial 손실함수에 Cycle consistency 손실함수를 추가하여 사용한다. 이를 통해서 CycleGAN은 한쪽 도메인에 속한 데이터를 다른 쪽 도메인의 데이터 분포가 되도록 Generator를 학습하며, 이에 대한 추가 설명은 3-4절에 포함한다.

      CycleGAN에서 Cycle consistency 손실함수는 진짜 이미지와 복원된 이미지를 픽셀 단위로 비교하며 계산하지만, 픽셀 단위의 비교보다 좀 더 큰 영역을 볼 수 있는 특징(Feature) 간의 손실을 계산할 수도 있다. 이 방법은 얼굴 특징들을 보존하는 방향으로 손실을 활용하기 때문에 얼굴의 주요 특징들이 보존되는 장점이 있다[5].

      Zhang 등은[2] 쌍으로 이루어진 데이터 셋을 사용하며, CycleGAN의 인코더를 얼굴 특징 추출기로 교체하고, 새로운 Pixel consistency 손실함수를 정의하여 일반 카메라 얼굴 이미지를 근적외선 얼굴 이미지로 변환하는 방법을 제안하였다. [2]에서 제안한 Pixel consistency 손실은 CycleGAN의 입력으로서 데이터 쌍을 확보하지 못한 경우에는 사용할 수 없는 한계점이 있다. 여기서 Pixel consistency 손실함수란 Real VIS(Visual) 이미지(IV), Real NIR(Near-Infrared) 이미지(IN), VIS를 NIR로 변환시키는 Generator를 G, NIR을 VIS로 변환시키는 Generator를 F라고 할 때, G(IV)와 IN의 Pixel consistency 손실, IV와 F(IN)의 Pixel consistency 손실을 더한 값을 의미한다.

      CycleGAN을 이용한 얼굴 이미지 생성 과정에서, 입력되는 얼굴 이미지를 정렬시키고 명암 대비를 개선한 후 생성한 얼굴 이미지의 품질이 그렇지 않은 것보다 향상된 것을 이 연구의 실험으로 확인하였다. 여기서 사용한 얼굴 정렬은 눈 영역의 랜드마크를 검출하여 얼굴을 정렬하는[7] 것과 히스토그램 평활화를[8] 수행하여 명암 대비를 개선하는 것이다.

    

    

  
    
      Ⅲ. NIR 얼굴 이미지 생성 
      
        3-1 제안 방법의 개요
        논문에서 일반적인 카메라로 촬영한 이미지를 VIS(Visual), 근적외선 카메라로 촬영한 이미지를 NIR(Near-Infrared) 이미지라고 칭한다. VIS 이미지를 NIR 이미지로 변환할 때 [7]에서 제안한 방법으로 얼굴의 랜드마크를 검출하고, 이 중에서 양쪽 눈의 위치를 찾아서 그 위치를 기준으로 얼굴을 정렬시킨다[9]. 정렬된 이미지에 히스토그램 평활화를[8] 적용하여 얼굴 명도 대배를 개선한 후에 CycleGAN의 입력으로 사용한다. 반면 NIR 이미지를 VIS 이미지로 변환할 때는 랜드마크를 검출하여 찾아낸 눈 위치에 기반하여 얼굴 영역의 정렬만 수행하고, 명도 변화를 위한 히스토그램 평활화는 적용하지 않고 CycleGAN에 입력한다. NIR 이미지는 VIS 이미지와 달리 외부 조명의 변화에도 명도 변화가 적기 때문에 명도 대비를 개선하지 않는다.

        그림 2는 제안 방법의 개요로서 VIS 이미지는 도메인(Domain) X에 해당되고, NIR 이미지는 도메인 X에 해당된다. G1은 도메인 X에서 Y로 변환시키는 Generator이고, D1은 G1에 대한 Discriminator이다. G2는 도메인 Y에서 X로 매핑하는 Generator이고, D2는 G2에 대한 Discriminator이다.

        
          
          

          Fig. 2. 
				
          

          
            Face image generation using CycleGAN 
          
          

          

        

      

      
        3-2 눈 위치 기반 얼굴 정렬
        CycleGAN의 입력 이미지에서 눈, 코, 입과 같은 얼굴의 특징적인 부분들이 어느 정도 일정한 위치로 입력하면 데이터의 일관성이 생겨 손실함수 계산 시에 이점이 있으며, 생성된 이미지의 품질이 개선될 수 있다. 따라서 이 연구에서는 얼굴을 반듯하게 정렬시킨 후 입력하고, 얼굴 정렬은 얼굴의 랜드마크에서 찾아진 양쪽 눈의 좌표를 이용하여 눈 높이를 기반으로 얼굴의 비틀어짐을 교정하는 방식으로 진행한다.

        그림 3은 [7]에서 제안한 방법으로 얼굴에서 랜드마크를 찾고, 눈에 해당되는 랜드마크를 이용하여 얼굴 영역을 정렬하는 과정이다. 이를 통해 만들어진 128x128 크기로 정규화된 이미지를 CycleGAN의 입력으로 사용한다. 그림 4(a)는 얼굴을 정렬하지 않은 상태에서 얼굴 영역을 잘라낸 입력 이미지들이며, 그림 4(b)는 얼굴을 정렬한 후 자른 이미지들이다. CycleGAN의 이미지 생성을 위한 입력으로서 그림 4(b)가 더 적절하다는 것은 실험을 통해서 확인할 수 있다.

        
          
          

          Fig. 3. 
				
          

          
            Face alignment and size normalization process based on eye position
          
          

          

        

        
          
          

          Fig. 4. 
				
          

          
            Face alignment and size normalization (a) before and (b) after
          
          

          

        

      

      
        3-3 얼굴 명도 조절
        VIS 이미지는 조명이 너무 어둡거나 밝으면 명암 대비가 낮아서 얼굴의 윤곽이 제대로 나타나지 않는데, 이를 개선하기 위해서 히스토그램 평활화를 적용하면 이미지의 히스토그램 분포가 고르게 되어 명암 대비가 향상된다. 그림 5(a)는 히스토그램 평활화를 적용하지 않은 상태에서 CycleGAN으로 생성한 NIR 이미지를 보여주며, 5(b)는 히스토그램 평활화를 적용하여 얼굴의 명도 변화를 개선한 이미지로 생성한 NIR 결과 이미지를 보여준다.

        
          
          

          Fig. 5. 
				
          

          
            Comparison of NIR image generation results (a) before and (b) after applying histogram equalization
          
          

          

        

        히스토그램 평활화를 적용한 후 이를 학습 데이터로 사용하여 NIR 이미지를 생성한 경우 이미지가 전체적으로 자연스럽게 생성된 결과를 확인할 수 있다. 그림 5(b)의 히스토그램 평활화가 적용된 VIS 이미지는 NIR 이미지를 생성하기 위한 입력 이미지로서 사람이 보는 시각적인 면에서는 편하게 보이지 않을 수 있다.

      

      
        3-4 근적외선 이미지 생성
        머신러닝을 이용한 이미지 생성에서 입력 이미지와 그에 대응되는 결과 이미지가 쌍(pair)으로 주어지지 않은 경우에는 CycleGAN을[4] 이용할 수 있다. CycleGAN은 쌍이 없는 이미지들을 입력으로 받아서 Cycle consistency라는 개념을 사용하여 한쪽 도메인에 속한 데이터를 다른 쪽 도메인의 분포로 매핑하는 Generator를 학습시킨다. Cycle consistency를 언어 번역에 적용한다면 “영어를 프랑스어로 번역한 후 그것을 다시 영어로 번역하면 원본 영어 문장과 같아야 한다”라는 예로 생각할 수 있다. 원래 GAN의[2] Adversarial 손실에 Cycle consistency 손실함수를 추가하면 역함수 관계인 두 개의 Generator G1(X에서 Y로의 변환)과 G1(Y에서 X로의 변환)를 얻을 수 있다.

        여기서는 CycleGAN의 Generator 구조는 그림 6과 같이 인코더(Encoder), 변환기(Transformer), 디코더(Decoder)로 구성되며, 여기에 9개의 Residual block[10]을 사용한다. 인코더의 c7s1-k의 의미는 필터 k개, 7x7 크기의 Stride가 1인 Convolution-InstanceNorm-ReLU 레이어, dk는 필터가 k개, 3x3 크기의 Stride가 2인 Convolution-InstanceNorm-ReLU 레이어를 의미한다. 변환기의 Rk는 필터가 k개인 3X3 Convolution layer 두 개를 포함한 Residual block을 의미하며, 디코더의 uk는 필터가 k개, Fractional-strided-Convolution-InstanceNorm-ReLU 레이어는 Stride가 1/2로 구성한다.

        
          
          

          Fig. 6. 
				
          

          
            Generator network structure
          
          

          

        

        Discriminator 네트워크 구조는 그림 7과 같이 CycleGAN의 Discriminator 네트워크에 70x70 크기의 PacthGAN을[6] 사용하였으며, ck는 필터가 k개, 4x4 크기의 Stride가 2인 Convolution-InstanceNorm-LeakyReLU 레이어이고, 마지막 레이어는 출력이 1차원이 되도록 하는 Convolution layer이다.

        
          
          

          Fig. 7. 
				
          

          
            Discriminator network structure
          
          

          

        

        이 연구에서의 CycleGAN은 Cycle consistency 손실에 특징(Feature) 단위로 비교하는 Perceptual 손실함수를 추가하여 생성되는 이미지의 품질을 개선하였다. 여기서 Perceptual 손실은 입력으로 주어지는 Real 이미지와 Reconstruct(Recon)된 이미지에 대하여 ImageNet 데이터 셋으로 학습되어 있는 VGG16 모델의[11] 4번째, 9번째, 16번째, 23번째 층에서 각각 Real 이미지와 Recon 이미지의 특징 간의 MSE(Mean Squared Error)를 계산한 값들의 평균을 사용하였다.

        Perceptual 손실함수는 인식 단위의 손실함수로서 이는 얼굴에서 의미 있는 특징 부위들을 개선하는 역할을 한다. 이를 적용하여 눈, 코, 입 등의 특징 부위들이 전반적으로 개선되는 결과를 얻을 수 있다. 표 1에서 (a)는 전처리만 적용한 학습 이미지로 학습한 모델이 생성한 이미지들의 예이고, (b)는 전처리를 적용한 학습 이미지에 Perceptual 손실함수를 추가하여 학습한 모델이 생성한 결과 이미지들이다. 눈, 코, 입 등의 특징 부위와 얼굴의 볼 등이 전반적으로 더욱 선명하게 생성된 결과를 확인할 수 있다.

        
          Table 1. 
				
          

          
            Examples of applying perceptual loss
          
          

        

        
          
            
              	Real VIS images
              	(a) Fake NIR images without perceptual loss
              	(b) Fake NIR images with perceptual loss
            

          
          
            	
              
            
            	
              
            
            	
              
            
          

          
            	
              
            
            	
              
            
            	
              
            
          

          
            	
              
            
            	
              
            
            	
              
            
          

          
            	
              
            
            	
              
            
            	
              
            
          

        

        

      

    

    

  
    
      IV. 실험 및 결과
      
        4-1 실험 데이터
        실험에서는 CASIA(Chinese Academy of Sciences, Institute of Automation) NIR-VIS 2.0 얼굴 데이터를[12] 사용했다. 여기에는 NIR 얼굴 이미지와 VIS 얼굴 이미지가 포함 있으며 대부분 동양인 얼굴들이며, CASIA 데이터의 구성은 표 2와 같다. NIR에 655명의 Subject, VIS에 534명의 Subject로 구성되어 있으며, 이 중 NIR과 VIS에 모두 참여한 Subject는 530명이다. 여기서 Subject는 데이터 수집에 참가한 인원 수를 의미하며, 각 Subject 당 이미지의 최소 및 최대 장수는 표 2와 같다.

        
          Table 2. 
				
          

          
            CASIA NIR-VIS 2.0 face dataset configuration
          
          

        

        
          
            	
            	NIR
            	VIS
          

          
            	Number of subjects (persons)
            	655
            	534
          

          
            	Number of images
            	11,278
            	2,998
          

          
            	Minimum and maximum number of images per subject
            	4 (Min)
40 (Max)
            	1 (Min)
12 (Max)
          

        

        

      

      
        4-2 정성적 평가
        비교에 사용한 CycleGAN 모델은 입력 이미지로서 얼굴 정렬만 적용한 모델 (이하 A모델), 본 논문에서 제시한 얼굴 정렬과 히스토그램 평활화의 전처리를 모두 적용한 모델 (이하 B모델), 그리고 논문에서 제안한 전처리를 적용하고 Perceptual 손실함수를 추가한 모델 (이하 C모델)의 세 종류로 구성하였다. 이 모델들을 학습할 때 데이터가 특정 인물에 대해 편향되지 않도록 이미지 수를 각 Subject 당 3장 이상 8장 이하가 되도록 랜덤하게 선택한다. 이를 통해 VIS에서 2,966장 (533 Identities), NIR에서 4,301장을 (655 Identities) 사용하였다. 여기서 Identity는 Subject와 같은 의미로서 얼굴인식 ID로 생각하면 된다. 또한, VIS 534 Subject 중에서 이미지 수가 한 장밖에 없는 Subject를 제외하여 533 Subject 2,966장을 사용하였다.

        표 3의 결과에서 볼 수 있듯이 얼굴 정렬만 적용한 A모델은 세 번째, 네 번째 입력 이미지와 같이 명암 대비가 적으면 생성된 이미지가 선명하지 않고 흐리게 보이지만, 히스토그램 평활화를 적용하여 이미지의 명암 대비를 개선한 B모델과 C모델은 생성된 이미지에서 얼굴의 그림자도 자연스럽게 나타나는 것을 확인할 수 있다. 또한 B모델에 Perceptual 손실함수를 추가한 C모델은 B모델과 비교했을 때 눈, 코, 입 등의 얼굴의 주요 특징들이 더욱 선명하고 자연스럽게 생성된 것을 확인할 수 있다. 제안한 방법으로 생성한 NIR 이미지 결과가 NIR 카메라로 취득한 진짜 NIR 이미지와 전반적으로 상당히 유사함을 정성적으로 확인할 수 있다.

        
          Table 3. 
				
          

          
            Comparing generated images by model
          
          

        

        
          
            
              	Real VIS
              	Model A
              	Model B
              	Model C
            

          
          
            	
              
            
            	
              
            
            	
              
            
            	
              
            
          

          
            	
              
            
            	
              
            
            	
              
            
            	
              
            
          

          
            	
              
            
            	
              
            
            	
              
            
            	
              
            
          

          
            	
              
            
            	
              
            
            	
              
            
            	
              
            
          

          
            	
              
            
            	
              
            
            	
              
            
            	
              
            
          

          
            	
              
            
            	
              
            
            	
              
            
            	
              
            
          

        

        

      

      
        4-3 정량적 평가
        가짜(Fake)로 생성한 NIR 이미지들이 부족한 학습 데이터를 보완할 수 있는지를 확인하기 위해서 이 데이터들을 학습에 포함하여 만든 얼굴인식 모델로 인식 결과를 비교하였다. CASIA 데이터 셋은 개인마다 식별 번호가 지정되어 있어서 이 번호를 얼굴인식 ID로 사용하였다.

        CASIA의 VIS 이미지 셋과 NIR 이미지 셋에 모두 존재하는 전체 530명 중 이미지 수가 적은 10명을 제외하고 520명을 선정하여 Real NIR 이미지 중 6,456개를 학습에 사용하고, 2,889개를 테스트 데이터로 사용하였다. 또한, VIS 이미지 2,924개를 A모델, B모델, C모델에 각각 입력하여 생성한 가짜(Fake) NIR 이미지를 학습데이터에 추가하여 A, B, C모델에서는 전체 9,380개를 학습데이터로 사용하였다.

        얼굴 인식기는 CASIA webface dataset[13]으로 학습되어 있는 Inception-ResNet-v1의[13] 파라미터를 전이(Transfer) 학습하여 사용하였고, 표 4와 같이 네 종류의 학습 데이터로 네 개의 모델(Real 모델, A′모델, B′모델, C′모델)을 학습시켰다.

        
          Table 4. 
				
          

          
            Training data used by recognizer model
          
          

        

        
          
            
              	Model
              	Training Data
              	Test Data
            

          
          
            	Real Model
            	6,456 real NIR images
            	2,889 real NIR images
          

          
            	Model A′
            	6,456 real NIR images
+ 2,924 fake NIR images generated by model A
          

          
            	Model B′
            	6,456 real NIR images 
+ 2,924 fake NIR images by model B
          

          
            	Model C′
            	6,456 real NIR images
+ 2,924 fake NIR images by model C
          

        

        

        표 5의 결과에서 Real 모델의 인식 정확도는 95.12%로서 인식성능이 좋다고 할 수 있지만, C′모델의 인식 정확도가 96.23%로 가장 높은 것을 확인할 수 있다. 따라서 논문에서 제안한 방법으로 생성한 가짜 데이터를 학습에 포함하여 사용했을 때 인식성능을 높이는 데 도움이 된 것을 확인할 수 있었다.

        
          Table 5. 
				
          

          
            Recognition accuracy by recognizer model
          
          

        

        
          
            
              	Model
              	Accuracy (%)
            

          
          
            	Real Model
            	95.12
          

          
            	Model A′
            	95.29
          

          
            	Model B′
            	95.64
          

          
            	Model C′
            	96.23
          

        

        

      

    

    

  
    
      V. 결 론
      이 연구에서는 CycleGAN을 이용하여 NIR(근적외선) 얼굴 이미지를 생성하여 이를 학습에 추가하여 사용하였을 때, 즉 부족한 학습 데이터에 가짜로 생성한 데이터를 추가하여 학습할 때, 얼굴인식 성능이 개선된 것을 확인하였다. 이 과정에서 간단한 이미지 전처리와 특징 기반의 Perceptual 손실함수를 추가하는 것이 생성한 얼굴 이미지의 품질 개선에 도움이 된다는 것도 확인하였다.

      논문에서 제안한 방법은 조명 변화에도 안정적인 얼굴 인식기를 만드는 데 사용할 수 있으며, 현재는 동양인 얼굴만 포함된 데이터를 사용하였지만 다양한 인종이 혼합된 데이터를 사용하여 지역에 상관없이 조명 변화에 강인한 얼굴 이미지를 생성할 수 있는 시스템 개발로 확장할 수 있을 것이다. 또한, 극심한 고통을 포함하는 다양한 얼굴 표정 인식을[14] 위한 얼굴 데이터 생성에도 제안한 방법을 개선하여 활용하고자 한다.
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