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            Abstract
          
        

        
          스마트팜의 안정적인 운영을 위해 센서 데이터의 실시간 이상 탐지가 필수적이지만, 가우시안 NLL(negative log likelihood)로 학습한 모델은 예측 불확실성을 과소평가는 문제로 인해 잦은 오탐이 발생해서 실제 현장에 적용이 어렵다. 본 논문은 이런 과소평가 문제를 완화하기 위해 예측된 표준편차를 손실 계산의 적응형 가중치항에 적용한 새로운 손실함수인 APG-NLL(adaptive penalty Gaussian NLL)을 제안한다. 제안된 APG-NLL로 학습된 TAR(Transformer-based DeepAR) 모델을 스마트팜 센서 데이터에 적용한 결과, 가우시안 NLL로 학습한 모델 대비 오탐을 유의미하게 감소시켰다. 이 모델을 활용하면 스마트팜 실시간 이상 탐지 시스템의 신뢰성을 높일 수 있을 것으로 기대된다.

        

        
          
            초록
          
        

        
          Real-time anomaly detection for smart farm sensor data is crucial for stable operation. However, models trained with Gaussian negative log likelihood (NLL) may underestimate prediction uncertainty, which leads to frequent false positives and complicates applications in real-world settings. To mitigate this problem, the present paper proposes a new loss function, namely adaptive penalty Gaussian NLL (APG-NLL), which applies the predicted standard deviation as an adaptive weighting term in the loss calculation. When APG-NLL was applied to a Transformer-based DeepAR (TAR) model trained on smart farm sensor data, the proposed method significantly reduced false positives, outperforming models trained with Gaussian NLL. Utilizing the TAR model could enhance the reliability of real-time anomaly detection systems for smart farms.
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      Ⅰ. 서 론
      스마트팜 기술은 센서를 통해 수집되는 환경 시계열 데이터(CO2 농도, 온도, 습도 등)를 기반으로 작물 생육 환경을 정밀하게 제어하며 농업 생산성과 효율성을 혁신하고 있다. 그러나 센서 오류, 통신 이상, 또는 예측하지 못한 환경 변화로 인해 발생하는 데이터 이상(anomaly)은 스마트팜 시스템의 안정적인 운영을 저해하는 주요 원인이다. 이러한 이상 징후를 실시간으로 탐지하고 신속하게 대응하는 것은 스마트팜의 생산성과 자원 효율성을 극대화하기 위해 필수적이다.

      최근 딥러닝 기술의 발전과 함께 시계열 예측에 특화된 인공지능 모델들이 등장하며 이상 탐지 분야에서 뛰어난 성능을 보이고 있다. 특히, 언어나 소리 등의 서열 데이터를 잘 학습하는 트랜스포머(Transformer)와 예측 분포를 통해 불확실성을 정량화하는 DeepAR(auto regressive recurrent network) 같은 모델은 시계열 예측 및 이상 탐지 분야의 유망한 접근법이 될 수 있다[1],[2]. 하지만 딥러닝 모델은 예측 분포의 불확실성을 정확하게 학습하는 과정에서 어려움을 겪는 경우가 있다. 특히, 예측 표준편차를 과도하게 줄이려는 경향은 모델이 정상 데이터를 이상으로 잘못 탐지할 수 있으며, 이는 이상 탐지 시스템의 신뢰도를 떨어뜨린다. 이러한 문제를 완화하기 위해서 예측 불확실성 모델링을 개선하는 새로운 접근법이 필요하다.

      본 논문은 스마트팜 센서 시계열 데이터의 실시간 이상 탐지를 위한 TAR(Transformer-based DeepAR)를 제안하며, 다음과 같은 주요 기여를 포함한다.

      
        	• TAR 모델: 서열 데이터에 뛰어난 성능을 보이는 트랜스포머와 확률론적 예측에 강점을 가진 DeepAR 모델을 결합하여, 불확실성을 효과적으로 예측하고 이상치를 강건하게 탐지하는 모델을 개발하였다.


        	• APG-NLL(adaptive penalty Gaussian negative log likelihood) 손실함수: 예측 분포의 표준편차를 과도하게 축소하려는 경향을 완화하기 위해, 표준편차 자체에 따라 페널티의 크기가 조절되는 새로운 손실함수를 제안한다. 이는 모델이 예측 불확실성을 더 안정적으로 모델링하도록 유도한다.


      

      본 논문의 연구는 스마트팜 시스템의 안정성을 높이고, 예측 기반의 이상 탐지 시스템의 신뢰도를 향상시킬 수 있을 것으로 기대된다.

    

    

  
    
      Ⅱ. 관련 연구
      
        2-1 스마트팜 관련 모델
        스마트팜 분야의 인공지능 연구는 주로 농업 생산성을 향상시키고 자원 효율성을 최적화하는 데 초점을 맞추고 있다. 초기에는 작물의 수확량을 예측하거나, 특정 환경 변수와 생육 상태 간의 상관관계를 분석하는 연구가 주를 이루었다. 최근에는 딥러닝 기술인 합성곱 신경망(CNN, convolutional neural network) 모델을 이용해 작물의 질병을 조기 진단하거나 해충을 탐지하는 연구나 순환 신경망(RNN, recurrent neural network) 모델을 이용해 센서 시계열 데이터를 분석하여 생육 환경을 예측하는 연구 등이 있다[3],[4].

      

      
        2-2 시계열 이상 탐지 모델
        시계열 데이터에서 이상치를 탐지하는 주요 딥러닝 기법은 작동 원리에 따라 크게 재구성 기반, 생성 기반, 예측 기반의 세 가지 범주로 분류할 수 있으며, 각 방법론은 고유한 특성과 한계를 지닌다[5]. 재구성 기반 기법은 정상 시계열을 잠재 공간으로 인코딩 후 재구성하는 과정에서 재구성 오차가 큰 경우를 이상치로 판단하며, 모델이 정상 패턴의 핵심 특징만을 학습하여 비정상적인 입력의 재구성을 어렵게 만든다. 그러나 압축 과정에서 세밀한 시간적 특징이 손실될 가능성이 존재한다[6]. GAN(generative adversarial network) 구조를 활용하는 생성 기반 기법은 정상 데이터의 분포를 정교하게 학습하고, 주로 판별자 점수와 재구성 손실을 조합하여 이상치 점수를 계산한다[7]. 이런 기법은 정상 패턴에 대한 정교한 모델링이 가능하지만, GAN 모델 특유의 학습 불안정성 문제가 수반된다. 마지막으로 예측 기반 기법은 과거 서열을 기반으로 미래의 정상 상태를 예측하고 예측 오차를 이상 점수로 사용하여, 스트리밍 환경의 실시간 탐지에 유리하다[8]. 다만, 예측해야 할 미래 윈도의 길이를 최적으로 설정하는 것이 성능에 중대한 영향을 미친다는 한계가 있다. 국내 스마트팜과 축산 분야에서는 예측 기반 기법이 주로 사용되고 있으며, 시계열 예측의 오차율을 이상 탐지 허용 범위로 사용한 연구나 예측 시계열 윈도의 평균과 표준편차를 사용해 동적인 허용 범위를 계산하는 연구가 있다[9],[10]. 본 논문에서 제안하는 모델은 실시간 이상 탐지에 유리한 예측 기반 기법을 사용하며, 예측의 불확실성을 모델링하기 위해 정규분포를 예측하도록 모델을 설계하였다.

      

    

    

  
    
      Ⅲ. 본 론
      
        3-1 실험 대상 스마트팜
        본 논문의 실험 대상 수직농장형 스마트팜은 그림 1과 같이 재배실이 약 90평 규모이며, 두 대의 메인 공조기(덕트형)와 8대의 천장형 에어컨으로 온도 및 습도를 제어하고 있다. 내부는 8개의 재배대로 구성되어 있으며 2개의 구역(A, B)으로 나누어 온도, 습도, 이산화탄소 정보를 수집하고 있다.

        
          
          

          Fig. 1. 
				
          

          
            Diagram of the target smart farm
          
          

          

        

        생육 환경 모니터링용 센서는 A구역 2번, 3번 재배대 사이와 B 구역 6번, 7번 재배대 사이에 2개가 설치되어 있다. 또한 재배대마다 양액 탱크를 설치하여 양액량을 조절하여 공급하고 있으며, 양액 탱크 안에는 전력량, 산성도, 수온 정보 수집이 가능한 센서를 설치하여 양액 정보를 확인하고 있다.

        그림 2와 같이 재배대별로 설치된 제어장치를 통해 LED의 광량을 제어하여 주요 생산품인 엽채류(프릴아이스 크리스피아노) 생육에 적합한 환경을 조성하고 있으며, 해당 엽채류를 하루에 약 90kg 정도 생산하고 있다.

        
          
          

          Fig. 2. 
				
          

          
            Vertical grow stand
          
          

          

        

      

      
        3-2 TAR 모델
        실시간 이상 탐지를 위한 TAR 모델은 그림 3과 같이 길이가 n인 시계열을 입력하면 각 입력 시간 단계의 다음 단계에서의 예측 시계열을 출력한다. 길이가 n+1인 출력 시계열의 각 예측은 DeepAR과 같이 정규분포의 매개변수 형태인 평균 μ과 표준편차 σ로 예측값과 예측의 불확실성을 함께 표현할 수 있다[2].

        
          
          

          Fig. 3. 
				
          

          
            TAR model architecture
          
          

          

        

        입력 시계열의 각 원소는 먼저 선형변환을 통해 d차원의 토큰 벡터 공간으로 투영(projection)된다. 입력 x에 대한 선형변환의 정의는 식 (1)과 같다.
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        이때 선형변환을 위한 행렬 W와 편향 벡터 b를 포함하고 있어 실질적으로는 아핀(affine) 변환이다. 변환된 토큰 서열 가장 앞에 서열의 시작(beginning of sequence)을 표현하는 <BOS> 토큰을 결합하며, 해당 토큰은 임의로 초기화된 다음에 학습 과정에서 최적화된다. 그리고 절대 위치 인코딩(absolute positional encoding) 정보를 토큰에 더해주는데 이는 트랜스포머가 서열을 이루는 각 토큰의 위치와 순서를 구별할 수 있도록 하기 위함이다[1].

        TAR 모델의 트랜스포머 블록은 두 개의 내부 블록을 통해 식 (2)의 과정으로 실행된다.
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        트랜스포머 블록의 첫 번째 내부 블록은 제곱평균제곱근 정규화(RMSNorm, root mean square normalization)가 적용된 서열에 인과적 주의(causal attention)을 적용한 후 원래 서열과 더해주는 잔차 연결(residual connection)로 구성된다[11]. 두 번째 내부 블록은 첫 번째 내부 블록의 인과적 주의 부분이 다층퍼셉트론(MLP, multi layer perceptron)으로 교체된 것을 제외하면 같은 구조를 가진다.

        제곱평균제곱근 정규화는 식 (3)과 같이 정의되며, 입력 서열 X∈Rn+1×d의 각 토큰 벡터를 해당 벡터의 제곱평균제곱근으로 나누는 방식으로 정규화를 수행하여 학습 중에 기울기가 과도하게 커지는 것을 방지한다[12].
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        이때 γj는 벡터의 각 원소의 크기를 조절하는 매개변수, ϵ은 0으로 나누는 것을 방지하기 위한 상수를 의미한다. 제곱평균제곱근 정규화는 기존 트랜스포머에 주로 사용하던 층 정규화(LayerNorm)와 비교해 성능은 비슷하게 유지하면서 연산량이 상대적으로 작은 장점이 있어 최근 거대언어모델 등에서 많이 사용하고 있다[13],[14].

        인과적 주의는 서열에서 토큰 간의 정보교환이 발생하기 때문에 트랜스포머 블록에서 가장 핵심적인 부분이며 식 (4)와 같은 과정으로 실행된다.
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        먼저 입력 서열 X를 선형변환하여 X와 동일한 모양의 질의 Q, 키 K, 값 V 서열을 만들고, Q와 K 서열 간의 모든 토큰 벡터 쌍의 내적으로 이루어진 행렬 QKT를 d로 나누어 유사도 행렬을 구한다. 여기서 k번째 예측은 과거(첫 번째 토큰에서 k-1번째 토큰까지)의 서열만 고려하도록 인과적 마스크(causal mask)를 적용하는데, 식 (5)와 같이 유사도 행렬의 하삼각 행렬 부분을 제외한 부분을 음의 무한대 값으로 변경시켜 행렬 M∈Rn+1×n+1을 만든다.
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        그리고 마스크가 적용된 유사도 행렬 M에 식 (6)의 각 행에 대한 소프트맥스를 적용하면 각 행의 합이 1인 주의 가중치 행렬이 계산된다.
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        이렇게 계산된 주의 가중치 행렬과 V를 행렬곱하고, 마지막으로 선형변환을 거치면 인과적 주의가 적용된 토큰 서열 X′이 구해진다[1].

        다층퍼셉트론은 식 (7)과 같이 두 개의 선형변환 층과 하나의 비선형 활성화 층으로 구성되어 있으며, 토큰 간의 정보를 종합하는 주의 연산과 달리 각 토큰별로 복잡한 비선형적 특징을 추출한다.
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        SiLU(sigmoid linear unit)의 정의는 식 (8)과 같으며, 입력에 시그모이드를 적용한 결과를 게이트로 사용하는 방식의 비선형 활성화 함수다[15].
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        최종 예측을 위한 헤드 블록은 식 (9)와 같은 과정으로 실행된다. 트랜스포머 블록에서 출력된 토큰에 먼저 정규화를 적용한 다음에 선형변환을 통해 정규분포의 매개변수인 μ와 σ를 구한다.
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        이때 DeepAR과 같은 방식으로 예측하는 표준편차 σ를 0보다 큰 양수로 만들기 위해서 식 (10)의 소프트플러스 함수를 추가로 적용한다[2].
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        3-3 이상 탐지를 위한 손실함수
        이상 탐지를 위해서 정규분포의 매개변수인 평균과 표준편차를 예측하도록 TAR 모델을 최적화해야 한다. 식 (11)은 단변량 정규분포의 확률밀도함수(PDF, probability density function)를 나타내며, 이를 통해 목표값 x가 주어지면 예측된 정규분포에서 우도를 계산할 수 있다.
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        식 (12)는 정규분포에서 음의 로그 우도 함수를 나타내며 TAR 모델 학습 시에 손실함수로 사용할 수 있다.
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        GaussianNLL의 첫 번째 항은 σ를 작게 만드는 항이며, 두 번째 항은 x와 μ간의 거리를 줄이고 σ를 크게 만드는 항이다. 하지만 그림 5에서 확인할 수 있듯이 GaussianNLL을 손실함수로 사용한 모델은 정상 데이터를 이상으로 잘못 탐지하는 FP(false positive)가 많이 발생하는 문제가 있다. 이는 학습 과정에서 모델이 우도를 최대화하기 위해 σ를 과도하게 작게 만들어 예측의 불확실성을 과소평가하는 문제로 보인다.

        위에서 언급한 문제를 완화하기 위해 식 (13)과 같이 GaussianNLL의 첫 번째 항에 0보다 크고 1보다 작은 가중치 상수 λ와 예측 표준편차인 σ를 적응적 페널티로 곱한 손실함수인 APG-NLL을 제안한다.
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      Ⅳ. 실험 및 결과
      
        4-1 실험 데이터
        실험을 위한 대상 스마트팜의 A 구역 센서(CO2, 온도, 습도) 시계열 데이터는 2025년 8월 1일 자정부터 8월 29일 자정까지 총 4주간 1분 단위로 수집되었다. 시계열 데이터 수집 과정 중에 다양한 문제로 발생한 결측치는 결측 전, 후 데이터의 선형 내삽(linear interpolation)을 사용해 대체하였다.

        그림 4는 전체 데이터집합과 딥러닝을 위한 데이터 분할을 보여준다. 시계열 데이터 수집 기간 중 공급용 이산화탄소가 소진되어 실제로 이상이 발생한 첫 번째 주를 테스트용, 두세 번째 주를 학습용, 네 번째 주를 검증용으로 설정하였다. 따라서 학습용과 검증용 데이터는 모두 이상이 없는 데이터다.

        
          
          

          Fig. 4. 
				
          

          
            Visualization of dataset and split
          
          

          

        

        표 1은 학습용 데이터의 3가지 센서 시계열에 대한 통계인 최소, 최대, 평균, 표준편차를 보여준다.

        
          Table 1. 
				
          

          
            Statistics of training data
          
          

        

        
          
            
              	Sensor
              	Min
              	Max
              	Mean
              	SD
            

          
          
            	CO2 (ppm)
            	493
            	662
            	554
            	32.9
          

          
            	Temperature (℃)
            	17.6
            	23.3
            	20.4
            	1.56
          

          
            	Humidity (%)
            	59.2
            	88.3
            	74.4
            	6.36
          

        

        

      

      
        4-2 모델 학습 및 추론 방식
        모델에 입력되는 시계열은 식 (14)와 같이 학습용 데이터의 평균 μdata와 표준편차 σdata로 표준화(standardization)하도록 전처리하였다.
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        이는 입력 데이터의 평균이 0, 표준편차가 1이 되도록 만들어 딥러닝이 원활하게 수행되도록 만들어 준다. 그리고 이상 상황이 발생한 센서의 값이 다른 센서의 예측에도 영향을 주기 때문에, 3가지 센서 시계열을 하나의 다변량 모델로 학습하지 않고 같은 구조를 가지는 3개의 단변량 모델로 학습하였다.

        표 2는 딥러닝을 위한 초매개변수를 보여준다. TAR 모델은 최대 60분 길이의 시계열 데이터를 입력으로 다음 1분을 포함한 최대 61분 길이의 시계열 정규분포를 출력하도록 구성하였으며, 언어 모델과 같은 자기 회귀(auto regressive) 학습 방식을 따른다. 그리고 학습 과정 중에 과적합을 방지하기 위하여 검증용 데이터에 대한 손실이 가장 낮을 때의 모델을 최종 추론용 모델로 선택하였다.

        
          Table 2. 
				
          

          
            Hyperparameters for deep learning
          
          

        

        
          
            	Optimizer
            	Adam
          

          
            	Learning rate
            	0.001
          

          
            	Number of iterations
            	1,000
          

          
            	Batch size
            	4,096
          

          
            	Max length of input sequence
            	60
          

          
            	Length of token vector
            	16
          

          
            	Number of transformer blocks
            	1
          

          
            	Length of hidden vector
            	64
          

        

        

        TAR 모델은 다양한 길이의 시계열을 입력받거나 자기 회귀 방식으로 2분 이상의 길이의 미래 시계열도 예측할 수 있지만, 성능 측정을 위한 추론 시에는 60분 길이의 슬라이딩 윈도를 입력하는 방식으로 다음 1분의 결과를 예측하였다. 이는 TAR 모델의 목적이 장기간의 미래 시계열을 예측하는 것이 아니라 실시간으로 센서 시계열의 이상을 탐지하는 것이기 때문이다.

      

      
        4-3 이상 탐지 기준과 예측 결과
        평균과 분산을 알고 있는 정규분포 N(μ,σ2)에서 2시그마 규칙을 사용해 관측값이 95.45%로 떨어지는 예측 구간 [μ-2σ, μ+2σ]을 계산할 수 있다. 따라서 관측값이 예측 구간을 벗어나면 해당 데이터를 이상으로 탐지하도록 구현하였다.

        그림 5의 (a)는 GaussianNLL을 손실함수로 학습한 모델 의 예측 결과이며, (b)는 APG-NLL에서 페널티 상수 λ를 0.1로 설정하고 학습한 모델의 예측 결과를 보여주는데 최초 60분의 데이터는 입력으로만 사용하므로 예측치가 없다.

        
          
          

          Fig. 5. 
				
          

          
            Prediction result for test data
          
          

          

        

        GaussianNLL을 사용한 모델은 예측 구간이 상대적으로 좁아서 짧은 시간에 급격하게 값이 변하는 구간에서 FP가 많이 발생하는 결과를 보여주었다. 반면에 APG-NLL을 사용한 모델은 상대적으로 예측 구간이 넓어서 해당 구간에서 FP를 줄인 결과를 보여주었다. 하지만 예측 구간이 너무 넓을 경우, 반대로 이상 데이터를 정상으로 잘못 탐지하는 FN(false negative)이 발생할 수 있으므로 데이터집합에 적합한 초매개변수 λ를 찾아야만 한다.

        표 3은 GaussianNLL과 여러 가지 λ를 적용한 APG-NLL로 학습한 모델을 사용해 이상이 없는 검증용 데이터에 대해 1단계 예측 성능을 MAPE와 FP로 보여준다. 식 (15)는 평균절대백분율오차(MAPE, mean absolute percentage error)의 정의이며, L은 예측에 사용된 시계열의 길이를 의미한다.
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          Table 3. 
				
          

          
            1-step prediction performances for validation data
          
          

        

        
          
            
              	Sensor
              	Gaussian NLL
              	APG-NLL
            

            
              	λ=1.0
              	λ=0.1
              	λ=0.01
            

            
              	MAPE
              	FP
              	MAPE
              	FP
              	MAPE
              	FP
              	MAPE
              	FP
            

          
          
            	CO2
            	0.71
            	666
            	0.73
            	1
            	0.79
            	0
            	0.83
            	0
          

          
            	Temperature
            	0.32
            	585
            	0.36
            	0
            	0.40
            	0
            	0.37
            	0
          

          
            	Humidity
            	0.72
            	995
            	0.81
            	62
            	0.71
            	1
            	0.80
            	0
          

        

        

        GaussianNLL을 사용한 모델과 비교해서 APG-NLL을 사용한 모델은 예측 능력이 조금 감소하지만, 정상 데이터에 대한 FP가 확실히 줄어든 것을 확인할 수 있다.

        표 4는 실제로 이상 상황이 발생했던 테스트용 CO2 데이터에 대한 이상 탐지 성능을 식 (16), 식 (17), 식 (18)의 정밀도(precision)와 재현율(recall), F1 점수로 나타낸 것이며, TP(true positive)는 이상으로 탐지한 데이터가 실제로 이상인 경우를 의미한다.
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          Table 4. 
				
          

          
            Anomaly detection performances for test CO2 data
          
          

        

        
          
            
              	Metric
              	Gaussian NLL
              	APG-NLL
            

            
              	λ=1.0
              	λ=0.1
              	λ=0.01
            

          
          
            	Precision
            	0.912
            	1.000
            	1.000
            	1.000
          

          
            	Recall
            	0.909
            	0.842
            	0.856
            	0.839
          

          
            	F1 score
            	0.911
            	0.914
            	
              0.923
            
            	0.913
          

        

        

        GaussianNLL을 사용한 모델은 정밀도가 0.912로 해당 데이터에서 탐지한 이상 중에 약 8.8%가 FP인 결과를 보여주었다. 반면에 APG-NLL을 사용한 모델은 전체적으로 재현율이 약간 낮아졌지만 높은 정밀도로 FP를 제거하는 결과를 보여주었다. 또한 정밀도와 재현율을 모두 고려한 F1 점수에서 APG-NLL의 초매개변수 λ를 0.1로 설정한 모델이 가장 좋은 이상 탐지 성능을 보여주었다.

        본 연구에서 TAR 모델의 추론 시간 측정은 Intel Core i7-13700 CPU, 16GB RAM 및 Windows 11 운영체제로 구성된 환경에서 수행되었다. GPU를 사용하지 않은 환경에서, TAR 모델은 60분 길이의 입력 데이터를 처리하는 데 약 58 마이크로초가 소요되는 것으로 확인되었다. 이러한 추론 성능은 스마트팜 센서의 이상을 실시간(1분 단위)으로 탐지하는 본 연구의 목표를 달성하기에 충분한 것으로 판단된다.

      

    

    

  
    
      Ⅴ. 결 론
      본 연구에서는 실시간 이상 탐지를 위해 시계열 값을 입력하면 다음 단계를 불확실성을 고려한 정규분포 형태로 예측할 수 있는 TAR 모델을 설계하였다. TAR는 2시그마 규칙을 사용해서 예측 구간을 구하고 관측값이 예측 구간을 벗어나면 이상으로 탐지하는 방식을 사용한다. GaussianNLL을 손실함수로 사용해 학습한 모델은 실험에서 정밀도가 낮아 정상적인 상황에서 잘못된 이상 탐지가 많이 발생하는 결과를 보였으며, 실세계의 스마트팜 관리에서 이런 모델은 사용하기 힘들다. 반면에 제안하는 APG-NLL로 학습한 TAR 모델은 정밀도가 높아서 잘못된 이상 탐지를 줄이면서도 재현율을 많이 낮추지 않는 장점이 있다.

      APG-NLL은 표준편차 자체를 적응적 가중치로 적용하였지만, 여전히 적절한 페널티 상수를 설정할 필요가 있다. 또한 APG-NLL은 TAR 모델의 정밀도를 높이면서 재현율을 낮추기 때문에 약한 수준의 이상 상황을 놓치는 단점을 가지고 있다. 향후 이런 문제들을 개선하기 위한 추가적인 실험이나 연구가 필요하다고 생각된다.
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