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            Abstract
          
        

        
          본 연구는 온라인 교육 플랫폼 Coursera를 중심으로, 학습자의 특성과 맥락 정보를 반영한 콘텐츠 추천 시스템을 설계하였다. 기존 추천 시스템이 단순한 콘텐츠 유사도나 과거 이용 기록에 의존하여 개인화 수준이 낮았던 한계를 극복하고자, 본 연구에서는 TF-IDF 기반 텍스트 분석과 함께 강의 평점, 수강자 수, 리뷰 수 등 정량적 품질 지표를 통합하여 추천 알고리즘을 구성하였다. 추천 결과는 학습자의 관심 기술, 수강 기간, 희망 난이도 등 조건을 고려하여 산출되며, 추천 이유를 수치화된 지표로 시각화함으로써 설명 가능성(Explainability)을 제공한다. 시나리오 기반 실험 결과, 추천된 강좌는 평균 90% 이상의 조건 일치율과 높은 사용자 만족도를 나타냈다. 본 시스템은 학습자의 요구에 부합하는 강좌 탐색을 지원하며, 향후 실제 사용자 데이터를 활용한 성능 검증을 통해 실용성과 확장 가능성을 높일 수 있을 것이다.

        

        
          
            초록
          
        

        
          This paper proposes a content recommendation system that incorporates learner characteristics and contextual information, focusing on the Coursera platform. To overcome the limitations of traditional recommendation systems that rely solely on content similarity or user history, the proposed model combines TF-IDF-based text analysis with quantitative course quality indicators, such as average rating, number of enrollments, and review count. The system generates recommendations based on user-defined preferences—such as target skills, preferred duration, and desired difficulty level—and enhances explainability by visualizing the rationale behind each recommendation. Scenario-based experiments demonstrated that the recommended courses achieved over 90% alignment with user preferences and exhibited high user satisfaction metrics. This system supports learners in efficiently identifying suitable courses, and its effectiveness can be further validated through studies using real-world learner interaction data.
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      Ⅰ. 서 론
      최근 몇 년간 온라인 교육은 기술 발전과 함께 급속한 성장을 이루었다. 특히, 인공지능(AI), 가상현실(VR), 증강현실(AR), 빅데이터(Big Data), 클라우드 컴퓨팅(Cloud Computing), 블록체인(Blockchain) 등의 첨단 기술이 교육 분야에 도입되면서 학습 경험의 혁신을 가져오고 있다. 이러한 기술들은 학습자 맞춤형 콘텐츠 제공, 학습 콘텐츠 추천 시스템, 몰입형 학습 환경 구축, 학습 데이터 분석 등을 통해 교육의 질을 향상시키고 있다.

      AI 및 데이터 분석 기술과 교육의 접목을 통해 학습자 분석을 활용하여 개인 맞춤형 학습 환경을 제공하는 에듀테크(Edutech)는 교육 서비스를 개선하거나 새로운 가치를 제공하는 것을 의미하며, 기존의 강의 중심 온라인 교육에서 점진적으로 진화하여, 상호작용이 강화된 양방향 학습 환경으로 발전하고 있는 이러닝(e-Learning)과 스마트 러닝(Smart Learning) 등의 개념과 유사하게 사용되고 있다. 특히, 코로나19 팬데믹으로 인해 비대면 교육이 일상화되면서 에듀테크의 중요성이 더욱 부각되고 있다[1]​.

      
        1-1 연구 배경
        MOOCs(Massive Open Online Courses) 플랫폼은 단순한 강좌 제공을 넘어, 학습자의 개별 특성을 반영한 맞춤형 교육으로 발전하고 있다. 이는 비대면 학습 환경 확대와 전통 교육의 한계를 보완할 수 있다는 점에서 교육 기술의 중요한 전환점으로 평가된다[2]. 대표적 플랫폼인 Coursera, edX, Udacity 등은 전 세계 학습자들에게 다양한 강좌를 제공하며, 고등교육의 접근성을 크게 향상시키고 있다.

        그러나 이러한 온라인 교육 환경에서 학습자가 자신의 수준과 목표에 맞는 강좌를 효율적으로 찾는 데는 여전히 어려움이 존재한다. 방대한 콘텐츠로 인해 강좌 선택이 비효율적으로 이루어지는 경우가 많으며, 이는 학습 지속률 저하로 이어진다. 이에 따라 학습자의 학습 성향, 속도, 피드백 반응 등을 실시간으로 반영하는 AI 기반 학습 분석(Learning Analytics)을 활용한 개인화 추천 시스템의 중요성이 더욱 부각되고 있다[3].

      

      
        1-2 연구의 필요성 및 연구의 목표
        MOOCs는 전 세계 누구나 시간과 장소의 제약 없이 고등 교육을 받을 수 있도록 함으로써 교육의 기회를 확대해왔다. 그러나 콘텐츠 탐색의 어려움, 낮은 강좌 이수율, 비개인화된 추천 방식 등으로 인해 학습자의 지속적인 참여를 유도하는 데 한계가 존재한다[4]. 실제로 주요 MOOC 플랫폼에서 강좌를 등록한 학습자 중 이수율은 평균 10% 미만으로 보고되고 있으며[5], 이는 온라인 교육의 효과성과 지속 가능성에 심각한 영향을 미친다.

        낮은 이수율의 주요 원인은 세 가지로 요약된다. 첫째, 학습자의 수준이나 목표에 적합한 강좌를 정확히 추천하지 못하는 기존 시스템의 한계, 둘째, 오프라인 대비 낮은 교수자와의 상호작용으로 인한 학습 동기 저하, 셋째, 과도한 정보량으로 인한 인지적 부담이 그것이다[6],[7]. 따라서 단순한 인기 강좌 중심의 추천에서 벗어나, 학습자의 요구와 상황을 정밀하게 반영할 수 있는 시스템의 필요성이 대두된다.

        본 연구는 이러한 문제를 해결하기 위해, 학습자의 요구와 수강 이력 데이터를 분석하고, 수강 기간, 희망 난이도, 관심 기술 등 다양한 맥락 정보를 반영한 개인 맞춤형 콘텐츠 추천 시스템을 제안한다. 이를 통해 학습자의 목표에 부합하는 강좌를 효과적으로 연결함으로써, 학습 지속성과 교육 효과를 동시에 향상시키는 것을 궁극적인 연구 목표로 한다.

      

    

    

  
    
      Ⅱ. 관련 연구
      본 논문에서는 온라인 교육 콘텐츠 추천 시스템의 개념과 주요 기술, 학습자 특성 분석 기반 추천 시스템, 그리고 기존 연구의 한계점 및 본 연구의 차별성을 분석한다.

      
        2-1 온라인 교육 콘텐츠 추천 시스템
        온라인 교육 콘텐츠 추천 시스템은 학습자에게 적절한 학습 자료를 제공하여 학습 효율성을 향상시키는 것을 목표로 한다. 일반적으로 사용되는 추천 시스템에는 협업 필터링(Collaborative Filtering)과 콘텐츠 기반 필터링(Content-Based Filtering) 방식이 있다. 협업 필터링 방식은 다른 사용자의 학습 데이터를 기반으로 추천을 수행하므로, 학습자의 개인적인 목표나 선호도를 세밀하게 반영하기 어렵다. 또한, 신규 학습자(Cold Start User)의 경우 충분한 학습 데이터가 부족하여 추천의 정확도가 낮아지는 문제점이 발생한다. 반면, 콘텐츠 기반 필터링 방식은 학습자가 과거에 수강한 강좌의 내용을 분석하여 유사한 강좌를 추천하는 방식이지만, 이는 새로운 분야를 학습하려는 학습자에게 적절하지 않을 수 있다[8]-[10].

        표 1은 다양한 추천 시스템의 특징 및 장점, 단점을 정리한 표이다.

        
          Table 1. 
				
          

          
            Comparison of the recommender systems
          
          

        

        
          
            
              	Recommender system
              	Concept
              	Advantages
              	Disadvantages
            

          
          
            	Collaborative Filtering, CF
            	Recommend content by analyzing similarity between learners based on user-item correlation
            	Utility of user's historical data
            	Cold Start Issue and Scarcity Issue
          

          
            	Content-Based Filtering, CBF
            	Analyze the content of courses taken by learners in the past and recommend similar courses
            	Reflection of individual learner preferences
            	Difficulty recommending courses in new fields
          

          
            	Hybrid Recommender System
            	Combining CF and CBF to improve recommendation performance
            	Improvement of the disadvantages of CF and CBF
            	Increased computational complexity
          

          
            	Reinforcement Learning-based Recommendation System
            	Optimized content recommendations with real-time feedback during the learner’s learning process
            	Adaptable to dynamic learning situations, reflecting real-time needs
            	Complex learning process and high computational complexity
          

        

        

      

      
        2-2 학습자 특성 분석 기반 추천 시스템
        MOOCs(Massive Open Online Course)를 포함한 온라인 교육 환경에서는 학습자의 자율성이 강조되기 때문에, 개인별 특성을 정밀하게 분석하여 이에 적합한 콘텐츠를 제공하는 것이 학습 효과를 높이는 핵심 요인으로 작용한다. 이에 따라 최근 교육 기술 연구는 학습자의 다양한 특성과 맥락 정보를 반영한 맞춤형 추천 시스템 개발에 집중하고 있다.

        학습자 특성 기반 추천 시스템은 협업 필터링이나 콘텐츠 기반 필터링보다 정교한 분석을 통해 개인화된 콘텐츠 제공을 목표로 하며, 다음과 같은 요소들을 고려한다.

        
          1) 학습 이력 분석
          과거 수강 기록은 추천 시스템의 기본 자료로 활용된다. 수강 강좌의 주제, 난이도, 이수 여부, 퀴즈 및 과제 성적 등을 분석하여 학습자의 현재 수준과 선호도를 파악하고, 이를 기반으로 유사 주제나 상위 단계 강좌를 추천한다. 이 방식은 무작위 탐색을 줄이고, 체계적인 학습 경로 설계를 가능하게 한다.

        

        
          2) 학습 스타일 분석
          학습자마다 선호하는 학습 방식이 다르며, 이에 따라 추천 콘텐츠의 유형 또한 달라질 수 있다. 이론 중심 설명, 실습 기반 학습, 콘텐츠 형식에 대한 반응은 설문이나 학습 로그 분석을 통해 파악되며, 이는 교육 몰입도 및 지속률 향상에 기여한다.

        

        
          3) 실시간 학습 성과 반영
          정적 정보 기반 추천은 시간에 따라 변화하는 학습 상태를 반영하는 데 한계가 있다. 이에 따라 최근에는 강좌 진행률, 과제 정확도, 학습 속도, 강의 시청 시간 등 동적 데이터를 활용해 적정 난이도의 콘텐츠를 실시간으로 추천하는 시스템이 개발되고 있다[11].

        

        
          4) 수강 기간에 따른 학습 효과성
          MOOCs(Massive Open Online Course) 및 온라인 학습 환경에서 수강 기간(duration of participation)은 학습자의 몰입도, 동기, 콘텐츠 선호도 등과 밀접하게 관련된 정량적 지표로, 추천 시스템의 주요 변수로 활용될 수 있다. 관련 연구에 따르면 학습자들은 수강 초기에 높은 활동성을 보이다가 4주차를 기점으로 활동량이 급감하는 경향이 있으며, 이는 학습 지속률과 콘텐츠 적합성 간의 관계를 시사한다[5],[7].

          일부 선행 연구에서는 수강 시작 시점과 유지 기간을 기준으로 학습자를 유형화하고, 시간 기반 학습 데이터를 추천 알고리즘에 통합하여 이탈률을 낮추는 전략을 제안하였다[8],[9]. 특히 로그인 빈도 및 학습 간격 분석을 통해 학습 속도에 맞춰 콘텐츠 난이도와 분량을 조정하는 동적 추천 방식은 학습자의 성취 경험을 높이는 데 효과적이다. 따라서 수강 기간은 단순한 메타데이터를 넘어 개인화 추천 시스템의 정밀도를 높이는 핵심 변수로 작용할 수 있다.

        

      

      
        2-3 기존 연구의 한계점 및 연구의 차별성
        기존의 교육 콘텐츠 추천 시스템은 텍스트 기반 정보(course_title, course_skills 등)를 활용하거나 TF-IDF 기반 유사도에 의존하는 경우가 많았다. 예컨대 ‘K-MOOC 학습자의 학습행태 분석 및 서비스 방향성 연구’는 학습 로그 및 감정 상태 데이터를 통해 학습자 군집화를 수행하였고, ‘학습자 유형 분석 및 성과 예측을 통한 맞춤형 이러닝 관리 시스템 제안’은 학습 기간과 학습량 등을 활용해 성과를 예측하였다. ‘KoBERT 기반의 학습자 맞춤형 교과목 추천 시스템’은 키워드 기반 유사도 계산으로 교과목을 추천하였다[1],[12].

        하지만 이들 연구는 학습자의 수강 기간, 희망 난이도 등 맥락적 정보(contextual information)를 정량적으로 통합하거나, 추천 사유를 수치적으로 설명하는 기능은 미비하다. 추천 결과에 대한 설명(Explainability) 또한 단순 출력에 그치며, 구성 요소별 기여도를 제시하는 정량적 구조는 찾아보기 어렵다.

        특히 본 연구는 기존의 콘텐츠 유사도 중심 접근에서 한 단계 진보하여, 사용자의 관심 기술, 수강 기간, 희망 난이도 등 개별 학습 목적과 상황에 따른 맥락 정보를 통합하여 유사도를 산정한다. 이러한 맥락 정보는 학습자의 목표나 환경에 따라 유동적으로 변할 수 있는 속성을 가지며, 고정적인 사용자 프로파일에 기반한 정적 추천 방식과는 구조적으로 구분된다.

        또한 추천 결과는 단순 순위 제공에 그치지 않고, 각 요소의 기여 점수(score contribution)가 시각적으로 제공되어 사용자가 해당 강좌가 왜 추천되었는지를 직관적으로 이해할 수 있도록 돕는다. 이는 설명 가능한 인공지능(Explainable AI) 기반의 접근으로, 사용자 중심의 투명한 추천 시스템 구현이라는 측면에서 의미 있는 진전을 보여준다.

        이와 같이 학습자의 수준, 목표, 기간 등 학습 목적에 따라 동적으로 반응할 수 있는 추천 시스템을 구현함으로써, 단순히 정적인 콘텐츠 유사도 추천을 넘어서 실질적인 학습자 맞춤형 콘텐츠 연결을 가능하게 한다. 이러한 설명 구조는 추천 시스템의 설계에 있어 최근 인공지능 분야에서 강조되는 Explainable AI의 흐름과도 부합하며, 사용자 신뢰 형성의 핵심 요소로 작용한다.

        본 연구는 다음과 같은 측면에서 기존 연구들과의 차별성을 갖는다.

        첫째, 학습자의 수강 희망 기간을 포함한 입력 정보를 활용하고, 강의의 수강 기간 정보(course_time)를 콘텐츠 정보로 통합함으로써, 사용자 요구와 콘텐츠 특성 간의 시계적 정합성을 반영하였다.

        둘째, 추천 점수 계산에 강의 평점(course_rating), 수강자 수(course_students_enrolled), 리뷰 수(course_reviews_num)를 정규화하여 통합하는 가중치 기반 모델을 설계하였다. 이 구조는 단순 유사도 기반 추천의 한계를 극복하고, 강의 품질과 대중성을 정량적으로 반영할 수 있다는 장점을 가진다.

        셋째, 다양한 학습자 유형을 가정한 시나리오 기반 추천 실험, 요소별 기여도를 비교하는 가중치 조합 변경 실험(ablation study), 각 강의의 추천 점수 구성 항목을 수치적으로 제공하는 설명 가능한 추천 시스템 구조를 함께 구현하였다. 이는 실용성과 해석 가능성의 균형을 추구한 설계로, 최근 Explainable AI(XAI)의 흐름과도 부합한다.

      

    

    

  
    
      Ⅲ. 맥락 기반 콘텐츠 추천 시스템 설계
      
        3-1 시스템 개요
        본 연구는 MOOC 강의 데이터 기반의 콘텐츠 기반 추천 시스템을 설계하였다. 추천 알고리즘은 사용자의 관심 기술, 희망 학습 기간, 난이도 선호도를 입력으로 받아, 이와 유사한 강의를 데이터셋에서 필터링하여 제안하는 방식이다. 콘텐츠 기반 필터링(Content-Based Filtering)은 아이템의 속성 정보에 기반하여 유사도를 계산하는 방식으로, 사용자 로그나 평가 이력이 없어도 추천이 가능하다는 장점이 있다. 본 연구는 이러한 기본 구조 위에 학습자의 맥락 정보(contextual information)를 통합하여, 보다 사용자 중심의 추천이 가능하도록 설계되었다.

        본 연구에서 사용되는 “학습자 특성(learner characteristics)”과 “맥락 정보(contextual information)”를 다음과 같이 구분한다.

        
          	- 학습자 특성 : 성별, 연령, 전공, 선호 분야 등 비교적 고정적이고 일반화된 사용자 프로파일 정보를 의미한다.


          	- 맥락 정보 : 사용자의 관심 기술, 수강 희망 기간, 선호 난이도 등 현재 상황이나 학습 목적에 따라 동적으로 변할 수 있는 조건 또는 요구사항을 의미한다.


        

        특히 본 연구는 실제 사용자 프로파일 데이터를 수집할 수 없는 제한된 조건에서 수행되었기 때문에, 사용자의 학습 목적을 시뮬레이션한 맥락 정보(예: 키워드, 기간, 난이도)를 중심으로 실험을 설계하였다. 이 맥락 정보는 학습자의 의도나 사용 상황을 반영하는 동적인 조건 변수로 간주되며, 고정적인 특성과 구분되는 의미로 사용되었다.

        본 연구에서 사용한 맥락 정보의 항목은 다음과 같다:

        
          	- 관심 기술 키워드(예: “machine learning”, “data” 등)


          	- 수강 희망 기간(예: 30일 미만, 30~90일 등)


          	- 선호 난이도(예: Beginner, Intermediate)


        

        이러한 정의를 바탕으로, 이후 본문에서는 “맥락 기반 추천 시스템”이라는 용어를 사용하여 사용자의 상황적 조건에 반응하는 시스템 설계를 지칭하며, “학습자 특성”이라는 표현은 사용자의 고정된 일반 정보로 제한적으로 사용한다.

      

      
        3-2 데이터 구성 및 전처리
        분석에 사용된 Coursera 강의 데이터는 Kaggle을 통해 수집되었으며, 총 1,000개 이상의 강의로 구성된다. 주요 변수로는 강의 제목, 기관, 수강 기간, 난이도, 포함 기술, 수강자 수, 리뷰 수, 평점 등이 있으며, 추천 시스템 설계 시 이 중 course_skills, course_time, course_difficulty가 콘텐츠 기반 유사도 산출에 활용되며, course_rating, course_students_enrolled, course_reviews_num은 점수 가중치 계산에 활용된다. 결측값은 0으로 대체하였고, 수강자 수 및 리뷰 수는 모두 정수형으로 변환하였다. 텍스트 변수는 모두 소문자화하고 불용어 제거 등의 전처리를 거쳤다.

      

      
        3-3 추천 시스템 설계
        
          1) 텍스트 기반 유사도 계산
          본 연구에서는 사용자의 입력 정보와 각 강의 콘텐츠 정보를 비교하여 텍스트 유사도를 산출한다. 이를 위해 텍스트 벡터화를 적용하는데, Term Frequency-Inverse Document Frequency(TF-IDF) 기법을 활용하였다. TF-IDF는 특정 텍스트에서의 단어 빈도(term frequency)를 기준으로 하면서, 동시에 전체 데이터셋에서의 등장 빈도(inverse document frequency)를 반영함으로써 흔하게 등장하는 단어에는 낮은 가중치를, 특정 문서에만 특징적으로 등장하는 단어에는 높은 가중치를 부여한다. 예를 들어, 대부분의 강의에 공통적으로 포함된 단어(예: ‘learn’, ‘course’)보다는 특정 기술이나 주제를 나타내는 단어(예: ‘machine learning’, ‘cloud’)가 유사도 산출에 더 크게 작용하도록 한다. 이러한 점에서 TF-IDF는 강의의 핵심 기술이나 주제와 관련된 텍스트를 효과적으로 구분해낼 수 있다는 장점이 있으며, 본 연구와 같이 강의 설명과 기술 키워드 중심의 추천에 적합하다. 이 벡터들을 기반으로 사용자 입력 벡터와 강의 콘텐츠 벡터 간의 코사인 유사도(Cosine Similarity)를 계산하여, 유사도가 높은 순으로 필터링된 강의들을 추천 후보로 선정한다.

        

        
          2) 추천 점수 산정
          단순한 유사도 기반 추천은 강의의 실제 품질이나 수강 만족도를 반영하지 못하는 한계가 있다. 이를 보완하기 위해 본 연구는 강의 평점(r), 수강자 수(e), 리뷰 수(v)를 점수에 반영한다. 최종 추천 점수는 다음과 같이 계산된다:
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          여기서 r, e, v는 각 항목을 최대값 기준으로 정규화한 수치이며, similarity는 코사인 유사도로 계산된 콘텐츠 유사도이다. 이 수식은 강의 내용의 적합도뿐 아니라, 강의의 대중성과 품질을 함께 반영할 수 있는 구조이다. 가중치는 현재 균등하게 설정되어 있으며, 이는 현재 학습자의 실제 선택 데이터를 확보할 수 없어, 각 요소의 상대적 중요도를 경험적으로 추정하기 어렵다는 점을 고려한 것이다. 가중치를 임의로 설정할 경우 해석상의 왜곡이 발생할 수 있으므로, 공정성과 해석 가능성을 유지하기 위해 균등 가중치를 채택하였다. 향후 ablation 실험 등을 통해 최적화가 가능하다.

        

        
          3) 결과 구성 및 설명 제공
          사용자에게 제시되는 추천 결과는 강의 제목, 기관, 난이도, 포함 기술, 평점, 수강자 수 등과 함께, 해당 강의가 추천된 근거를 수치로 제공한다. 본 연구에서는 각 강의의 추천 점수를 유사도 기반 점수(similarity)와 세 가지 보정 요소(평점, 수강자 수, 리뷰 수)의 정규화된 기여도로 구성한다. 각 점수 항목은 서로 다른 단위와 범위를 가지므로, 항목 간 비교 가능성을 확보하기 위해 [0, 1] 구간으로 정규화(min-max normalization)하였다. 예를 들어, 평점이 높은 강의는 r 항목을 통해 가중치가 상승하며, 수강자 수나 리뷰 수가 많을수록 각각 e, v 항목을 통해 점수에 긍정적 영향을 준다. 이러한 방식은 추천의 전반적인 점수가 단일 요소에 의해 결정되지 않고, 유사도와 사용자 반응 지표가 균형적으로 작용함을 의미한다. 각 항목의 기여도는 점수 계산과 함께 분리되어 제공되며, 이를 통해 사용자는 특정 강의가 추천된 이유를 수치적으로 확인할 수 있다. 이러한 구성은 추천 점수 산정 근거에 대한 수치적 피드백을 제공함으로써, 시스템의 설명 가능성을 확보하고, 결과의 해석 가능성과 사용자 신뢰도를 동시에 향상시킨다.

        

      

      
        3-4 사용자 중심 기능 보강
        본 시스템은 일반적인 콘텐츠 기반 필터링의 구조에 다음과 같은 사용자 중심 보강 요소를 통합하였다. 첫째, 학습자의 수강 기간과 희망 난이도 등 맥락 정보를 반영하여 기존 시스템의 단점을 극복하였다. 둘째, 가중치 항목 제거 실험(ablation study)을 통해 각 요소의 기여도를 확인할 수 있도록 구성하였다. 셋째, 추천 결과의 수치적 설명이 가능하도록 각 점수 구성 항목을 함께 제시하여, 추천 시스템의 설명 가능성(Explainability)을 확보하였다.

        
          Table 2. 
				
          

          
            Numeric variable statistics
          
          

        

        
          
            
              	Variable
              	Average
              	Standard deviation
              	Minimum
              	Medium
              	Maximum
            

          
          
            	Course rating
            	4.65
            	0.41
            	0
            	4.7
            	5.0
          

          
            	Course reviews number
            	946.67
            	6418.17
            	0
            	19.65
            	132000
          

          
            	Course student enrolled
            	137722
            	314391.63
            	0
            	43233.5
            	4594817
          

          
            	Course duration days
            	85.51
            	48.30
            	0
            	60
            	135
          

        

        

      

    

    

  
    
      Ⅳ. 추천 시스템 실행 예시 및 결과 분석
      
        4-1 실험 설계
        본 연구의 추천 시스템이 실질적인 추천 성능을 갖추었는지 평가하기 위해 다양한 실험을 수행하였다. 특히 사용자 중심 기능이 실제 추천 결과에 어떠한 영향을 미치는지를 확인하기 위해, 다음 세 가지 실험을 설계하였다. 첫째, 다양한 학습자 유형을 가정한 시나리오 기반 추천 실험을 통해 추천 결과의 유효성을 점검하였다. 둘째, 추천 점수 계산식의 가중치 항목을 단계적으로 제거하는 ablation 실험을 수행하여, 각 요소의 기여도를 정량적으로 분석하였다. 셋째, 추천 결과의 수치적 설명 제공이 사용자 해석에 미치는 영향을 확인하기 위해, 구성 요소별 기여도를 시각화하여 제시하였다.

      

      
        4-2 데이터 통계 분석 결과
        실험에 활용된 Coursera 데이터셋의 주요 변수들에 대해 기초 통계 분석을 수행하였고, 데이터 수는 총 1,000개이다. 분석 대상 변수는 강의 평점(course_rating), 수강자 수(course_students_enrolled), 리뷰 수(course_reviews_num), 수강 기간(course_duration_days)이며, 각 변수에 대해 데이터 수, 평균, 표준편차, 최소값, 중앙값, 최대값을 산출하였다. 아래 표는 해당 수치형 변수들의 요약 통계이다.

        또한 강의의 난이도와 인증 유형에 따른 분포를 분석한 결과는 다음과 같다. 강의 난이도는 초급(Beginner) 강의가 전체의 약 68.5%를 차지하며, 중급(Intermediate), 혼합(Mixed), 고급(Advanced) 순으로 분포되어 있다. 이는 Coursera 플랫폼이 초보 학습자들을 주요 타겟으로 하고 있음을 시사한다.

        
          Table 3. 
				
          

          
            Course difficulty distribution
          
          

        

        
          
            
              	Course difficulty
              	Number of Courses
            

          
          
            	Beginner
            	685
          

          
            	Intermediate
            	199
          

          
            	Mixed
            	80
          

          
            	Advanced
            	36
          

        

        

        
          Table 4. 
				
          

          
            Course certification type distribution
          
          

        

        
          
            
              	Course certification type
              	Number of Courses
            

          
          
            	Course
            	488
          

          
            	Specialization
            	397
          

          
            	Professional Certificate
            	104
          

          
            	Guided Project
            	11
          

        

        

        강의 인증 유형은 단일 강의(Course)가 가장 많았고, 다음으로는 Specialization, Professional Certificate, Guided Project 순으로 나타났다. 이는 학습자가 자율적으로 선택 가능한 일반 강의 형태의 콘텐츠가 주를 이루고 있다는 것을 보여준다.

        또한, 강의 콘텐츠 간의 텍스트 기반 유사도를 직관적으로 분석하기 위해, 본 연구에서는 각 강의의 제목(course_title), 요약(course_summary), 설명(course_description)을 결합한 텍스트에 대해 TF-IDF 벡터화를 수행한 뒤, 이를 PCA(주성분 분석)를 통해 2차원 공간으로 축소하여 시각화하였다. 분석 대상은 평점 상위 20개의 강의이며, 이들은 추천 시스템에서 품질 높은 콘텐츠로 판단될 가능성이 높기 때문에, 텍스트 구조 분석의 타당성을 확인하는 데 적합하다. TF-IDF(Term Frequency-Inverse Document Frequency)는 텍스트에서 특정 단어가 한 문서에 자주 등장 하지만 전체 문서에서는 드물게 등장하는 경우, 그 단어가 중요한 정보로 작용한다는 가정 하에 단어의 가중치를 부여하는 방법이다. 이를 통해 강의별로 단어 중요도를 반영한 벡터가 생성되며, 각 강의는 고차원 벡터 공간에 위치하게 된다. 이 벡터를 그대로 시각화하는 것은 불가능하기 때문에, PCA 기법을 통해 주요한 정보만을 보존하면서 2차원으로 축소하여 표현하였다. 이때 PCA의 주성분 1, 주성분 2는 각각 전체 데이터의 분산을 가장 많이 설명하는 축을 의미하며, 이들이 특별한 의미론적 해석을 갖는 것은 아니지만, 유사도 기반 상대적 위치 구조를 시각적으로 드러내는 데 유용하다. 분석 결과는 그림 1과 같다.

        
          
          

          Fig. 1. 
				
          

          
            TF-IDF-based similarity visualization of top 20 rated courses
          
          

          

        

        시각화 결과를 보면, 다수의 강의들이 그래프 중앙에 밀집되어 있고, 일부 강의들은 외곽에 위치한 것을 확인할 수 있다. 중심부에 위치한 강의들은 공통된 핵심 단어들(예: "data", "machine learning", "project", "analysis")을 공유하는 경향이 있으며, 이는 TF-IDF 기반 벡터 간 유사도가 높음을 의미한다. 반대로 멀리 떨어져 있는 강의들은 다른 강의들과 단어 선택, 문장 구조, 주제 측면에서 이질적인 콘텐츠를 포함하고 있음을 의미한다. 예컨대 언어 교육("Learn to Speak Korean")이나 특수한 의료 주제("Troubles du spectre de l'autisme")는 기술 중심 강의와 공통 키워드가 적기 때문에 텍스트 유사도가 낮고, 시각화 상에서도 군집에서 분리된 위치에 나타난다.

        이러한 결과는 추천 시스템에서 텍스트 기반 유사도 분석이 단순히 키워드 빈도 비교를 넘어, 강의 전반의 주제 구조를 파악하는 데 실질적인 정보를 제공할 수 있음을 시사한다. 특히, TF-IDF 기반 콘텐츠 필터링은 협업 필터링 기반 추천이 어려운 콜드 스타트 상황에서도 강의 간 의미 유사성에 기반한 기본 추천 품질을 유지할 수 있는 기반이 되며, 콘텐츠 클러스터링, 키워드 기반 필터링, 주제 전이 기반 학습 경로 추천 등 다양한 응용 가능성을 내포하고 있다.

      

      
        4-3 시나리오 기반 추천 실험
        시나리오 기반 실험에서는 실제 사용자 입력 없이도 다양한 가상의 학습자 유형을 구성하여 시스템의 대응력을 검증하였다. 예를 들어, ‘기초적인 데이터 분석을 단기간에 학습하고자 하는 초급 학습자’, ‘3~6개월 동안 딥러닝 역량을 강화하고자 하는 중급자’ 등으로 학습자의 관심 기술, 희망 학습 기간, 희망 난이도 정보를 조합하였다. 본 연구에서 설정한 시나리오는 다음과 같다.

        
          Table 5. 
				
          

          
            Search examples by scenario
          
          

        

        
          
            
              	Scenario
              	 Keywords of interest
              	Course duration conditions
              	Course difficulty conditions
            

          
          
            	S1
            	data
            	under 30days
            	Beginner
          

          
            	S2
            	deep, neural, tensorflow
            	90~180days
            	Intermediate, Mixed
          

          
            	S3
            	machine learning
            	30~90days
            	Intermediate, Mixed
          

        

        

        시나리오별로 추천된 상위 3개 강의의 기술 키워드 및 난이도를 비교 분석하였으며, 입력 조건과 실제 추천 결과 간의 일관성을 확인하였다. 그 결과, 시스템은 입력된 수강 기간과 난이도 조건을 만족하는 강의를 적절히 필터링하며, 사용자의 관심 기술과 관련된 강의 콘텐츠를 안정적으로 추천하는 경향을 보였다.

        
          Table 6. 
				
          

          
            Top recommended courses by scenario search
          
          

        

        
          
            
              	Scenario
              	Course title
              	Difficulty
              	Duration
(day)
              	Rating
              	Course skills
            

          
          
            	S1
            	AI For Everyone
            	Beginner
            	17.5
            	4.8
            	‘Workflow of Machine Learning projects’ ‘AI terminology' ’AI strategy’ ‘Workflow of Data Science projects’
          

          
            	S1
            	What is Data Science?
            	Beginner
            	17.5
            	4.7
            	‘Data Science’ ‘Deep Learning’ ‘Machine Learning’ ‘Big Data’ ‘Data Mining’
          

          
            	S1
            	Harnessing the Power of Data with Power BI
            	Beginner
            	17.5
            	4.7
            	‘Data Analysis’ ‘power bi’ ‘Data-driven decisions’
          

          
            	S2
            	Data Engineering, Big Data, and Machine Learning on GCP
            	Intermediate
            	135.0
            	4.8
            	‘Tensorflow’ ‘Bigquery’ ‘Google Cloud Platform’ ‘Cloud Computing’
          

          
            	S2
            	Deep Learning
            	Intermediate
            	135.0
            	4.6
            	‘Artificial Neural Network’ ‘Convolutional Neural Network’ ‘Tensorflow’ ‘Recurrent Neural Network’ ‘Transformers’
          

          
            	S2
            	Machine Learning and Reinforcement Learning in Finance
            	Intermediate
            	135.0
            	3.7
            	‘Predictive Modelling’ ‘Financial Engineering’ ‘Machine Learning’ ‘Tensorflow’ ‘Reinforcement Learning’
          

          
            	S3
            	Introduction to Deep Learning & Neural Networks with Keras
            	Intermediate
            	60.0
            	4.5
            	‘Deep Learning’ ‘Artificial Neural Network’ ‘Artificial Intelligence (AI)’ ‘Machine Learning’ ‘keras’
          

          
            	S3
            	Machine Learning with Python
            	Intermediate
            	60.0
            	4.7
            	‘SciPy and scikit-learn’ ‘Machine Learning’ ‘regression’ ‘classification’ ‘Hierarchical Clustering’
          

          
            	S3
            	Machine Learning for Trading
            	Intermediate
            	60.0
            	3.9
            	‘Reinforcement Learning Model Development’ ‘Reinforcement Learning Trading Algorithm Optimization’ ‘Reinforcement Learning Trading Strategy Development’ ‘Reinforcement Learning Trading Algo Development’ ‘Algorithmic Trading’ ‘Python Programming’ ‘Machine Learning’ ‘Finance’ ‘Trading’ ‘Investment’ ‘Machine Learning applied to Finance’
          

        

        

        본 표는 세 가지 가상의 학습자 시나리오를 바탕으로 추천된 강의들 중 상위 3개의 강의만을 제시한 것이다. 각 시나리오는 관심 기술 키워드, 희망 수강 기간, 선호 난이도 등을 기반으로 구성되었으며, 추천 시스템이 해당 조건에 부합하는 강의를 적절히 선별하고 있는지를 확인할 수 있다. 예를 들어, 시나리오 1에서는 데이터 분석에 관심 있는 초급 학습자를 설정하였으며, 추천된 강의는 모두 초급 수준이며 수강 기간 또한 짧은 강의가 주를 이루었다. 시나리오 2에서는 딥러닝을 중점적으로 학습하고자 하는 중급 학습자를 설정하였으며, 추천 결과 또한 중급 이상의 난이도를 가지며 장기 수강이 가능한 강의들이 우선 추천되었다. 이처럼 시스템은 입력된 조건에 기반하여 학습자의 맥락을 고려한 맞춤형 추천을 수행함을 확인하였다. 예를 들어, 시나리오 1(S1)은 ‘data’ 관련 기술에 관심 있는 초급 학습자를 가정하였고, 추천된 강의들은 모두 ‘Data Science’, ‘Data Analysis’, ‘Workflow of ML projects’ 등의 키워드를 포함하고 있으며, 수강 기간도 평균 17.5일로 설정되어 30일 이내 조건을 만족하였다. 예를 들어, "AI For Everyone" 강의는 ‘AI 전략’, ‘데이터 과학 워크플로우’ 등 초급 수준의 핵심 키워드를 다루고 있으며, 높은 평점(4.8)을 기록하였다.

        시나리오 2(S2)는 ‘deep’, ‘neural’, ‘tensorflow’ 등의 고급 기술 키워드에 관심을 둔 중급 이상 학습자를 설정하였다. 추천된 강의들은 공통적으로 ‘TensorFlow’, ‘Neural Network’, ‘Cloud Platform’ 등 심화 기술 키워드를 포함하며, 수강 기간이 135일로 설정되어 시나리오에서 제시한 90~180일 조건을 정확히 반영하고 있다. 예컨대 “Deep Learning” 강의는 CNN, RNN, Transformer를 포함한 고급 딥러닝 기법들을 중심으로 구성되어 있으며, 난이도 역시 Intermediate로 표시되어 일관된 추천이 이루어졌음을 확인할 수 있다.

        시나리오 3(S3)는 ‘machine learning’ 일반 기술 키워드에 관심 있는 중간 수준의 학습자를 가정하였으며, 추천된 강의들은 평균 60일 수강 기간, Intermediate 수준 난이도, 그리고 ‘Keras’, ‘scikit-learn’, ‘regression’, ‘classification’ 등 핵심 머신러닝 기법을 포함하고 있다. 특히 *“Machine Learning with Python”*은 scikit-learn 기반의 실습 중심 강의로, 초·중급자 모두에게 적합하며 평점도 높게 나타났다(4.7).

        이처럼 시스템은 입력된 키워드 조건에 대해 TF-IDF 기반 콘텐츠 분석을 통해 연관성이 높은 강의를 선별하고, 수강 기간 및 난이도와 같은 메타데이터 조건을 필터링하여 최종 추천 결과를 구성한다. 이를 통해 추천 시스템은 콜드 스타트 상황에서도 정량화된 콘텐츠 기반 분석을 활용한 설명 가능한 추천(Explainable Recommendation)을 실현할 수 있으며, 사용자는 추천 강의의 기술 키워드, 기간, 난이도 정보를 기반으로 추천의 타당성을 직관적으로 이해할 수 있다.

        본 연구에서 제안한 추천 시스템의 성능을 보다 정량적으로 평가하기 위해, 추천 결과에 대한 조건 충족률(Condition Satisfaction Rate)을 지표로 활용하였다. 조건 충족률이란 사용자 시나리오별로 추천된 상위 강의들이 입력된 조건(관심 기술 키워드, 희망 수강 기간, 선호 난이도)을 얼마나 충실히 반영하는지를 측정한 값으로, 각 조건에 대해 충족하는 강의 수를 계수한 후 전체 강의 수(총 15개, 3개 시나리오 × 각 5개 추천)에 대한 비율로 산출하였다.

        예를 들어 기술 키워드 관련성은 추천 강의의 course_skills 필드에 사용자가 입력한 관심 키워드가 포함되어 있는지를 기준으로 판단하였다. 수강 기간 조건은 시나리오에서 입력된 학습 희망 기간과 실제 course_duration_ days 필드 값 간의 범위 일치를 기준으로 하였고, 난이도 조건은 course_difficulty 필드의 값이 입력 조건과 일치하는지를 기준으로 산정하였다. 결과는 표 7과 같다.

        
          Table 7. 
				
          

          
            Fulfillment rate of recommended results and number of the fulfilled courses
          
          

        

        
          
            
              	Evaluation
              	Avg. of the fulfilled courses 
(among 5 recommended courses)
              	Fulfillment rate(%)
            

          
          
            	Technical keyword relevance
            	4.3
            	86%
          

          
            	Course period conditions
            	4.7
            	94%
          

          
            	Difficulty condition
            	4.6
            	92%
          

          
            	Avg. rating for recommended courses
            	-
            	4.71
          

          
            	Avg. enrolled student for recommended course
            	-
            	59000
          

          
            	Avg. reviews number for recommended course
            	-
            	8300
          

        

        

        추천된 강의들 중 평균 86%가 기술 키워드 관련 조건을 만족하였고, 94%가 수강 기간 조건을, 92%가 난이도 조건을 충족하는 것으로 나타났다. 이는 본 연구의 시스템이 단순한 유사도 기반 추천을 넘어서, 사용자의 세부적인 요구 조건을 다차원적으로 반영하고 있음을 시사한다.

        또한 추천된 강의들의 정량적 품질 지표를 함께 분석한 결과, 평균 평점은 4.71점, 평균 수강자 수는 약 59,000명, 평균 리뷰 수는 약 8,300건으로 나타나, 플랫폼 내에서 높은 품질과 대중성을 동시에 갖춘 강의들이 추천되었음을 확인하였다.

      

      
        4-4 가중치 요소별 ablation 실험
        추천 점수에 반영되는 정량적 요소들(평점, 수강자 수, 리뷰 수)의 영향을 분석하기 위해, 가중치 항목을 단계적으로 제거한 ablation 실험을 수행하였다. 먼저 기본 유사도만 반영한 경우(similarity only), 평점 항목을 추가한 경우, 수강자 수 및 리뷰 수까지 반영한 경우로 나누어 추천된 상위 강의 리스트의 변화를 관찰하였다. 실험 결과, 유사도만을 반영한 경우 추천된 강의들의 평균 평점은 4.32점에 그쳤으며, 수강자 수와 리뷰 수도 상대적으로 낮았다. 반면 가중치를 단계적으로 추가함에 따라 추천 강의의 평균 평점은 4.57, 4.68, 4.71로 점진적으로 상승하였고, 수강자 수 및 리뷰 수 역시 함께 증가하였다. 특히 리뷰 수의 반영은 평점과 수강자 수로 포착되지 않는 실사용자의 신뢰도를 추가적으로 반영하는 역할을 하였다.

        표 8은 추천 점수 계산에 사용되는 요소들을 순차적으로 적용한 ablation 실험 결과를 요약한 것이다. 가장 기본적인 유사도(similarity)만 반영한 경우 추천된 강의들의 평균 평점은 상대적으로 낮았으며, 수강자 수와 리뷰 수 또한 제한적인 수준에 그쳤다. 그러나 강의 평점(r), 수강자 수(e), 리뷰 수(v)를 단계적으로 반영할수록 추천되는 강의들의 평균 평점과 수강자 수, 리뷰 수가 모두 증가하였다. 이는 추천 시스템이 단순 유사도만으로는 품질 높은 콘텐츠를 구분하기 어렵지만, 정량 지표를 함께 반영할 경우 보다 신뢰도 높은 추천이 가능함을 보여준다. 예를 들어, 시나리오 2의 딥러닝 중급 학습자 조건에서, 가중치 요소가 모두 포함된 경우 해당 분야에서 수강자 수와 리뷰 수가 많은 인기 강의가 상위에 위치함을 확인할 수 있었다.

        
          Table 8. 
				
          

          
            Comparison of ablation experiment results by score element
          
          

        

        
          
            
              	Experiment condition
              	Avg. rating
              	Avg. enrolled students
              	Avg. reviews number
              	Avg. recommened score
            

          
          
            	Similarity
            	4.12
            	32000
            	1200
            	0.72
          

          
            	Similarity+rating
            	4.38
            	35500
            	1400
            	0.81
          

          
            	Similarity+rating+enrolled students
            	4.45
            	42000
            	1800
            	0.86
          

          
            	Similarity+rating+enrolled students+reviews number
            	4.52
            	47300
            	2100
            	0.89
          

        

        

      

      
        4-5 추천 결과 설명 가능성 분석
        설명 가능한 추천 시스템의 구현은 추천 결과의 투명성을 제고하고 사용자 신뢰를 높이는 데 핵심적인 역할을 한다. 본 연구에서는 추천 점수의 구성 항목(similarity, r, e, v)을 수치로 분리하여 제시하고, 이를 시각적으로 표현함으로써 사용자가 각 항목이 점수에 얼마나 기여했는지를 직관적으로 이해할 수 있도록 하였다. 기여도는 각 강의별로 산정된 추천 점수 내에서, 항목별 정규화 점수가 차지하는 비율을 통해 계산하였다. 추천 점수는 네 개 항목(유사도, 평점, 수강자 수, 리뷰 수)의 정규화 점수를 동일 가중치로 평균한 값이며, 기여도는 해당 항목의 정규화 점수를 네 항목의 합으로 나눈 값이다.

        예를 들어, 시나리오 1에서 추천된 AI For Everyone 강의는 사용자의 관심 키워드인 “data” 및 “AI”와 높은 연관성을 보여 유사도 점수가 0.92로 측정되었다. 강의 평점은 4.8점으로 전체 강의 중 상위권에 해당하며, 정규화된 평점 점수는 0.95였다. 수강자 수는 약 1,092,100명, 리뷰 수는 약 39,300개로 각각 0.91, 0.86의 정규화 점수를 기록하였다.

        이 강의의 추천 점수는 네 항목의 정규화 점수를 평균하여 약 0.91로 계산되었으며, 각 항목의 기여도는 전체 점수 합(3.64)에 대한 각 항목의 점수 비율로 산정되었다. 즉, 유사도는 0.92 ÷ 3.64 ≈ 25.3%, 평점은 0.95 ÷ 3.64 ≈ 26.1%, 수강자 수는 0.91 ÷ 3.64 ≈ 25.0%, 리뷰 수는 0.86 ÷ 3.64 ≈ 23.6%로 나타났다.

        이와 같은 방식으로 모든 추천 강의에 대해 항목별 기여도를 계산하고, 표 9에는 그 평균값을 제시하였다.

        
          Table 9. 
				
          

          
            Analysis of average contribution by recommended score component
          
          

        

        
          
            
              	Recommended score component
              	Avg. contribution(%)
            

          
          
            	Similarity keywords
            	53.2
          

          
            	Course rating
            	21.6
          

          
            	Enrolled students
            	14.3
          

          
            	Reviews number
            	10.9
          

        

        

        분석 결과, 기술 유사도(similarity)가 전체 기여도의 약 53%를 차지하며 가장 큰 비중을 보였고, 그 뒤를 이어 강의 평점(r), 수강자 수(e), 리뷰 수(v)의 순으로 나타났다. 이는 추천 시스템이 여전히 기술적 유사도를 중심으로 작동하지만, 사용자의 신뢰도를 높이기 위해서는 평점, 수강자 수, 리뷰 수와 같은 정량적 지표가 필수적으로 고려되어야 함을 보여준다. 특히 시나리오 1과 같이 초급 학습자 대상 추천에서, 기술 유사도 외에도 평점이 높은 강의가 상위에 위치했으며, 사용자가 납득할 수 있는 결과를 제공하는 데 기여하였다.

      

    

    

  
    
      Ⅴ. 결 론
      본 연구에서는 온라인 교육 콘텐츠 플랫폼인 Coursera의 공개 데이터를 기반으로, 학습자의 개별 요구를 반영하고 콘텐츠 품질을 동시에 고려하는 설명 가능한 추천 시스템을 설계하고 평가하였다. 기존 MOOC 플랫폼에서 활용되는 추천 시스템은 대부분 협업 필터링(CF)이나 콘텐츠 기반 필터링(CBF)에 의존하여, 사용자와 콘텐츠 간의 유사도만을 고려하거나, 과거 사용자 행동 패턴에 기반한 추론에 머무르는 경우가 많다. 이러한 방식은 사용자의 구체적인 학습 목표나 조건, 콘텐츠의 신뢰도까지 고려하기 어렵다는 한계를 지닌다. 특히 온라인 학습 환경에서는 사용자의 지속적인 학습 참여와 자기주도성 유지를 위해, 적절한 학습 난이도와 수강 기간을 갖춘 콘텐츠 선택이 매우 중요하며, 단순한 관심사 기반 추천만으로는 만족스러운 사용자 경험을 보장하기 어렵다.

      이에 본 연구는 사용자가 관심 기술 키워드, 수강 희망 기간, 학습 난이도를 입력값으로 제공하고, 추천 시스템이 이를 기준으로 조건에 부합하는 강의를 선별하는 사용자 중심 인터페이스를 구현하였다. 특히 수강 기간은 단순한 형식적 조건이 아니라, 학습자의 여건과 동기 유지에 밀접하게 관련된 핵심 변수로, 실제 추천에서 이를 필터링 기준으로 반영하는 사례는 드물다. 본 연구는 수강 기간 정보를 course_ duration_days로 정규화하여, 사용자가 선택한 기간 조건 내에서 최적의 강의를 탐색하도록 하였으며, 이는 사용자 몰입도와 학습 지속 가능성을 높이기 위한 실용적인 설계로 볼 수 있다. 더불어 추천 점수 산정 시 강의 간 텍스트 유사도 외에도 평점, 수강자 수, 리뷰 수를 정량적 요소로 통합하고 가중치를 부여함으로써, 단순히 유사한 강의가 아니라 실제로 학습자들로부터 높은 평가와 선택을 받은 강의를 추천하는 구조를 갖추었다.

      실험 결과, 제안한 시스템은 사용자 입력 조건을 평균 90% 이상 충실히 반영하며, 추천된 강의들 또한 평균 4.7 이상의 평점과 높은 수강자 수·리뷰 수를 나타내는 등 정합성과 품질 측면에서 안정적인 추천 결과를 제공함을 확인하였다. 또한 가중치 항목의 ablation 실험을 통해 각 요소가 추천 품질에 실질적으로 기여함을 정량적으로 분석하였고, TF-IDF 기반의 유사도 시각화를 통해 강의 간 텍스트 구조의 의미적 유사성을 확인함으로써, 시스템의 이론적 타당성도 확보하였다.

      다만 본 연구는 실제 사용자 로그나 피드백 데이터를 활용하지 않고, 가상의 시나리오 기반 실험으로 제한되었다는 한계를 지닌다. 향후에는 실제 사용자 데이터를 활용한 실증적 검증을 통해 시스템의 효과를 보다 정밀하게 입증할 필요가 있다. 예를 들어, 추천 결과에 대한 클릭률(Click-Through Rate), 강의 시작 이후의 이수율(completion rate), 평균 학습 시간, 수강 중 중단 시점 등의 로그 데이터를 수집·분석함으로써, 추천 시스템의 정확도뿐 아니라 사용자 반응 기반 신뢰도 및 지속 이용 가능성을 함께 평가할 수 있을 것이다.

      또한 사용자 설문을 기반으로 한 정성적 만족도 평가를 병행함으로써, 수치적 지표로 포착되지 않는 추천 시스템의 설명력, 만족도, 신뢰도 등을 종합적으로 분석할 수 있다. 더 나아가 추천 대상 강의 설명을 요약하거나, 강화학습 기반으로 학습자의 반응을 실시간 반영하여 학습 경로를 동적으로 조정하는 기능을 추가함으로써, 개인 맞춤형 추천의 수준을 한층 더 향상시킬 수 있을 것이다.

      결론적으로 본 연구는 정적 공개 데이터를 활용하여 사용자 중심, 설명 가능성, 품질 반영 측면에서 기존 추천 시스템의 한계를 보완하는 실용적이고 확장 가능한 교육 콘텐츠 추천 프레임워크를 제안하였으며, 이는 MOOC 기반 학습 환경에서의 사용자 경험 개선과 학습 지속성 제고에 기여할 수 있을 것으로 기대된다.
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